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摘要!针对传统的金属表面缺陷检测存在的成本高*效率低&难以满足现代制造业对高精度和高效率的需求的问

题&提出了一种基于
dCSAC:$#

和改进可形变卷积的金属缺陷识别模型$该模型在
dCSAC:$#

基础上设计了可形变卷积的

残差连接结构&增强了对复杂缺陷形状和位置的适应能力&并在残差连接前引入卷积注意力模块以更好地捕捉显著缺陷

特征$通过将该结构嵌入全局平均池化层之前&形成了新的网络架构
dCSAC:$#

2

2+>\

$在金属缺陷数据集上的实验结

果显示&

dCSAC:$#

2

2+>\

模型的验证集最高准确率达到
/(]0_

&初始准确率为
/1]"_

&均优于常用深度学习模型$结

果表明&

dCSAC:$#

2

2+>\

在金属缺陷检测任务中表现出较高的识别精度和鲁棒性&具有较大的工业应用潜力%

关键词!金属表面缺陷检测$

dCSAC:

$残差网络$注意力机制$可形变卷积
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引言

金属表面缺陷检测在工业制造过程中起着至关重要

的作用&直接影响到产品的质量*性能和使用寿命%特

别是在航空航天*汽车制造*船舶制造*电子设备和建

筑材料等领域&对金属表面的质量有着严格的要求&即

便是微小的缺陷&如裂纹*划痕*腐蚀*凹坑或异物污

染&都可能对金属部件的结构完整性和功能性能产生严

重影响%因此&金属表面缺陷的准确检测和及时修复对

于保障产品质量和安全至关重要%传统的检测方法通常

依赖于人工目视检查和简单的光学手段&但这些方法存

在劳动强度大*主观误差高的不足&并且在复杂且大规

模的生产线中效率较低&难以满足现代工业对高精度和

高效率的要求%随着工业自动化和智能制造技术的不断

进步&基于图像处理和机器学习的自动化检测技术逐渐

成为主流&并被认为是提高检测准确性和效率的重要
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金属表面缺陷检测模型 #

0%

!!!

#

途径%

近年来&随着图像处理和计算机视觉技术的发展&

机器学习和深度学习被广泛应用于工业领域%在金属表

面缺陷检测领域&文献 '

&

(提出了一种基于卷积神经

网络 !

+AA

&

6N7YNPB:9N7IP7CBQIP7C:RNQ8

"的快速且

鲁棒的缺陷检测模型'

&

(

%使用一个改进的
+AA

架构来

处理金属表面图像&通过层层卷积操作自动提取图像的

特征&减少对人工设计特征的依赖%文献 '

"

(提出了

一种改进的实时金属表面缺陷检测模型&基于
.3F3Y$

并加入了通道混洗机制'

"

(

%通过深度卷积和通道混洗来

优化特征提取&提高了对小缺陷的检测效果%文献 '

%

(

通过使用支持向量机 !

G̀ ^

&

SB

;;

NQ:YC6:NQWI6H97C

"

作为分类模型&将提取的纹理特征输入
G̀ ^

中&以区

分正常表面和含有缺陷的表面'

%

(

&文献 '

%

(提出的

-纹理特征提取
aG̀ ^

.方案是一种经典的传统机器学

习方法&在数据量小*资源受限的场景下具备优势&且

方法简单*易实现%然而&随着任务复杂度和数据规模

的提升&该方法的局限性会逐渐显现%对于大规模工业

应用&更现代化的深度学习方法可能更适合%文献 '

'

(

基于传统的支持向量机方法&提出了一种改进算法&结

合图像预处理与特征提取&通过优化核函数和超参数来

提高检测精度'

'

(

%文献 '

$

(提出了一种基于改进的

L̀L&0

网络的金属表面缺陷图像分类方法'

$

(

%改进的

L̀L&0

网络通过引入多尺度特征融合和通道注意力机

制&提升了网络在金属表面缺陷分类中的特征提取能

力%金属表面缺陷检测的效率及准确率直接关系到国家

工业生产的效率及利益&基于计算机视觉的缺陷检测更

是重要研究内容&如何提高识别算法的准确性和鲁棒

性&一直是研究人员努力的方向%

尽管已有研究在金属缺陷检测方面取得了一定的进

展&但面对缺陷种类多样*复杂且随机分布的特性&目

前的方法仍然存在局限性%为了更好地解决这些问题&

本文提出了一种基于改进
dCSAC:$#

的金属缺陷检测模

型%该模型通过引入可形变卷积 !

2+A

&

UCTNQWIMPC

6N7YNPB:9N7

"&增加卷积的空间自适应性&增强了对复

杂缺陷形状的适应能力%此外&受
dCSAC:$#

中
\N::PC-

7C68

结构的启发&本文设计了一个卷积核大小为
%h%

的可形变卷积的
\N::PC7C68

结构&并在残差连接之前引

入了卷积注意力模块 !

+\>^

&

6N7YNPB:9N7IPMPN68I:-

:C7:9N7WNUBPC

"&以进一步强调特征的显著性%通过将

可形变卷积与注意力机制结合&构成一种新的注意力模

块///可形变卷积注意力模块 !

2+>\

&

UCTNQWIMPC

6N7YNPB:9N7IPI::C7:9N7MPN68

"%该模块不仅增强了对复

杂形变特征的提取能力&还有效解决了特征捕获中的不

均衡问题&显著提升了金属缺陷检测的精度和鲁棒性%

为了验证该方法的有效性&本文对改进后的
dCSAC:$#

网络进行了超参数调优&并与其他主流模型进行了对

比&实验结果表明&所提出的模型在金属缺陷检测任务

中具有更高的准确性和更好的泛化性能%

A

!

数据集增强与划分

ABA

!

数据集介绍

数据集采用由东北大学研究团队公开的
A@K-2@<

'

0

(

!

ANQ:HCIS:CQ7K79YCQS9:

D

2C:C6:9N7NTGBQTI6C2CTC6:S

"

金属表面缺陷数据集%数据集由金属表面图像构成&每

张图像都包含一个或多个表面缺陷%每个缺陷都属于特

定的类别&并带有相应的标签%该数据集共有
0

个类别

&(##

张图片&分别为氧化铁皮 !

dS

"

%##

张&裂纹

!

+Q

"

%##

张&夹杂物 !

47

"

%##

张&乳化液斑迹 !

=I

"

%##

张&麻点 !

=S

"

%##

张&划痕 !

G6

"

%##

张%每张

图片分辨率均为
"##

;

9OCPSh"##

;

9OCPS

%数据集各类别

缺陷图像如图
&

所示%

图
&

!

金属表面缺陷数据集

ABC

!

小样本数据集
LHPNKH:

的增强与划分

针对该数据集数据样本过少&可能存在过拟合的风

险%为此对数据集进行扩充是首要解决的问题'

1

(

%首先

按照
(

)

"

的比例将数据集划分为训练集和测试集&其

次通过镜像翻转*平移*缩放*旋转以及添加高斯噪声

等操作&将原始训练集中每个类别的数据扩充到
1##

张&共
'"##

张图片%并将扩充后的数据集按照不同缺

陷类别&放入不同文件夹中&方便后续训练%扩充后的

训练集在一定程度上提高了模型的鲁棒性和泛化性'

(

(

%

经数据增强和划分后的数据集数量如表
&

所示%

表
&

!

金属表面缺陷数据集数量分布表

缺陷类型 氧化铁皮 裂纹 夹杂物 乳化液斑迹 麻点 划痕

扩充前
%## %## %## %## %## %##

扩充后
10# 10# 10# 10# 10# 10#

C

!

算法设计

CBA

!

/'+L'&F@

随着深度学习的发展&人们发现更深的网络能够提

取更多的特征&于是开始不断地加深网络的深度&但是

随之而来也产生了新的问题%传统的卷积神经网络的输

入输出是直接连接&一味地加深网络深度很容易会出现

梯度爆炸或梯度消失的现象&使得模型难以收敛%针对

这一问题&

?C

等人'

/

(在
"#&$

年提出了残差网络 !
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卷#
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#

AC:

&

QCS9UBIP7C:RNQ8

"&通过引入残差块 !

dCS9UBIP

\PN68

"&使得训练非常深的网络成为可能&且性能显著

提升%残差块公式如式所示)

"

%

T

!

!

&3

>

/

4"

*

!

!

&

"

!!

其中)

T

!

!

& 3

>

/

4"表示卷积层的输出&表示卷

积后得到的输出$

!

是残差块的输入 !来自上一层的特

征图"$

"

是残差块的输出%这里将输入
!

直接加到卷

积层的输出上就形成了残差块%由于
dCSAC:$#

在性能

和计算复杂度之间取得了良好的平衡&在图像分类任务

中得到了广泛的应用&故本文选取
dCSAC:$#

做为主干

网络%

dCSAC:$#

的残差块结构如图
"

所示%

图
"

!

dCSAC:$#

基本残差结构

dCSAC:$#

由多个残差块堆叠而成&总共包含
$#

层&其中包含
&

个卷积块*

'

个残差块和
&

个输出%卷

积块是由一个
1h1

大小的卷积层*批归一化层 !

\A

&

MI:6H7NQWIP9ZI:9N7

&"*激活层 !

dCFK

"*以及一个
%h

%

的最大池化层组成$残差块的组成部分包括恒等残差

块 !即不改变尺寸的残差结构"与卷积残差块 !即添加

尺度的残差结构"%每个残差块中的卷积残差块数相同

而恒等残差块数不同&其中卷积残差块数均为
&

&恒等

残差块数依次为
"

*

%

*

$

和
"

%恒等残差块与卷积残差

均由尺寸大小为
&h&

*

%h%

*

&h&

的卷积核组成'

&#

(

%

CBC

!

可形变卷积

可形变卷积是一种增强卷积神经网络感受野和建模

复杂几何形变的有效方法&最早由
2I9

等人'

&&

(在
"#&1

年提出%传统的卷积操作采用固定的空间位置进行采

样&然而在面对和处理复杂的图像变化或物体几何形状

变化时&固定采样可能无法捕捉图像中的局部变化%为

解决这一问题&可形变卷积在标准卷积的基础上引入了

形变偏移量&使得卷积核的采样点能够根据输入图像的

特征自适应地调整位置&从而有效提升网络的特征提取

能力'

&"

(

%标准卷积与可形变卷积采样点如图
%

所示%

图
%

中 !

I

"是常见的
%h%

卷积方式&!

M

"是采样可形

变卷积&加上偏移量之后的采样点变化&而 !

6

"和

!

U

"则是可形变卷积的特殊变化情况%普通卷积操作可

用下式表示)

"

!

S

#

"

%

<

S

3

5

(

C

!

S

3

"

#

!

!

S

#

*

S

3

" !

"

"

图
%

!

可形变卷积不同采样点

其中)

"

!

S

#

"表示输出特征图的某个位置&

S

3

表

示区域内任意位置&

S

#

表示中心位置&

C

为卷积核的

权重&

!

和
"

分别表示输入和输出%而在可形变卷积

中&卷积核的位置不再固定&而是增加了一个偏移量

A

S

3

&即可形变卷积的公式如式 !

%

"所示)

"

!

S

#

"

%

<

S

3

5

(

C

!

S

3

"

#

!

!

S

#

*

S

3

*+

S

3

" !

%

"

CBD

!

注意力机制

注意力机制近年来被广泛应用于提升卷积神经网络

的表现'

&%

(

&

+\>^

是一种轻量且有效的注意力模块&

能够嵌入到现有的卷积神经网络中&从而增强网络的特

征提取能力%

+\>^

由
VNN

等人'

&%

(在
"#&(

年提出&

模块通过逐步对特征图进行通道注意力和空间注意力的

增强&以便让网络能够更精准地关注到更重要的特征区

域%

+\>^

模块由两个子模块构成)通道注意力模块

!

+HI77CP>::C7:9N7 N̂BUPC

"

'

&'

(和 空 间 注 意 力 模 块

!

G

;

I:9IP>::C7:9N7 N̂BUPC

"&而
+\>^

则是将这两个模

块按顺序对输入特征图施加注意力操作&最终输出经过

优化的输出特征图%

+\>^

的设计理念是&先通过通

道维度筛选出重要的特征通道&再通过空间维度选择关

键的空间区域%这种逐步的注意力机制提高了网络对关

键信息的关注度%注意力机制模块如图
'

所示%

在图
'

中若输入特征图为
T

5

(

5h=h>

&

Y

+

!

T

"为

执行通道注意力后输出特征图&其输出结果再与输入相

乘得到
Y

+

!

T

"#

T

%此时输入经过通道注意力模块&

得到了通道维度的特征关注加强%

Y

+

!

T

"#

T

做为下

个阶段空间注意力模块的输入&

Y

D

'

Y

+

!

T

"(#

T

为

执行空间注意力后的输出特征图%此时输入特征图经过

了通道维度和空间维度的特征加强%整个注意力过程的

公式如式 !

'

"所示)

T&

%

Y

D

!

Y

+

!

T

""

#

T

!

'

"

!!

在通道注意力模块中&其主要作用式通过挖掘各个

通道的上下文信息&来为每个通道分配不同的权重&筛

选出对当前任务重要的特征%首先&对输入特征图
T

!

/

&

0

"在空间维度上并行地进行全局平均池化和全局

最大池化&得到两个大小为
5

的描述向量&分别记为

T

+

IY

E

和
T

+

WIO

&其公式如式 !

$

"!

0

"所示%将这两个生成

的描述向量通过一个共享全链接层&按元素求和&计算

出通道注意力的权重&通道注意力的权重函数如式 !

1

"

所示%其中&

>

#

和
>

&

表示全连接层的权重&

)

为
dC-

!
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金属表面缺陷检测模型 #

0$

!!!

#

图
'

!

注意力机制

FK

激活函数&

2

是
G9

E

WN9U

激活函数%最后的注意力权

重通过逐元素相乘作用于原始图像中)

T

+

IY

E

%

&

=

8

>

<

=

/

%

&

<

>

0%

&

T

!

/

&

0

" !

$

"

T

+

WIO

%

WIO

/

%

&

&

]]]

&

=

&

0%

&

&

]]]

&

>

T

!

/

&

0

" !

0

"

Y

+

!

T

"

%

2

3

>

&

3

)

'

>

#

!

T

+

IY

E

"(4

*

>

&

3

)

'

>

#

!

T

+

WIO

"(44 !

1

"

!!

在空间注意力模块中&其作用是根据通道注意力模

块的输出特征图&进一步对空间维度的特征信息加以强

调关注%首先&同样也是在通道维度上对输入特征图进

行全局平均池化和全局最大池化&得到两个通道特征

图&记为
T

D

IY

E

和
T

D

WIO

&公式如式 !

(

"

%

!

/

"所示%将

这两个特征图在通道维度上进行连接&生成一个
"

通道

的特征图%接着&使用一个
1h1

的卷积操作生成空间

注意力图%空间注意力公式如式 !

&#

"所示%其中&'$(

表示特征图在通道维度上进行拼接操作&

;

1h1表示
1h1

的卷积操作&

2

是
G9

E

WN9U

激活函数%最终生成的空间注

意力图将对输入特征图的每个空间位置进行加权)

T

D

IY

E

%

&

5

<

5

1

%

&

T

1

!

(

"

T

D

WIO

%

WIO

1

%

&

&

]]]

&

5

T

1

!

/

"

Y

D

!

T

"

%2

3

;

1

8

1

'!

T

D

IY

E

$

T

D

WIO

"(4 !

&#

"

!!

+\>^

模块通过引入通道注意力和空间注意力机

制&提升了卷积神经网络对重要特征的聚集能力&提升

了网络学习的效率%

D

!

算法整体框架

DBA

!

K!>I

注意力模块

在原始的
dCSAC:$#

网络中&其中的
%h%

卷积核在

图像上的滑动窗口均为固定的&在金属

缺陷数据集上由于复杂多变的表面缺

陷&网络无法根据图像局部的几何变化

自适应地调整感受野&这可能导致对复

杂形变物体的特征提取不足%根据这一

问题&提出引入可形变卷积&来增强对

于局部几何变形的适应能力&更高效地

提取复杂形变物体的特征%为了能够更

加强调可形变卷积学习到的局部特征&

且针对金属表面缺陷数据集的多样性以

及数量有限等问题&引入注意力机制能

够更好*更加准确地学习到缺陷特征&

从而提升网络学习的效率'

&$

(

%受到

dCSAC:

网络中
\N::PCAC68

结构的启发&

设计了一种基于可形变卷积的
\N::PC-

AC68

结构&能在空间中自适应地提取

输入特征&同时在该残差连接之前引入

通道注意力和空间注意力的混和模块&

即
+\>^

模块&以加强可形变卷积中学习到的局部变

化特征&和提升模型对目标特征的敏感度和表达能力%

2+>\

模块结构如表
"

所示%

表
"

!

2+>\

模块结构

层级 输出通道数 操作说明

6N7Y& 97

2

;

PI7CS

0

" &h&

卷积层

NTTSC:

2

6N7Y &(

!

NTTSC:

" 用于生成形变卷积的偏移量

UCTNQW

2

6N7Y

!

6N7Y"

"

97

2

;

PI7CS

0

"

可形变卷积
%h%

6N7Y% 97

2

;

PI7CSh" &h&

卷积扩展通道数

+\>^ 97

2

;

PI7CSh" +\>^

模块不会改变通道数

在表
"

中&

2+>\

模块执行主要包括两个流程$输

入经过
&h&

卷积降维以此降低计算复杂度&同时压缩

和提取特征%之后&使用
%h%

可形变卷积来动态调整

卷积核位置&以捕捉到输入图像中的更多局部特征%经

过形变卷积后&再通过一个
&h&

卷积来恢复原来的通

道数&为了强调可形变卷积中学习到的局部特征&输出

再经过
+\>^

中的通道注意力和空间注意力模块&增

强图像在通道和空间维度的注意力权重%最后将输入特

征图与
+\>^

模块的输出连接&以学习网络中的残差%

2+>\

公式如式 !

&&

"所示&其中)

!

为输入&

"

为输

出&

C

!

S

3

"#

!

!

S

#

a

S

3

a

+

S

3

"是可形变卷积操作&

Y

+

!

T

"是通道注意力生成的权重&

Y

D

!

T&

"是空间

注意力生成的权重)

"

!

S

#

"

%

<

S

3

5

(

C

!

S

3

"

#

!

!

S

#

*

S

3

*+

S

3

"

#

Y

+

!

T

"

#

Y

D

!

T&

"

*

!

!

&&

"

DBC

!

/'+L'&F@

'

K!>I

模型

dCSAC:$#

是广泛应用于卷积神经网路的模型之一&
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!!!

#

其通过残差链接有效地解决了梯度消失和梯度爆炸等问

题%然而&尽管
dCSAC:$#

在许多视觉任务上都有出色

的表现&但其固定的层次结构和卷积核可能限制了其在

复杂特征任务中的泛化能力和特征表达能力%因此为了

进一步提升
dCSAC:$#

网络的性能&在
dCSAC:$#

的最后

一个卷积层 !即残差块
$

"后加入改进的
2+>\

模块&

加大网络的复杂特征的提取力度&增强
dCSAC:$#

的表

达能力'

&0

(

%输入特征图在经过连续的残差结构卷积操

作后&图像数据会被进行归一化处理&并应用全局自适

应平滑池化&这一过程有助于提升神经网络模型的精度

以及加速模型的收敛速度%由于在该阶段的特征数据仍

然处于多维形式&无法直接输入全连接层&因此必须首

先进行一维化处理%最终&经过处理的特征数据将被输

入全连接层&并通过
GNT:WIO

分类器生成对应缺陷类别

识别结果'

&1

(

%

dCSAC:$#

2

2+>\

网络结构如表
%

所示%

表
%

!

dCSAC:$#

2

2+>\

网络结构

层级 感受野大小
输出通

道数
操作说明

输入层
% ""'h""'

原始输入图像

卷积层
+N7Y& 0' &&"h&&" 1h1

&

S:Q9UCm"

最大池化层

ÎO=NNP

0' $0h$0 %h%

&

S:Q9UCm"

FI

D

CQ&

!

dCSAC:

"

"$0 $0h$0 %

个
\N::PC7C68

块

FI

D

CQ"

!

dCSAC:

"

$&" "(h"( '

个
\N::PC7C68

块

FI

D

CQ%

!

dCSAC:

"

&#"' &'h&' 0

个
\N::PC7C68

块

FI

D

CQ'

!

dCSAC:

"

"#'( 1h1 %

个
\N::PC7C68

块

FI

D

CQ$

!

2+>\

"

'#/0 1h1

%

个
\N::PC7C68

块 !

2+>\

"

全局平均池化
'#/0 &h&

自适应平均池化

全连接层
7BW

2

6PISSCS

!

0

"

&h&

最终分类输出

E

!

实验结果与分析

EBA

!

实验环境及参数

本文实验的深度学习模型搭建在
V97UNR&&

操作系

统下的
=

D

:NQ6H"]#]&

深度学习框架上&并且采用
;D

:HN7

%]/

版本语言编程实现%本实验硬件环境中&配备了高

性能的
47:CP+NQC9$-&%'/#[

处理器和显存为
&0L\

的

À 424>LC[NQ6Cd<,'#0#<9L=K

&结合大容量的
&0L\

内存和
&<\GG2

存储&能够为深度学习实验提供良好

的支持%强大的并行计算能力与高速存储有助于提升模

型训练的效率&缩短实验周期%

+AA

模型的参数配置对模型训练的结果至关重要%

本文模型设置批处理大小 !

\I:6H

2

S9ZC

"为
0'

&为使模

型充分收敛&设置训练集迭代次数 !

@

;

N6H

"为
&##

轮%

学习率使用
>UIW

优化器&使其在学习过程中加速收

敛%本实验使用在
4WI

E

CAC:

上预训练的
dCSAC:$#

网络

模型&以提高网络的收敛速度并缩短训练时间&提高模

型训练效率&为避免对预训练权重进行过大的调整&导

致模型丢失在大规模数据集上预训练的优势&因此选取

初始学习率为
#]###&

%为防止过拟合问题&改善模型

的鲁棒性&丢弃比率为
#]"

%

EBC

!

学习率对模型的影响

学习率是深度学习中最重要的超参数之一&它直接

影响模型的训练过程和最终性能'

&(

(

%学习率决定了模

型在每次梯度下降时权重更新的幅度&从而对模型的收

敛速度*稳定性以及最终的泛化能力产生重要影响%过

小的学习率可能会导致模型无法有效地逃离局部最优

点&导致模型训练缓慢&模型表现无法达到最优%而过

大的学习率可能导致模型错过最优点&甚至在梯度下降

过程中反复跳过最优解&最终无法收敛&导致训练效果

很差%一个恰当的学习率能够帮助模型有效利用梯度信

息&在较少的训练轮次内达到收敛&提高训练效率%为

探究不同学习率对于
dCSAC:$#

2

2+>\

模型的性能影

响&在基于迁移学习的基础上分别将学习率设置为

#]##&

*

#]###&

*

#]####&

以及
#]#####&

%用上述
'

种不同的初始学习率对增强后的
A@K-2@<

数据集进行

训练和测试&并设置迭代轮数为
&##

轮%表
'

为不同学

习率下模型的最终验证集准确率和训练损失%

表
'

!

不同学习率下验证集准确率及损失

学习率
最终训

练损失

最终验证

准确率

收敛速度

!

C

;

N6H

数"

平均验证

准确率

#]##& &]#/ #]/$0 "" #]/&/

#]###& &]#0 #]/(& / #]/1(

#]####& &]#/ #]/$0 ' #]/'/

#]#####& &]&& #]/'' $ #]/'"

学习率对模型的训练损失影响较小&但对验证集准

确率和泛化能力有显著影响%综合实验结果显示&当学

习率为
#]###&

时&模型的验证集准确率达到
/(]&_

&

同时具有较低的训练损失和良好的收敛特性&展现出最

佳的综合性能%相比之下&过高或过低的学习率都会导

致模型泛化能力下降&难以在验证集中达到最佳表现%

不同学习率下的损失曲线和准确率曲线如图
$

和图
0

所

示&进一步直观验证了适中学习率
#]###&

的优越性&

从而为模型的学习率选择提供了有力支持%因此&学习

率为
#]###&

被最终选定为最佳学习率&以实现模型在

训练和验证阶段的性能平衡%

EBD

!

K!>I

消融实验

2+>\

模块是由
2+A

卷积和
+\>^

组合而成&为

了验证两个模块是否都对
dCSAC:$#

的识别准确率起到

提升作用&因此设计了
2+>\

的消融实验)将以预训

练的
dCSAC:$#

网络模型作为基准&将普通卷积 !

A+

&

ANQWIP+N7YNPB:9N7

"*

2+A

卷积*普通卷积加
+\>^

模块以及
2+>\

分别作为
PI

D

CQ$

插入到
dCSAC:$#

最后

!
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金属表面缺陷检测模型 #

01

!!!

#

图
$

!

不同学习率对损失值的影响

图
0

!

不同学习率对准确率的影响

一层&并于未添加的
dCSAC:$#

网络对比&研究各模块

对网络性能提升的影响%为了确保对比的公平性&训练

迭代次数均为
&##

轮&学习率为
#]###&

&批处理大小

为
0'

&使用
>UIW

优化器计算%此次消融实验评价指

标为验证集平均准确率*验证集损失*精确率*召回率

以及
[&-S6NQC

%实验结果如表
$

引入不同模块对于
dCS-

AC:$#

模型性能对比'

&/

(

%

表
$

!

不同模块对于
dCSAC:$#

模型的性能影响

模型
平均准

确率

验证集

损失
精确率 召回率

[&-S6NQC

dCSAC:$# #]/1# #]#0" #]/(' #]/(% #]/(%

dCSAC:$#aA+ #]/01 &]#$0 #]/(0 #]/(0 #]/(0

dCSAC:$#a2+A #]/10 &]#$1 #]/(1 #]/(0 #]/(0

dCSAC:$#a

A+a+\>^

#]/1" #]&"# #]/(' #]/(% #]/(%

dCSAC:$#a

2+Aa+\>^

#]/1( &]#$0 #]/(1 #]/(0 #]/(0

从消融实验的结果可以看出&标准
dCSAC:$#

在较

简单的任务中已经表现出优异的分类性能%引入普通卷

积或可形变卷积虽然能够提高模型的特征表达能力&但

在验证集上的损失较高&表明其泛化能力可能有所下

降%加入
+\>^

后&无论与普通卷积还是可形变卷积结

合&模型的分类性能都有所改善&尤其是在验证集上的

表现更加稳定&验证了
+\>^

对增强特征选择的重要

性%

dCSAC:$#a2+Aa+\>^

模型在各项指标上表现最

优&表明可形变卷积和
+\>^

的结合能够有效提升模型

在复杂任务中的性能&同时确保较好的泛化能力%

EBE

!

K!>I

有效性验证

2+>\

模块由于引入了残差链接&将此模块插入其

他主流网络中时也不会因为增加网络层数而引起梯度爆

炸或梯度消失的问题&因此
2+>\

模块具有一定的适

用性%为了进一步验证
2+>\

模块的有效性&将在

>PCOAC:

&

LNN

E

PCAC:

以及
2C7SCAC:

等主流网络模型中

添加
2+>\

模块&并于未添加
2+>\

模块的
>PCOAC:

&

LNN

E

PCAC:

以及
2C7SCAC:

网络对比%通过控制变量法&

将各项超参数调整一致&只改变网络模型来观察
2+>\

模块对于各种网络的性能影响%为了全面评估添加与未

添加
2+>\

的网络性能&如表
0

所示实验列出了各个模

型的初始准确率*最高准确率*平均准确率*参数量以

及浮点运算量等参数%

表
0

!

不同网络添加
2+>\

性能对比

模型
初始准

确率

最佳准

确率

平均准

确率

参数量

0

&#

0

浮点运算

量0
&#

/

>PCOAC: #]$(/ #](/1 #]((" $1]#"( #]1&#

>PCOAC:a2+>\ #]$/" #]/&1 #](/$ $/]%'$ #]1"/

LNN

E

PCAC: #]'"( #]/## #](1% $]/1$ &]$0(

LNN

E

PCAC:a2+>\ #]%/1 #]/%/ #]/#% '&]'(( &]/#'

2C7SCAC: #]10& #]/&/ #](/0 /]($# %]&#"

2C7SCAC:a2+>\ #]11( #]/&' #](/0 '$]%0" %]'%1

由表
0

可知&

>PCOAC:

在加入
2+>\

模块后&初始

准确率从
#]$(/

略微上升至
#]$/"

&最佳性能从
#](/1

上升至
#]/&1

&平均准确率从
#](("

提升至
#](/$

%虽

然参数量和浮点运算有所增加&但这部分计算资源的增

幅相对较小&表明
2+>\

在资源效率和性能提升之间

取得了良好的平衡%

LNN

E

PCAC:

加入
2+>\

模块后虽在

初始准确率上下降了
#]#%&

&这可能表明
2+>\

模块在

训练的初始阶段影响了
LNN

E

PCAC:

的优化路径%然而&

模型的最佳准确率从
#]/##

提升至
#]/%/

&平均准确率

也从
#](1%

提升至
#]/#%

%说明
2+>\

模块通过进一步

优化学习过程&提升了网络的最终性能%其参数量和计

算量的增加较为明显&但从性能提升来看是值得的%

EBF

!

/'+L'&F@

'

K!>I

与其他
!LL

对比

为了验证
dCSAC:$#

2

2+>\

改进网络的有效性&

将
dCSAC:$#

2

2+>\

网络与一些主流图像分类网络模

型
>PCOAC:

*

LNN

E

PCAC:

*

2C7SCAC:

*

dCSAC:%'

以 及

dCSAC:$#

在金属缺陷数据集上的训练结果进行对

!
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卷#

0(

!!!

#

比'

"#

(

%训练前将各模型超参数调整一致&迭代次数均

为
&##

轮&学习率为
#]###&

%表
1

是不同
+AA

网络的

性能评估对比&评价指标为初始准确率*最高准确率*

参数量以及浮点运算量%

表
1

!

dCSAC:$#

2

2+>\

与不同
+AA

网络性能对比

模型
初始准

确率

最佳准

确率

参数量

0

&#

0

浮点计算量

0

&#

/

>PCOAC: #]$(/ #](/1 $1]#"( #]1&#

LNN

E

PCAC: #]'"( #]/## $]/1$ &]$0(

2C7SCAC: #]10& #]/&/ /]($# %]&#"

dCSAC:%' #]0$0 #]/&& "&]"(1 %]0(&

dCSAC:$# #]/$% #]/(% "%]$'0 %]/#(

dCSAC:$#

2

2+>\ #]/1" #]/(0 &&%]#'$ ']$%0

从表
1

的结果可以看出&除
>PCOAC:

的最佳验证集

准确率为
#](/1

外&其余模型的最佳准确率均超过了

#]/

&表明在金属缺陷检测任务中&较为先进的深度学

习网络普遍具有较好的性能%其中&

dCSAC:$#

2

2+>\

表现出了最为出色的识别效果&其最佳验证集准确率达

到了
#]/(0

&显著优于其他模型%具体而言&

dCSAC:$#

2

2+>\

相较于
>PCOAC:

*

LNN

E

PCAC:

*

2C7SCAC:

*

dCS-

AC:%'

和原始
dCSAC:$#

的验证集最优准确率分别提升

了
(]/

*

(]0

*

0]1

*

1]$

和
#]%

个百分点&充分表明了

所提出改进网络在识别复杂缺陷特征方面的显著优势%

此外&

dCSAC:$#

2

2+>\

的初始准确率为
#]/1"

&

相较于其他网络模型的初始准确率也具有明显的领先优

势%这个结果说明&

dCSAC:$#

2

2+>\

在训练的早期阶

段已经能够快速获得较高的性能&这对于加快模型的收

敛速度具有重要意义%

虽然添加了
2+>\

模块使得网络的准确率得到了提

升&但也使得网络结构变得更加复杂&参数量和计算量

均有所增加%这种复杂性导致模型在实际应用中可能需

要更多的计算资源和存储空间&因此在特定应用场景中&

需要权衡模型性能与计算开销之间的关系%尤其是在嵌

入式系统或对计算能力有限的设备上&进一步的优化&

如模型压缩*参数剪枝或知识蒸馏&可能是必要的%

F

!

结束语

根据
dCSAC:$#

网络中的残差链接结构&提出了一

种基于可形变卷积的残差链接结构&由于残差链接&该

模块的插入不会引起网络的梯度爆炸以及梯度消失问

题&并且在残差链接前加入
+\>^

模块&以加强模块

对于重要特征的捕捉能力%结合
2+A

和
+\>^

后的模

块为
2+>\

%

在
A@K-2@<

数据集中通过消融实验证明了
2+>\

模块的有效性&通过迁移学习的
dCSAC:$#

网络在验证

集上的平均准确率为
#]/1#

而
dCSAC:$#

2

2+>\

网络

的平均准确率提升至了
#]/1(

$

2+>\

与其他网络结合

也均取得了提升&进一步验证了
2+>\

模块的适用性$

最后将
dCSAC:$#

2

2+>\

网络与
>PCOAC:

*

LNN

E

PCAC:

*

2C7SC7C:

*

dCSAC:%'

以及
dCSAC:$#

相比&最优准确率

分别提升
#]#(/

*

#]#(0

*

#]#01

*

#]#1$

以及
#]##%

%

2+>\

模块具有一定的适用性和有效性&但是在引

入
2+>\

模块后网络参数随之增加&使网络变得臃肿&

在后续工作中需要通过蒸馏剪枝等方法来权衡网络性能

和参数之间的关系%

参考文献!

'

&

(

V>AL<

&

+?@A.

&

c4>3 ^

&

C:IP!>TIS:I7UQNMBS:

6N7YNPB:9N7IP7CBQIP7C:RNQ8-MISCUUCTC6:UC:C6:9N7WNUCP

97

;

QNUB6:

X

BIP9:

D

6N7:QNP

'

*

(

!<HC47:CQ7I:9N7IP*NBQ7IPNT

>UYI76CU Î7BTI6:BQ97
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