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摘要!设备
XbW

预测在提高设备可靠性*安全性*降低维护成本等方面具有重要意义$通过提前发现设备的健康状态和潜

在故障&

XbW

预测有助于降低突发故障风险*延长设备寿命&提高工作效率&确保任务正常运行$然而在面对设备越来越复杂&

采集到的传感器数据维度越来越高&传统方法和某些深度学习方法在处理特征关系*长时间序列数据和挖掘重要传感器数据方面

存在限制$为了提高预测准确性&提出一种基于
>aHVT

结合
/2NEDJCD

的混合模型...

>aHVT5/2NEDJCD

&

>aHVT

通过动态

工况编码算法对设备时序数据进行工况编码&对设备传感器进行一维多尺度混合卷积充分提取特征信息&使用多分支通道注意力

机制增强有效特征&增强后的传感器数据输入
/2NEDJCD

用于分析设备传感器时序数据的关联性&以实现更准确的设备
XbW

预测$

以基于
H5>:9UU

的通用涡扇发动机数据集进行验证&结果表明&该模型在
$

个子集上的
X>UV

平均减少了
(](Z

&

U5U1EDC

平均

减少了
$],Z

&能有效提高设备在复杂工况和复杂故障下的
XbW

预测精度%

关键词!剩余寿命预测$多尺度卷积$工况编码$注意力机制$
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引言

设备剩余寿命 !

XbW

&

DCJ<4242

A

GFCNG==4NC

"预测'

'

(是

指在用设备在已经使用一段时间后&预计还能够继续正常

运行或提供所需功能的时间段%

XbW

预测在制造业*航空

航天*能源*检验检测等领域具有重要意义&它对设备和

系统的可靠性*安全性*维护成本和效率等方面具有积极

影响'

"%

(

%通过
XbW

预测&可以提前识别设备的健康状况

和潜在故障&从而采取预防性维护措施&降低设备发生突

发故障的风险&延长设备的使用寿命&减少设备的突发故

障和停机时间对工作效率产生的负面影响%随着科技不断

进步&设备系统越来越精密&装备的传感器种类及数量*

运行工况复杂性*运行荷载量也日益增加&导致设备的退
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化过程通常具有突变性*阶段性*模糊性等多种复杂特征&

给设备
XbW

的准确预测带来新的挑战&如何准确预测复杂

退化过程中的设备
XbW

仍是目前研究的难点与热点%

XbW

预测的目标是根据设备的历史状态监测数据&准

确预测当前时刻的剩余寿命&从当前的相关应用研究来看&

XbW

预测技术主要分为以下几类)

'

"统计方法)传统的统

计方法通常依赖于历史数据的分析&如均值*方差*回归

分析等&如马尔科夫模型 !

><D3EP>ELC=

"

'

$

(

*自回归模型

!

:X>:

'

(

(

*

;:XH[

'

)

(

"等&这些方法简单易用&但对于

复杂的设备系统来说&它们的性能有限$

"

"物理建模方

法'

,

(

)物理建模方法基于设备的物理结构和工作原理&通

过建立设备数学模型来预测
XbW

%这些方法需要深刻的设

备制造技术领域知识和模型参数的准确估计&因此通常用

于高度工程化的系统$

%

"机器学习方法)在剩余使用寿命

!

XbW

"预测领域&得益于传感器技术的发展&结合采集到

的大量高维监测数据&支持向量机'

&

(

*随机森林'

*

(和神经网

络'

'#

(等方法广泛应用于特征提取和模型构建&它们能够自

动从数据中提取关键特征并建模非线性关系&因此适用于

各种设备类型%此外&在深度学习领域&一些成熟技术如

卷积神经网络 !

HTT

"

'

''

(

*循环神经网络 !

XTT

"

'

'"

(

*长短

时记忆网络 !

WU8>

"以及注意力机制 !

:66C264E2

"

'

'%

(等&

也开始在
XbW

预测中崭露头角%这些深度学习方法具备处

理大规模高维度数据的能力&有助于有效捕捉复杂的时序

特征%此外&一些研究工作还结合了不同的方法&如融合

物理模型和机器学习模型&以充分利用领域知识和数据&

从而提高了
XbW

预测的准确性和鲁棒性%

随着设备的复杂性的日益增加&物理建模方法成本也

随之提高&而目前越来越多的各类传感器广泛嵌入设备内

部用于采集设备状态&基于数据驱动的机器学习方法是未

来
XbW

预测的主流%文献 '

'$

(提出了一种基于
HTT5

WU8>

和自我关注机制 !

U:>

"的深度学习融合算法&通

过
U:>

能建立时序数据的直接依赖关系&从而解决
WU8>

信息丢失问题&提高对飞机发动机故障的提前预测精度%

文献 '

'(

(在改进卷积神经网络中引入了软阈值残差注意

机制&解决人工特征提取的局限性&从而提高设备的
XbW

预测精度%文献 '

')

(结合了深度特征表示和长短时记忆

网络&提出一种名为支持向量数据归一相关系数的新标准&

以改进维护策略%文献 '

',

(设计了一种改进的
8D<2F5

NEDJCD

模型来进行设备
XbW

预测&使用一种没有循环结构

的前馈网络&训练效率得到大幅提高%

尽管设备
XbW

预测方法已有大量的研究&随着机械设

备复杂化*精密化程度不断提高&以上方法难以在海量的

设备状态时序监测数据中有效地提取特征之间的关系和识

别重要特征$其次&设备不同传感器数据在模型学习过程

中不分离&无法学习到独立传感器的趋势和模式$另外&

设备监测数据的历史周期尺度一般较大&提取长时间周期

中的退化特征花费的时间代价较大&进一步制约了准确性

和运行速度%

为此&针对上述问题&本文提出一种多尺度工况增强

网络 !

>aHVT

&

>G=645F1<=CRED31E2L464E2C2I<21CJC26

2C6RED3

"&并结合
/2NEDJCD

对设备
XbW

进行预测&采用

>aHVT

提取设备时序监测状态数据的深层局部趋势特征&

采用
/2NEDJCD

分析长时间序列数据的关联性&实现设备

XbW

预测%首先&对设备工况信息进行编码%其次&对设

备每个传感器进行独立一维多尺度卷积操作提取不同传感

器的时序信息%然后&结合多分支通道注意力机制关注全

局和局部范围最有价值的信息&最后对设备运行周期的故

障事件进行事件编码输入到
/2NEDJCD

中%相比其他方法&

本文方法充分考虑了工况变化引入的影响*传感器的独立

变化趋势和整体变化趋势以及关键时序特征&从而能够实

现设备
XbW

的准确预测%

本文的主要工作与贡献如下)

'

"针对不同工况对设备
XbW

预测的影响差异&如极

端工况会导致
XbW

骤减&普通工况则影响轻微&设计了基

于设备动态工况的编码算法 !

H8V

&

1E2L464E25B<FCL64JC

C21EL42

A

"&对设备运行周期的所处的工况进行编码&以帮

助模型能够更好地理解不同工况对设备
XbW

的影响&该算

法考虑工况类型及单一工况持续时间&结合嵌入编码 !

VJ5

BCLL42

A

HELC

"和反映相对持续时间的标量进行多类别时间

编码&能有效帮助模型学习到历史工况状态信息%

"

"为了提取不同传感器时空可分性以及传感器间的关

联&提出了一维多尺度混合卷积模块 !

.->[H

&

E2C5L45

JC2F4E2<=JG=645F1<=CI

M

BD4L1E2PE=G64E2

"&对传感器时序数

据分别进行独立和全局多尺度卷积&通过不同尺度的感受

野能够有效提取到充分的时序特征&确保模型输入信息的

丰富性%

%

"针对卷积操作后得到的大量特征&模型需要聚焦关

键信息&本文对通道注意力机制进行了改进&提出多分支通

道注意力算法 !

>@H:

&

JG=645BD<21I1I<22C=<66C264E2

"关注

不同特征&并使用各自的学习参数增强重要特征&消除无用

信号带来的噪声效应&提高预测效果和模型泛化能力%

D

!

卷积神经网络与
K,3"(#'(

DGD

!

卷积神经网络

卷积 神 经 网 络 !

HTT

&

1E2PE=G64E2<= 2CGD<= 2C65

RED3

"

'

''

(是一种深度学习模型&最初被设计用于图像处理任

务%

HTT

是一种具有多层结构的神经网络&主要由卷积层*

池化层和全连接层组成%它们的核心特点是卷积操作&该

操作允许网络有效地捕捉输入数据中的局部模式和特征%

传统
HTT

模型结构如图
'

所示%

卷积层应用一系列滤波器 !也称为卷积核"以滑动窗

口的方式在输入数据上执行卷积操作%根据卷积核的维度

不同&卷积核的滑动方向也有不同&二维卷积核在两个不

同维度方向进行滑动&区别于图像数据&对于时序数据&

二维卷积核提取深层特征时会同时综合考虑来自不同传感

器数据和时序数据的关系&这样有时会对结果造成混淆&

降低识别能力%相比之下&一维卷积核只发生在传感器数

据的时间维度上&如图
'

所示&在滑动窗口的作用下&他
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们提取特征时主要考虑传感器的局部时序特征&例如趋势*

季节性*重复模式等&这有助于从原始时序数据中提取有

用的信息&并可以有效压缩数据量&加快运算速度%

图
'

!

一维卷积操作

DGE

!

K,3"(#'(

模型

/2NEDJCD

'

'&

(是基于注意力机制的监督学习模型&整体

上由编码器 !

V21ELCD

"和解码器 !

-C1ELCD

"两部分构成&

由
ÎEG[

等人于
"#"'

年提出&在
8D<2NEDJCD

'

'*

(的基础上

主要对编码器和解码器进行优化改进&结合注意力特征图

的长尾分布提出多头概率稀疏自注意力机制 !

9DEB:66C25

64E2

"&重点考虑那些对注意力分数贡献重大的主导点积对&

忽略那些次要点积对%与传统的自注意力机制对比&概率

稀疏自注意力机制的关键在于它的查询矩阵的稀疏特性&

不仅显著地降低了计算负担&同时也提升了在处理长期时

间序列数据时的性能%另一方面&它通过运用多个独立的

投影空间来捕获时序数据的多样化特点&相较于传统的单

头注意力机制具有更优的特征分辨力%

除此之外&还引入了一种蒸馏操作 !

UC=N5<66C264E2-4F5

64==42

A

"&其主要目的是凸显关键注意力节点%同时&通过

最大池化&进一步强化了主要特征&并缩减了时间序列的

长度&有效降低计算成本%然而&由于
/2NEDJCD

模型蒸馏

部分并未集成自注意力机制&其序列简化操作仅限于蒸馏

本身&这会导致部分关键信息的丢失%

E

!

)Z!MNSK,3"(#'(

本文提出的
>aHVT5/2NEDJCD

框架如图
"

所示&数据

经过处理输入
>aHVT

进行时序特征提取&然后输入
/25

NEDJCD

进行
XbW

预测&其中
>aHVT

主要包括
%

个部分)

用于考虑工况影响的动态工况编码模块&提取丰富时序特

征的一维多尺度混合卷积模块和基于通道注意力机制的多

分支通道特征增强模块%

EGD

!

动态工况编码

设备所运行的工况与设备退化过程关系密切&在设备全

生命周期中&不同时刻设备往往处于多种不同工况中&高负

图
"

!

>aHVT5/2NEDJCD

框架

载*高温*高湿等极端工况会导致
XbW

变化幅度增加&普

通工况则影响较轻%若不考虑运行工况直接使用传感器时序

数据进行预测&一方面违背了机器学习的独立同分布假设&

会导致模型的泛化能力弱&另一方面忽略了历史工况状态对

设备
XbW

的影响&无法更准确地预测设备
XbW

%

本文设计了基于设备工况的动态工况编码模块 !

-H8V

&

L

M

2<J411E2L464E25B<FCL64JCC21EL42

A

"的工况编码模块%

该算法考虑工况类型及单一工况持续时间&结合嵌入 !

VJ5

BCLL42

A

"编码和反映相对持续时间的标量进行多类别时间

编码&能有效帮助模型学习到历史工况状态信息%首先&

初始化嵌入维度&取工况数量
P

作为嵌入维度%然后&将

工况从
'

开始排序&将工况序号通过嵌入层映射为嵌入向

量%其次&通过全连接层将嵌入编码映射为最终编码&最

终编码维度与时序数据维度保持一致&即设备传感器的数

量
N

%接着&按式
'

计算工况持续系数)

I

A

M

*

>

A

M

R

M

!

'

"

!!

其中)

I

A

M

为第
M

台设备的第
A

种工况的工况持续系数&

>

A

M

为第
M

台设备的第
A

种工况的工况持续时间&

R

M

为第
M

台

设备的全生命周期时间%

最后&将得到的工况持续系数矩阵
,

与嵌入编码矩阵
-

相乘&与原始设备时序数据
Y

叠加&作为输出&其计算表

达式如下)

-

.

/

0

1

0

&,

Y

!

*

,

0

-

4

3

Y

!

"

"

!!

其中)

/

为工况独热编码矩阵&

1

为
VJBCLL42

A

参数

矩阵&

&,

为全连接层参数矩阵&

,

为工况持续系数矩阵&

Y

为原始设备时序数据%

动态工况编码模块如图
%

所示%

过程如算法
'

所示%

算法
'

)动态工况编码

'

"输入)工况数量
P

&传感器数量
N

&设备数量
<

&设备时序数

据
Y

"

"初始化)

!

<

"初始化嵌入层
V

$

!

B

"初始化全连接层
JU

$

%

"计算工况持续系数)

!

<

"

M

h'

&

Ah'

$

!

B

"按设备序号
M

对设备时序数据
Y

进行分离得到第
M

台设备

的全生命周期时序数据
Y

M

$

!
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#

图
%

!

动态工况编码

!

1

"计算每台设备的全生命周期时间
R

M

$

!

L

"遍历
Y

M

得到第
A

中工况的全局持续时间
>

A

M

&计算
I

A

M

h

>

A

M

R

M

&直

到
AhP

$

!

C

"

M

h

M

l'

$

$

"直至
M

h<

&得到每台设备的各个工况持续系数)

(

"将工况序号输入嵌入层
!

和输入全连接层
JU

映射到嵌入编

码$

)

"将工况持续系数与嵌入编码
:

相乘$

,

"输出)最终动态工况编码与
Y

叠加后结果
Y

!

最后得到可嵌入的
-H8V

编码&和原始时序数据进行叠加&作

为该模块的输出%

EGE

!

一维多尺度混合卷积

传统一维卷积对所有传感器数据进行卷积操作&会将

某些传感器的噪声和无关信息引入卷积结果&且难以适应

每个传感器的特殊特征%为了学习到每个传感器的时序特

征和全局信息&本文设计了一维多尺度混合卷积模块%

首先&输入经过动态工况编码后的设备时序数据&并

对其进行传感器层面的数据分离&为每个传感器应用不同

尺度的卷积核&可以学习到不同感受野下的时序特征&包

括短期记忆和长期记忆%其次&由于同一传感器时序数据

进行不同尺度卷积后序列长度不一致&使用前置零填充方

法&在卷积后序列数据前端进行零填充&以确保卷积后序

列的时间关系%然后&对全部传感器数据进行传统一维卷

积&提取传感器之间的特征关系%最后&将多尺度独立一

维卷积后的各个传感器序列数据和传统一维卷积后的全局

数据进行随机错位拼接作为输出&其计算表达式如下)

Y

;U

*

2

<

M *

'

X

;U

'

C

Y

!

M

4

2

<

M *

'

X

;U

%

C

Y

!

M

4

2

<

M *

'

X

;U

(

C

Y

!

M

Y

HU

*

X

HU

'

C

Y

!

4

X

HU

%

C

Y

!

4

X

HU

(

C

Y

!

Y

U

*

6'P7;P7.(

!

Y

;U

4

Y

HU

/

'

(

"

!

%

"

!!

其中)

1

表示卷积操作&

X

;U

'

*

X

;U

%

*

X

;U

(

*

X

HU

'

*

X

HU

%

*

X

HU

(

分别代表尺度
'

独立卷积核*尺度
%

独立卷积核*尺度

(

独立卷积核*尺度
'

全局卷积核*尺度
%

全局卷积核*尺

度
(

全局卷积核&

<

为设备传感器数量&

Y

M

! 为第
M

台经过

工况编码后的设备时序数据&

Y

! 为全部经过工况编码后的

全部设备时序数据&

6'P7;P7.(

表示随机排列&

Y

;U表示独

立卷积结果&

Y

HU表示混合卷积结果%

一维独立多尺度卷积操作如图
$

所示&其中卷积操作

分别使用尺度为
'

&

%

&

(

大小的卷积核进行一维卷积操作%

图
$

!

一维独立多尺度卷积

具体流程如算法
"

所示%

算法
"

)一维多尺度混合卷积

'

"输入)传感器数量
N

&设备数量
<

&动态工况编码叠加后的设

备时序数据
Y

!

"

"独立卷积)

!

<

"

M

h'

$

!

B

"按设备序号
M

对
Y

! 进行分离得到第
M

台设备编码后的全

生命周期时序数据
Y

M

$

!

1

"对
Y

M

分别使用尺度为
'

&

%

&

(

的一维卷积核进行卷积&得到

卷积结果
Y

;U

M

$

!

L

"对卷积后结果
Y

;U

M

进行前置零填充$

!

C

"

M

h

M

l'

!

N

"重复以上步骤&直至
M

h<

$

!

A

"对以上卷积结果进行拼接&得到
Y

;U

%

"全局卷积)

!

<

"对
Y

! 分别使用尺度为
'

&

%

&

(

的一维卷积核进行卷积并拼

接&得到卷积结果
Y

HU

%

!

B

"对卷积后结果
Y

HU进行前置零填充$

$

"对
Y

;U和
Y

HU进行随机错位&再进行拼接$

(

"输出)

Y

U

EGF

!

多分支通道增强

设备的监测信号往往是由多个传感器数据共同组成的&

!
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的设备剩余寿命预测
#

''*

!!

#

经过
"]"

处理后&会产生大量的特征数据&然而并不是所

有序列数据都对设备
XbW

预测提供有效帮助&为了降低数

据冗余&突出关注那些对预测任务至关重要的特征通道&

同时抑制那些对任务无贡献的通道%本文提出一种改进的

多分支通道增强模块&首先&输入经过独立多尺度混合卷

积的序列数据&输入序列数据维度为&将其分为个分支&

每个分支的维度为%然后&对于每个分支&通过通道注意

力机制学习每个分支下各通道的权重%其次&将每个分支

下的通道按照权重进行加权拼接&得到每个分支的输出%

最后&将所有分支的结果进行拼接作为输出&其计算表达

式如下)

Y

J

*

2

"

M *

'

%

&

2

2

Y

M

U

!

$

"

!!

其中)

%

&

2

为第
M

分支的注意力权重参数矩阵&

Y

M

U 为经

过卷积操作后第
M

分支的时序数据%

多分支通道增强操作如图
(

所示%

图
(

!

多分支通道增强

具体流程如算法
%

所示%

算法
%

)多分支通道增强

'

"输入)分支数量
"

&独立多尺度混合卷积后设备时序数据
Y

U

"

"初始化)

!

'

"对
Y

U 进行分支划分&每个分支维度为
7

+

h7

N$7.,

+

"

$

!

B

"对每个分支进行通道注意力学习$

!

1

"将每个分支下的通道按照学习到的权重进行加权拼接&得

到每个分支的输出$

!

L

"将所有分支结果进行拼接

%

"输出)

Y

J

F

!

实验结果及讨论

本文采用
T:U:8GDBEN<2+C6V2

A

42C-<6<UC6

'

"#

(作为

研究数据集&该数据集包含由
T:U:

卓越故障预测中心使

用
H5>:9UU

在不同操作条件和故障模式组合上模拟得到的

$

组不同的发动机传感器数据子集&包含多种工况&已经被

广泛地应用于设备故障预测研究%本文实验软硬件环境如

下)

;9b

为
T\/-/:;CSED1C;8Y*)#

&

H9b

为
/26C=HEDC

4(5%$,#

&内存为
');

&操作系统为
a42LERF'#

&编程语言

为
9

M

6IE2%]'#

&深度学习框架为
9

M

6ED1I

%

FGD

!

实验步骤

首先对传感器采集到的时序数据进行处理&然后对数

据集按比例进行划分&再输入
>aHVT5/2NEDJCD

混合模型

进行训练&最后利用测试数据集验证模型
XbW

预测性能&

具体步骤如下)

'

"数据预处理)采用均值滤波 !

>C<2S4=6CD42

A

"来平

滑数据集$使用
H<2E

7M

5_JC<2F

算法'

"'

(对设备时序传感器

数据进行工况聚类并进行
5̂F1EDC

归一化处理$采用分段线

性函数为发动机设置
XbW

标签&将
XbW

阈值设置为
'"(

作为初期值$

"

"模型训练)按照表
'

超参数训练
>aHVT5/2NEDJCD

模型$

表
'

!

模型超参数设置

超参数名称 参数值 超参数名称 参数值

训练轮数
'##

窗口大小
%#

优化器
:L<J

标签数据长度
'#

批大小
%"

预测数据长度
'

学习率
#]###' -DE

7

EG6D<6C#]"

%

"

XbW

预测及评估)本文的训练集与测试集的划分比

例为
$n'

&将
"#Z

的时序数据进行上述同样的处理&通过

滑动窗口构建测试数据集&进行模型验证&计算设备的剩

余寿命值$为了更好地评估
>aHVT5/2NEDJCD

混合模型在

设备
XbW

预测的性能&采用均方根误差 !

X>UV

"和分段

误差评分函数 !

U5U1EDC

"作为评价指标&计算公式如下)

!66$6

*

)

A

A

?

)

A

!

(

"

QZ:!

*

'

Z

2

Z

'

!66$6槡
"

!

)

"

:

N

*

.

?

!66$6

+

'%

?

'

&

!66$6

%

#

.

!66$6

+

'#

?

'

&

!66$6

9

3

#

!

,

"

:

?

<I$6.

*

2

Z

'

:

N

!

&

"

式中&

)

A

和
)

D

A

分别为当前时刻设备
XbW

的真实值和预测

值&

Z

为测试集中样本的数量%

X>UV

对于提前
XbW

和滞后
XbW

的惩罚程度都是一

致的&而
U5F1EDC

对提前
XbW

预测结果的惩罚远小于滞后

XbW

预测结果&更符合实际应用场景&提前预测失效时间

能规避严重风险%

FGE

!

预测结果分析

为了验证本文所提出模型与主流技术
WU8>

'

""

(的性能

差异&本文从
$

个独立测试集中随机抽取了一台发动机进

行测试%如图
)

所示的预测曲线所示&无论是在发动机正

常工作还是在其退化期间&与
WU8>

相比&本文模型的

XbW

预测值与真实值之间具有更好的一致性%对于
S-##'

*

S-##%

&由于只存在一种工况&本文模型 !

9DE

7

EFCL

"与

WU8>

相比差异不大&动态工况编码无法通过工况变化来

学习到更多信息&反而引入了部分噪声&导致发动机退化

早期预测偏差较大&但随着时间推移&通过一维多尺度卷

积和多分支通道增强&

XbW

预测迅速靠近真实
XbW

%对于

S-##"

和
S-##$

而言&受工况复杂性的影响&相较于

!
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图
)

!

随机单个发动机
XbW

预测结果

WU8>

的预测结果&本文模型表现出显著的差异性%尽管

在早期的预测阶段出现了波动&但随着
XbW

的缩短&预测

精度逐步提高%此外&在退化末期&预测值普遍低于真实

值&这一保守的预测倾向对于真实的工程应用更具有价值&

有助于更有效地预防发动机的潜在故障%

图
,

展示了本研究的模型在多个数据集上&对所有发

动机
XbW

预测结果的偏差分布情况%通过该图明显可以观

察到&在涵盖不同运行工况以及故障类型的发动机数据集

中&本方法所预测的
XbW

偏差主要集中在零点附近&展现

了预测的稳定性和可靠性%

图
,

!

XbW

预测偏差直方图

对于具有单一运行工况的
S-##'

和
S-##%

数据集&整

体预测偏差偏向负偏差&集中在
'̀#

%

#

区间&对于含有多

种运行工况与故障类型的
S-##"

和
S-##$

数据集&集中分

布在
"̀#

%

#

区间&在
$

个不同的数据集中进行的测试表

明&本文模型展示出良好的泛化能力&更加贴合真实世界

的工程应用场景%它能够及时预测出设备的退化情况&由

于动态工况编码模块的工况信息抽取能力&使得模型能根

据设备的实际运行情况动态地进行工况特征抽取&从而构

建更为准确的设备退化趋势模型%综上&本文方法在不同

的工况条件下具有较高的预测准确度&并且本文模型的适

用性不局限于特定领域&能够被应用于其他类似的设备系

统中&具有较高实际工程应用价值%

FGF

!

消融实验

为了确认所提模型各部分的有效性&使用了各个模块

进行组合测试&并分析这些组合模块对整体预测能力的具

体影响%同样地&性能评价指标为
X>UV

与
U5F1EDC

&用于

比较本文模型 !

9DE

7

EFCL

"和其他
$

个组合模型在预测性能

上的差异%

$

种对照组合模型具体包括)

'

"基础模型 !

/2NEDJCD

"$

"

"动态工况编码结合基础

模型 !

H8V5/2NEDJCD

"$

%

"一维多尺度混合卷积结合基础

模型 !

.->[H5/2NEDJCD

"$

$

"多分支通道注意力结合基础

模型 !

>H@:5/2NEDJCD

"%

图
&

*图
*

展示了本文模型与这
$

种变体之间的比较结

果%首先&可以看出动态工况编码*一维多尺度混合卷积

以及多分支通道注意力均能有效提高基础模型
XbW

预测精

度&且动态工况编码对预测效果的影响大于其他部分%一

方面&由于
S-##"

*

S-##$

数据集有
)

种不同运行工况&

工况变化复杂&引入工况编码能让模型学习到历史工况知

识$另一方面&一维多尺度混合卷积虽然能够为模型提供

更多的时序特征&一定程度上能提高
XbW

预测准确度&但

同时也引入了更多噪声&且缺乏引入充分的先验工况知识&

提高效果有限%另外&多分支注意力虽然能够关注不同的

!
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RRR!

0

F

0

1=

M

3K!1EJ



第
&

期 刘付渝杰)基于多尺度工况增强网络及
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""""""""""""""""""""""""""""""""""""""""""""""""""""

的设备剩余寿命预测
#

'"'

!!

#

特征&但由于缺乏充分的特征提取&效果一般%最后&在

所有子数据集的测试中&本文模型均取得了最优结果&证

明了
%

个独立模块能够有机融合协同提高整体性能&动态

工况编码模块能够有效抽取历史工况信息&一维多尺度混

合卷积模块能够提取不同尺度范围的特征&增加原始数据

的信息表征能力&多分支通道注意力模块能够关注重要特

征&抑制无用信号&提高对设备
XbW

的准确预测能力%

图
&

!

消融实验
QZ:!

对比

图
*

!

消融实验
:b:I$6.

对比

FGH

!

对比实验

为了对比分析网络模型的预测性能&使用过去
%

年之

中不同机器学习的时序预测模型 !

WU8>

'

""

(*

:;HTT

'

"%

(

*

9V5TC6

'

"$

(

*

:8U"U

'

"(

(

*

8D<2FNEDJCD

'

'*

(

*

/2NEDJCD

'

'&

(

"与

本文模型 !

9DE

7

EFCL

"进行对比%结果如表
"

和表
%

所示&

其中粗体突出那些在具体子数据集中表现最优的模型&而

下划线用于标识子数据集中表现次优的模型%

从表
"

可知&提出的模型在
%

个子集上的
X>UV

均最

低&比其他次优模型的下降了
$]%Z

*

,]&Z

以及
'$],Z

&

在
S-##%

子集中&

:U8U"U

模型的
QZ:!

略低于本文模型&

综合计算可得
QZ:!

平均下降
(](Z

%然而
:U8U"U

相对

于本文模型
:b:I$6.

更高&表明了本文模型在确保预测精度

的同时&更贴切地符合实际的工程应用场景需求%

从表
%

可以看出&在工况较为复杂的
S-##"

和
S-##$

子集中&本文所提模型的
:b:I$6.

表现明显优于其他对比模

型%具体来说&与次优模型相比&本文模型在
S-##"

和

S-##$

子集中分别实现了
'$]"Z

和
'"]$Z

的降幅&整体平

均下降了
$],Z

%尽管在单一工况下
:;HTT

模型的
:b

:I$6.

略低于本文模型&但本文模型在复杂的工况下的
:b

:I$6.

却比
:;HTT

降低了较大幅度&分别是
$*])Z

和

,"]%Z

&同时在
QZ:!

上亦表现出优势&充分展现了本文

模型在复杂工况下的优越性%相较于传统的
WU8>

*

8D<2F5

NEDJCD

等主流技术&本文模型在预测复杂工况的设备剩余

使用寿命时&表现了更好的退化特征抽取和故障趋势预测

能力&显著提升了预测的精度%此外&该方法无需依赖太

多物理背景或专家经验&可以广泛应用于不同领域和场景

的设备剩余使用寿命预测问题&在实际应用中具有较高的

实用价值和广阔的应用前景%

表
"

!

不同模型
QZ:!

对比

>ELC=F

QZ:!

S-##' S-##" S-##% S-##$

WU8>

'

""

(

')]'$ "$]$* ')]'& "&]',

:;HTT

'

"%

(

'"]$" '*]$% '%]%* "'](#

9V5TC6

'

"$

(

'%]*& '$])* '"]%% '(]$#

:8U"U

'

"(

(

'"])% '$])( '']$$ ')]))

8D<2FNEDJCD

'

'*

(

',]%( "']%& '&]&* ",]%%

/2NEDJCD

'

'&

(

')]&# '*]'% ',]"% ")]''

9DE

7

EFCL '']&& '%](' '"]#' '%]'%

表
%

!

不同模型
:b:I$6.

对比

>ELC=F

:b:I$6.

S-##' S-##" S-##% S-##$

WU8>

'

""

(

("%]#$ %#') '#), %%('

:;HTT

'

"%

(

""(](' '$*" "",]#* %%*"

9V5TC6

'

"$

(

"&#]&, &&'],% ","]&( ''#%]'&

:8U"U

'

"(

(

"$% &,) ")% '#,$

8D<2FNEDJCD

'

'*

(

),']%) %),& "'%) %&$%

/2NEDJCD

'

'&

(

("%]&' "#*% '#), %#%'

9DE

7

EFCL "%*]%' ,("]'% "%']&& *$#]%(

H

!

结束语

为了充分挖掘设备传感器时序原始数据中蕴含的信息&

并且让模型深入洞察并把握设备时间序列数据的时间相关

性&增强设备
XbW

预测精度&本文提出了一种基于多尺度

工况增强网络及
/2NEDJCD

混合模型的设备
XbW

预测方法&

多尺度工况增强网络主要分为
%

个部分&分别为动态工况

编码模块*一维多尺度混合卷积模块和多分支通道注意力

模块%通过动态工况编码模块额外提取出工况特征&多尺

度混合卷积模块能有效提取充分的传感器时序特征&最后

通过多分支通道注意力模块聚焦重要特征&通过在航空涡

!
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#

扇发动机数据集上进行大量实验验证&可以有效提高设备

故障诊断的准确性&对及时发现潜在故障&保障设备的正

常运行具有重要的价值%

未来的研究方向将聚焦于考虑不同操作条件*不同故

障频次等更多原因对设备
XbW

预测的影响&并在真实工业

场景的数据集上进行测试&进一步提高模型的泛化能力&

使得该模型能够更好地适应不同情况下的设备
XbW

预测&

为设备使用和维保提供更可靠的质量控制工具%
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