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摘要!针对变工况条件下因源域和目标域样本数据分布差异大造成滚动轴承故障诊断准确率较低的问题&提出一种新的迁移

学习方法000卷积注意力特征迁移学习&并用于变工况条件下的滚动轴承故障诊断$在所提出的卷积注意力特征迁移学习模型

中&将源域和目标域样本经过多头自注意力计算再经过归一化之后&输入到卷积神经网络中得到对应的源域和目标域特征$然后

通过域自适应迁移学习网络将两域特征投影到同一个公共特征空间内$接着&利用由源域有标签样本构建的分类器进行分类$最

后&利用随机梯度下降方法对模型进行训练和参数更新&得到模型的最优参数集后将参数优化后的模型用于滚动轴承待测样本的

故障诊断$滚动轴承故障诊断实例验证了所提出的方法的有效性%

关键词!多头自注意力$卷积神经网络$迁移学习$滚动轴承$故障诊断
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引言

滚动轴承作为机械装备中被广泛使用的零部件之一&

对其进行故障诊断可以大幅度提高机械装备的工作稳定

性'

&

(

%滚动轴承通常在变工况条件 !如转速不同*受力大

小以及受力方式不同等"下工作&复杂的变工况条件不仅

会造成轴承各类故障 !例如)轴承内圈故障&轴承外圈故

障&滚动体故障"&同时由于轴承当前工况的类标签很难获

取甚至无法获取&造成滚动轴承故障诊断当前工况 !即源

域"可用样本少%此外&不同的工况也会导致历史工况

!即目标域"样本与当前工况样本之间的概率分布存在差

异&包括边缘概率分布和条件概率分布%因此&利用历史

工况下的有标签样本对当前工况的滚动轴承样本进行故障

诊断具有重要意义&但也面临着挑战%

目前滚动轴承故障诊断方法主要分为信号处理法*解

析模型法和数据驱动法三类'

%

(

%

%

种方法的共同点在于都需

要提取特征值作为故障识别的基础&而且都依赖于阈值判

断$不同之处在于辨识模型的差异)信号处理法能够快速

实现在线诊断而且利用小波分析可以最大程度的保证故障

诊断准确性&但是需要对研究对象熟悉度高&并且选取故

障特征值较困难而且通用性差%解析模型不需要先验知识

而且有较快的诊断速度&但是对模型的准确性要求较高&

容易因参数偏差*采样误差等外界因素带来模型估计误差&

从而影响诊断结果的准确性%数据驱动法结合人工智能算

法实现故障特征的自动分类与识别&不需要了解系统模型

与工作机理&抗扰性强&对于复杂系统的故障诊断具有明

显优势&但是该类方法相对复杂*依赖大量历史数据并且
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其诊断速度依赖于算法自身的计算复杂度以及计算机的硬

件性能%

由于计算机性能的提升使得诊断速度慢的问题可以得

到有效解决&因此选择利用历史工况数据驱动法来解决变

工况条件下的滚动轴承故障诊断问题已成为研究热点和技

术趋势%文献 '

$

(将通道注意力机制引入多尺度非对称卷

积模块用于提取滚动轴承故障特征&然后将多尺度非对称

卷积模块中的全连接层改进为胶囊全连接层用于对滚动轴

承进行故障分类%文献 '

+

(引入均匀化分布
>SCK

T

VSCU

混

沌映射和自适应惯性权重到麻雀算法中&提高麻雀算法
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并将该改进的麻雀算法用于支持向量机 !
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"的参数优化&优化后的支持向量机再用于

对滚动轴承的故障信号进行分类诊断%文献 '

(

(将全局可

微的稀疏模型引入深度神经网络来学习具有数据协同链接

性能的深度网络稀疏去噪 !
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"网络的超参数&并利用优化后的该网络对

模拟滚动轴承故障信号数据集进行故障诊断%文献 '
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(利

用卷积神经网络 !
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&"从

时频图像中提取滚动轴承固有故障的特征%最后&将提取

的特征输入到
A

1HFQCV6

分类器中&以实现对滚动轴承故障

的准确诊断%文献 '

,

(利用变分频域特征提取器提取特

征&然后局部异常因子对离群点进行剔除&最后将特征输

入分类器对滚动轴承进行故障诊断%

然而&以上基于传统机器学习的数据驱动方法都是基

于概率分布一致的假设&并且在提取特征时缺乏对样本特

征本身的深度提取和信息融合&因此在变工况条件下的域

泛化能力'
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(以及诊断精度并不高%迁移学习'
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JCEQ242
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"具有良好的域泛化性能&能适应变工况条件下样

本概率分布不一致的问题$而多头自注意力机制'
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"能有效考虑到样本

特征提取时的信息融合问题&即它能将深层分类信息融合

进卷积特征提取网络'

&"

(中&使所提取的特征有更好的分类

性'

&%&$

(

%因此&本文结合迁移学习*多头自注意力机制和

卷积神经网络的各自优势&提出了一种具有更好的域泛化

性能和分类性能的新型迁移学习方法000卷积注意力特征

迁移学习 !
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"用于滚动轴承故障诊断&该方法可提高

变工况条件下的滚动轴承故障诊断准确性%
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理论模型

>:H8J

主要由卷积多头自注意力特征提取网络和域自

适应迁移学习网络构成%首先&对空间滚动轴承原始振动

加速度信号样本做适应多头自注意力输入形式的编码预处

理&得到对应的注意力分数之后&将注意力分数与源域以

及目标域样本相加&再经过归一化层&归一化层输出的结

果再输入到卷积神经网络中得到对应的源域和目标域特征$

然后通过域自适应迁移学习网络将两域特征投影到同一个

公共特征空间内&接着利用由源域有标签样本构建的分类

器进行分类%最后&利用随机梯度下降法对整个
>:H8J

进

行训练和更新&得到
>:H8J

对目标诊断任务的最优参数&

再利用训练好的
>:H8J

对待测样本进行故障诊断%
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卷积多头自注意力特征提取网络

记滚动轴承源域样本集为
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代表不同元素所处序列位置%
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然后&利用缩放点积方式计算源域和目标域样本多头
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基于卷积注意力特征迁移学习的滚动轴承故障诊断
#

"+

!!!

#

R

,

$

@Y

>

DOEX

J

/

=

,

,

,

<

6

W

/

=

,

,

,

<

槡! "

?

X

/

=

,

,

,

<

$

@Y

>

DOEX

/

3

=

,

6

W

3

=

,

槡! "

?

X

3

=

,

!

&#

"

式 !

)

"至式 !

&#

"中 槡?是一个缩放因子&主要是为了克

服因维数太大而导致内积数值绝对值太大&从而经
@Y

>

DOEX

函数之后对应梯度趋于
#

的问题%多头自注意力计算示意

图如图
&

所示%

图
&

!

多头注意力计算示意图

得到源域和目标域样本的多头自注意力分数矩阵之后&

将多头自注意力分数矩阵与源域以及目标域矩阵样本
"

%

*

3

Pk?

*

"

#

*

3

Pk?相加&再经过一个归一化层得到中间值
#

1

4

和
#

:

,

)

#

1

4

$

UA

"

.BTYB1

!

*

4

%

R

4

" !

&&

"

#

:

,

$

UA

"

.BTYB1

!

*

,

%

R

,

" !

&"

"

!!

最后&将
#

1

4

和
#

:

,

输入卷积神经网络
N

!

#

"中&假设该

卷积神经网络的初始参数集为
)

&则分别提取得到源域和目

标域高维特征集
>

1

4

!

)

"&

>

:

,

!

)

"&该过程表达如下)

>

1

4

!

)

"

$

N

!

#

1

4

&

)

" !

&%

"

>

:

,

!

)

"

$

N

!

#

:

,

&

)

" !

&$

"

@AB

!

域自适应迁移学习网络

提取到高维特征后&通过分布差异度量函数
&

!

#

"来构

造如下高维特征迁移损失函数
:

!

)

")

:

!

)

"

$

&

!

>

1

4

!

)

"&

>

:

,

!

)

"" !

&+

"

!!

于是可以通过优化该特征迁移损失函数来学习域自适

应迁移学习网络的参数集
)

&以实现源域样本高维特征向目

标域样本高维特征的迁移&使得它们之间的概率分布差异

最小化%

接下来&利用由源域有标签的样本构建的分类器对同

分布的目标域待测样本进行分类%首先计算目标域待测样

本的高维特征与源域带类别标签样本特征的相似度&相似

度度量函数为
*

!

#

&

#

"&并选择相似度最大的源域高维特征

所对应的类标签作为滚动轴承目标域待测样本的预测伪类

标签
(

:

!

(

:

代表目标域第
:

个样本对应的伪类标签"&该过程

表达如下)

+

"

:

,

$

(

:

$

EQ

A

OEX

;

*

!

&

&1&

W

"

*

!

>

1

4

!

)

"&

>

:

,

!

)

"" !

&(

"

!!

随后&计算该目标域待测样本属于伪类标签
(

:

的概率

如下)

C

!

+

"

:

,

$

(

:

>

:

,

!

)

""

$

.!

C

!

*

!

(

:

&

>

:

,

!

)

"""

)

W

(

$

&

.!

C

!

*

!

(

&

>

:

,

!

)

"""

!

&'

"

!!

接下来&将所有目标域待测样本属于其对应的伪类标

签概率的负对数之和作为分类损失函数
+

!

)

"&该分类损失

函数推导如下)

+

!

)

"

$-

)

U

:

MF

A

!

+

"

:

,

$

(

:

>

:

,

!

)

"""

$

-

)

U

:

MF

A

.!

C

!

*

!

(

:

&

>

:

,

!

)

"""

)

W

(

$

&

.!

C

!

*

!

(

&

>

:

,

!

)

"""

!

&,

"

!!

然后&结合域自适应迁移学习网络的特征迁移损失函

数
:

!

)

"以及分类损失函数
+

!

)

"作为
>:_8J

的联合损失函

数数
,

!

)

"&该联合损失函数表达如下)

,

!

)

"

$

-

:

!

)

"

%+

!

)

"

$

-&

!

>

1

4

!

)

"&

>

:

,

!

)

""

-

)

U

:

MF

A

.!

C

!

*

!

(

:

&

>

:

,

!

)

"""

)

W

(

$

&

.!

C

!

*

!

(

&

>

:

,

!

)

"""

!

&)

"

式 !

&)

"中&

-

为联合损失函数的平衡约束参数&分别用于

约束域自适应迁移学习网络的局部寻优行为%

使用随机梯度下降法 !

=L-

"将
>:H8J

的联合损失函

数训练至收敛%假设第
.

次训练
>:H8J

学习网络的参数初

始值集合为
)

.

&则参数更新过程表达如下)

)

.%

&

$)

.

-/7

)

,

!

)

.

"

$)

.

-/7

)

'

-

:

!

)

"

%+

!

)

"(

$

)

.

-/7

)

-&

!

>

4

!

)

"&

>

,

!

)

""

-

)

U

:

MF

A

.!

C

!

*

!

(

:

&

>

:

,

!

)

"""

)

W

(

$

&

.!

C

!

*

!

(

&

>

:

,

!

)

/

0

1

2

"""

!

"#

"

!!

待
>:H8J

训练完成后&就完成对
>H_8J

网络的参数

微调&此时得到
>:H8J

对该任务的最优参数
)

,

&也即完成

对
>:H8J

的训练%

最后&再将滚动轴承源域有类标签样本和目标域待测样

本输入训练好的
>:H8J

网络&计算出目标域待测样本的类

标签
"

:

,

&以完成滚动轴承故障诊断全过程&该过程表达如下)

"

:

,

$

EQ

A

OEX

;

*

!

&

&1&

W

"

*

!

>

1

4

!

)

,

"&

>

:

,

!

)

,

"" !

"&

"

B

!

基于
!<PNO

的滚动轴承故障诊断方法

基于
>:H8J

的滚动轴承故障诊断方法的实现过程如图

"

所示&具体说明如下)

&

"将滚动轴承源域 !即历史工况"带标签样本和目标

域 !即当前工况"待测样本进行域切分并矩阵变换后&计

算各自的多头自注意力分数&然后将多头自注意力分数与

源域*目标域样本相加&再经过层归一化处理&层归一化

处理后得到的计算结果输入到卷积神经网络中得到对应的

源域和目标域样本的高维特征%

"

"将源域样本的高维特征和目标域样本的高维特征通

过域自适应迁移学习网络迁移到同一公共特征空间内&并

且构造域自适应迁移学习网络的特征迁移损失函数%通过

优化该特征迁移损失函数以达到将不同分布的样本在公共

特征空间内最大化同分布的目的%
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卷#

"(

!!!

#

图
"

!

基于
>:H8J

的滚动轴承故障诊断方法实现过程

%

"利用由源域有标签的样本构建的分类器对同分布的

目标域待测样本进行分类&并且构造分类损失函数%

$

"结合特征迁移损失函数和分类损失函数来构造

>:H8J

的联合损失函数&采用随机梯度下降法将联合损失

函数训练至收敛&完成对
>:H8J

参数的微调&即得到

>:_HJ

的最优参数集%

+

"将训练好的
>:H8J

用于对目标域待测样本的分类&

完成滚动轴承的故障诊断全过程%

C

!

实验分析

CA@

!

实验装置

本文使用的实验数据来自凯斯西储大学电气工程实验

室滚动轴承数据中心%实验使用了驱动端滚动轴承 !型号

为
=YH("#+

0

"\=

"的振动加速度数据作为实验数据源 !实

验平台如图
%

所示"%为了模拟故障情况&实验室通过采用

电火花加工的方式&在轴承的内圈*外圈和滚动体上各加工

了一个小槽&槽的直径为
#;%%+(OO

&深度为
#;"')OO

%

信号采集仪以
&"3_W

的采样频率采集了
>&

*

>"

和
>%

三种

工况下的滚动轴承振动加速度信号%每个样本由连续的

&#"$

个振动加速度数据点组成%在每种工况下&分别获得

了约
""#

个内圈点蚀故障*外圈点蚀故障*滚动体点蚀故

障和正常状态的样本&总共有
""#k$

个样本%

图
%

!

凯斯西储大学滚动轴承故障模拟实验平台

表
&

中被标记为工况
>$

的实验数据是来自
>421422E64

大

学的常规滚动轴承加速寿命试验数据%如图
$

所示&将
$

个

型号为
h:5"&&+

双列滚子轴承安装在轴承试验台的旋转轴

上&使用转速为
"###Q

+

O42

的电机通过皮带驱动转轴&并通

过弹簧机构在转轴和轴承上施加
(###MKV

的径向载荷&采样

频率为
"#3_W

&每
&#O42

采集一次轴承的振动加速度数据%

对每次采集的加速度数据截取前
&#"$

个连续点作为一个样

本&共获得
&

号双列滚子轴承全寿命期的
),$

个样本%

表
&

!

实验工况表

实验数据来源 工况 转速 功率+径向载荷

>EVCdCV6CQ2 >& &''"Q

+

O42 &S

7

\CVCQUC >" &'%#Q

+

O42 %S

7

@24UCQV46

T

>% &'+#Q

+

O42 "S

7

>421422E64@24UCQV46

T

>$ "###Q

+

O42 (###MKV

!径向载荷"

图
$

!

>421422E64

大学滚动轴承加速寿命退化实验台

为了更真实地模拟工业现场环境&对表
&

中所有工况

下的全部故障的振动加速度数据加入高斯白噪声&使这些

数据的信噪比为
b"R<

%

CAB

!

基于
!<PNO

的故障诊断方法的参数设置

>:H8J

参数设置如下)特征提取网络中小区域样本切

分个数
P

$

%"

&小区域长度
?

$

%"

$多头自注意力头数为

$

头 !

=

$

$

"&每个头的输入向量维度为
,

维$特征映射

函数
N

!

#

"都采用五层的卷积神经网络&该网络的具体配置

如表
"

所示$域自适应迁移学习网络中的分布差异度量函

数
&

!

#

"选择最大均值差异 !

^^-

&

ÊX ĈE2-4V1QC

7

E25

1

T

"

'

&+

(

&即)

&

!

#

"

$

VV'

"

>

1

4

!

)

"&

>

:

,

!

)

! "

"

$

!

投稿网址!

BBB!

0

V

0

1M

T

3W!1FO



第
&

期 邹
!

建)

""""""""""""""""""""""""""""""""""""""""""""""""""""

基于卷积注意力特征迁移学习的滚动轴承故障诊断
#

"'

!!!

#

&

V

)

V

1

$

&

0

>

1

4

!

)

! "

"

-

&

U

)

U

:

$

&

0

>

:

,

!

)

! "

"

"

1

!

""

"

式 !

""

"中&

0

!

#

"表示映射函数&用于把原变量
>

1

4

!

)

"&

>

:

,

!

)

"映射到再生核希尔伯特空间 !

\Y_=

&

QC

7

QFRP142

A

3CQ2CMS4MKCQ6V

7

E1C

"

'

&(

(

$相似度函数
*

!

#

&

#

"选择余弦相似

度函数&即)

*

!

#

&

#

"

$

1FV

!

A

&

2

"

$

A

#

2

A

#

2

!

"%

"

式中&

A

*

2

分别表示向量$故障类别数
W

$

$

$平衡约束参

数
-

$

#;'

$

>:H8J

网络参数学习率
/$

".

-

$

%基于
>:H5

8J

的故障诊断方法的参数设置好后在以下的所有实验中就

一直保持不变%

表
"

!

五层卷积神经网络结构表

层名 各层配置

卷积层
&

卷积核尺寸为

最大池化层
&

核尺寸为

卷积层
"

卷积核尺寸为

最大池化层
"

核尺寸为

卷积层
%

卷积核尺寸为

最大池化层
%

核尺寸为

卷积层
$

卷积核尺寸为

最大池化层
$

核尺寸为

卷积层
+

卷积核尺寸为

最大池化层
+

核尺寸为

CAC

!

对比实验一

在本实验中&将工况
>&

下的滚动轴承内圈故障*外圈

故障*滚动体故障以及正常状态样本作为源域 !有标签样

本"&工况
>%

下样本作为目标域 !无标签样本"用于滚动

轴承故障诊断实验 !即)

>&

8

>%

"%实验开始之前&在源域

中按照
&l%l$l&

的比例选取内圈故障样本数为
$#

&外圈

故障样本数为
&"#

&滚动体故障样本数为
&(#

和正常状态样

本数为
$#

用作源域有类标签训练样本$在目标域按照
"l&

l%l%

的比例选取内圈故障样本数为
(#

&外圈故障样本数

为
%#

&滚动体故障样本数为
)#

和正常状态样本数为
)#

用

作目标域待测样本%按照第
"

节所述的基于
>:H8J

的故障

诊断方法的实现流程&将源域和目标域样本输入到设置好

参数的
>:H8J

来对工况
>%

下的滚动轴承进行故障诊断%

实验结束后&将本文所提出的
>:H8J

获得的各故障诊断准

确率和平均诊断准确率与其他
$

种典型迁移学习方法&即)

中心力矩匹配'

&'

(

!

>̂ -

&

1C26QEMOFOC26OE61S42

A

"*域迁

移多核学习'

&,

(

!

-8^YJ

&

RFOE426QE2VNCQOPM64

7

MC3CQ2CM

MCEQ242

A

"*迁移联合匹配'

&)

(

!

8*̂

&

6QE2VNCQ

0

F426OE615

S42

A

"和分发匹配嵌入 !

- ĉ

&

R4V6Q4KP64F2OE61S42

A

CO5

KCRR42

A

"做了比较%其中&使用了
(

折交叉验证方法来优

化
>̂ -

*

-8^YJ

和
8*̂

的参数以确保它们能够获得最

高的滚动轴承故障诊断精度%优化后的参数如下)对于

>̂ -

&其学习速率为
2

$

.

-

"

&其平衡约束参数为
. $

#;%#

$对于
-8^YJ

&其正则化参数为
.$

#;%#

&其子空间

维数为
'

$

%

$对于
8*̂

&其正则化参数为
.$

#;"+

&其子

空间维数为
'

$

$

$对于
- ĉ

&其惩罚因子为
.$

#;"+

%为

了降低随机性带来的误差&每种方法取了前
"#

次实验结果

的平均值作为最后的实验结果&实验对比结果如表
%

所示%

同时为了直观地验证
>:H8J

迁移和分类的有效性&利用
6

b

分 布 随 机 邻 域 嵌 入 !

65=Ic

&

65R4V6Q4KP6CRV6F1SEV641

2C4

A

SKFQCOKCRR42

A

"算法'

"#

(将
>:H8J

以及其它
$

种被对

比方法提取到的高维特征降维到二维平面&并以散点图的

形式呈现在图
+

!

)

中%

表
%

!

>&

8

>%

时
$

种迁移学习方法的故障诊断准确率

方法

不同状态下的故障诊断精度+
f

内圈

故障

外圈

故障

滚动体

故障

正常

状态

平均诊

断正确

率+
f

基于
>:H8J

的方法
)(!(' &##!## )(!(' &##!## ),!%$

基于
>̂ -

的方法
,,!%% )%!%% )%!%% ,+!$+ )#!&&

基于
-8^YJ

的方法
,(!(' ,(!(' ,,!,) )+!)& ,)!+$

基于
8*̂

的方法
',!%% )#!## )#!## ),!&, ,)!&%

基于
- ĉ

的方法
',!( ,)!( '(!' ,%!& ,"!##

图
+

!

>:H8J

输出的高维特征经
65=Ic

降维后的散点图

图
(

!

>̂ -

输出的高维特征经
65=Ic

降维后的散点图
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卷#

",

!!!

#

图
'

!

-8^YJ

输出的高维特征经
65=Ic

降维后的散点图

图
,

!

8*̂

输出的高维特征经
65=Ic

降维后的散点图

图
)

!

- ĉ

输出的高维特征经
65=Ic

降维后的散点图

由表
%

可知&基于
>:H88J

的方法在源域和目标域样

本所处的工况条件不同并且对两域样本都增加了高斯白噪

声的情况下&依旧保持着良好的分类性能&并且分类精度

始终优于基于
>̂ -

的故障诊断方法*基于
-8^YJ

的故障

诊断方法*基于
8*̂

的故障诊断方法以及*基于
- ĉ

的

故障诊断方法%由图
+

!

)

的对比结果亦可知&所提出的

>:H8J

相比
>̂ -

*

-8^YJ

*

8*̂

和
- ĉ

这
$

种迁移学

习方法能使得源域和目标域中相同类别的样本更好地聚合

在一起&且能使两域中不同类别的样本之间也相对更为分

散&因此相比后
$

种迁移学习方法&

>:H8J

的迁移和分类

性能更好&从而基于
>:H8J

的滚动轴承故障诊断方法的诊

断精度也就更高%

CAD

!

对比实验二

在本实验中&将工况
>&

下的滚动轴承内圈故障*外圈

故障*滚动体故障以及正常状态样本作为源域 !有标签样

本"&工况
>%

下样本作为目标域 !无标签样本"用于滚动

轴承故障诊断实验 !即)

>&

8

>$

"%实验开始之前&在源域

中按照
$l&l"l%

的比例选取内圈故障样本数为
&(#

&外

圈故障样本数为
$#

&滚动体故障样本数为
,#

和正常状态样

本数为
&"#

用作源域有类标签训练样本$在目标域按照

"l&l$l%

的比例选取内圈故障样本数为
,#

&外圈故障样本

数为
$#

&滚动体故障样本数为
&(#

和正常状态样本数为
&"#

用作目标域待测样本%按照第
"

节所述的基于
>:H8J

的故

障诊断方法的实现流程&将源域和目标域样本输入到设置好

参数的
>:H8J

来对工况
>$

下的滚动轴承进行故障诊断%为

了降低随机性带来的误差&每种方法取了前
"#

次实验结果

的平均值作为最后的实验结果&实验对比结果如表
$

所示%

表
$

!

>&

8

>$

时
$

种迁移学习方法的故障诊断准确率

方法

不同状态下的故障诊断精度+
f

内圈

故障

外圈

故障

滚动体

故障

正常

状态

平均诊

断正确

率+
f

基于
>:H8J

的方法
)'!(# ),!'# &##!## ))!,# ))!#%

基于
>̂ -

的方法
,)!$% )&!(% )$!%% ,,!,+ )&!#(

基于
-8^YJ

的方法
,'!(% ,(!(' ,,!)" ,(!)+ ,'!+$

基于
8*̂

的方法
')!%% )&!## ,)!$+ ,%!%" ,+!',

基于
- ĉ

的方法
',!,( ,)!(+ ,$!%+ ,#!&+ ,%!"+

由表
$

可知&在源域和目标域样本概率分布不一致的

前提下&基于
>:H8J

的方法在源域和目标域样本所处的工

况条件不同并且对两域样本都增加了高斯白噪声的情况下&

依旧保持着良好的分类性能&并且分类精度始终优于基于

>̂ -

的故障诊断方法*基于
-8^YJ

的故障诊断方法*基

于
8*̂

的故障诊断方法以及*基于
- ĉ

的故障诊断方法%

CAE

!

消融实验

实验开始之前&在源域中按照
$l&l"l%

的比例选取

内圈故障样本数为
&(#

&外圈故障样本数为
$#

&滚动体故障

样本数为
,#

和正常状态样本数为
&"#

用作源域有类标签训

练样本$在目标域按照
"l&l$l%

的比例选取内圈故障样

本数为
,#

&外圈故障样本数为
$#

&滚动体故障样本数为

&(#

和正常状态样本数为
&"#

用作目标域待测样本%在
>&

8

>%

&

>&

8

>$

&

>"

8

>%

&

>"

8

>$

&

$

种情况下对多头自

!
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基于卷积注意力特征迁移学习的滚动轴承故障诊断
#

")

!!!

#

注意力机制经行消融实验&并且取前
%#

次实验结果的平均

值作为消融实验结果&结果如表
+

所示%并且&将算法实

时性结果记录在表
(

中%

表
+

!

消融实验平均识别准确率对比

>&

8

>% >&

8

>$ >"

8

>% >"

8

>$

去掉多头自注意力
,(;%+f ,$;(%f ,';("f ,$;%#f

>:H8J ),;%$f ));#%f )';(#f )$;(%f

表
(

!

算法实时性

>&

8

>% >&

8

>$ >"

8

>% >"

8

>$

去掉多头自注意力
#;)V #;,V #;,V #;'V

>:H8J &;"V &;&V &;&V &;"V

由表
(

结果可知&多头注意力机制会增加算法的计算

复杂度&从而导致算法的实时性降低%通过表
+

的消融实

验结果可以看出注意力机制对于模型的识别精度有一定的

提升&这也进一步证明了本文所提方法的有效性%

D

!

结束语

本文所提出的
>:H8J

通过优化域自适应迁移学习网络

中的特征迁移损失函数使得源域和目标域样本分布差异最

小化&因此它具有较好的域泛化性能&可以适应更多的变

工况环境%其次&

>:H8J

融合了多头自注意力机制&而多

头自注意力机制中不同的头可以提取到不同的故障信息&

提取到的故障信息越多&就使
>:H8J

后续提取到的高维特

征具有更好的分类性%因
>:H8J

在域泛化性能和分类性能

这两方面的优势&使其在滚动轴承源域和目标域样本概率

分布不一致的情况下&依旧能够保持对目标域待测样本较

高的故障诊断精度&且其对待测样本的故障诊断精度总是

高于典型迁移学习方法所能得到的滚动轴承故障诊断精度%
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