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基于深度迁移自编码器的变工况下

滚动轴承故障诊断方法
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摘要：在实际工业场景下的轴承故障诊断，存在轴承故障样本不足，训练样本与实际信号样本存在分布差异的问题；文章提

出一种新的基于深度迁移自编码器的故障诊断方法ＦＳ－ＤＴＡＥ，应用于不同工况下的轴承故障诊断；该方法首先采用小波包变换

进行信号处理与特征提取；其次，采用提出的基于朴素贝叶斯与域间差异的特征选取 （ＦＳＢＤ）方法对统计特征进行评估，选取

更有利于跨域故障诊断和迁移学习的特征；然后，利用源域特征数据训练深度自编码器，将训练得到的模型参数迁移至目标域，

再利用目标域正常状态样本对深度迁移自编码器模型进行微调，微调后的模型用于目标域无标签特征数据的故障分类；最后，基

于ＣＷＲＵ轴承故障数据开展不同工况下故障诊断实验，结果表明，所提出的ＦＳ－ＤＴＡＥ方法能够有效提高不同工况下的故障诊

断准确率。
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０　引言

在现代工业领域中，旋转机械设备的运行状态将直接

影响工业生产的进程和效率，而作为其核心部件之一的滚

动轴承发生故障将直接影响设备的安全运行，因此，滚动

轴承的故障诊断研究对保障工业机械设备安全稳定运行具

有重要意义［１３］。

随着传感器技术、工业互联网、数据挖掘和机器学习

的快速发展，基于人工智能数据驱动的故障诊断方法逐渐

成为研究热点［１］。近年来，深度学习理论作为研究热点，

由于深度学习模型具备强大的特征提取能力，能够克服浅

层学习模型的缺陷，进而在机械故障诊断领域获得了越来

越多的关注［２５］。然而，面对实际工业场景下的故障诊断，

存在如下问题［１，３，６］：（１）由于机械设备运行工况复杂多变，

导致故障诊断模型的训练样本与实际运行过程中的轴承振

动信号样本存在分布差异，而传统的深度故障诊断模型大

多假设训练样本与测试样本是相同分布。 （２）实际工况下

的轴承故障样本不足。机械设备中正常状态的轴承在不同工
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况下运行的监测数据易获取，但若想获取不同工况下的故

障数据，代价巨大。

针对上述问题，迁移学习方法在近年来逐渐获得研究

者的关注，迁移学习旨在利用已有领域 （源域）的知识解

决不同但相关领域 （目标域）的问题，包括基于样本、基

于特征、基于关系和基于模型的４种迁移方法
［２５］。文献

［１］提出了一种深度在线迁移的故障诊断方法，通过建立

ＣＮＮ－ＩＳＶＭ预训练模型并保存参数，使在线处理新增目

标数据时，无需重新训练，实验表明所提出方法能够较好

实现变负载下的滚动轴承多状态在线故障分类。文献 ［３］

针对轴承监测数据严重缺乏的问题，提出一种用于不同机

械设备间轴承故障诊断的深度迁移自编码器模型，采用可

缩放指数型线性单元作为自编码器的激活函数，修正代价

函数来降低重构误差，最后采用不同设备中的轴承开展实

验，验证了所提出方法的有效性与适应性。文献 ［６］利用

稀疏自编码器构建深度迁移学习模型，用于不同载荷工况

下的轴承故障诊断。文献 ［７］针对不同设备，提出了一种

增强深度自编码器用于跨域故障诊断，实验分析表明，所

提出的方法能够表现出更优的故障诊断性能。然而，上述

文献中的故障诊断方法关注于深度模型的迁移，而未考虑

特征间分布差异和判别性能对深度模型迁移后的故障分类

影响。对此，本文提出一种新的变工况下滚动轴承故障诊

断框架，首先，利用小波包变换 （ＷＰＴ，ｗａｖｅｌｅｔｐａｃｋｅｔ

ｔｒａｎｓｆｏｒｍ）处理原始信号，进行统计特征提取，构建源域

和目标域特征样本；其次，利用源域带标签样本与目标域

正常状态样本，综合考虑特征的判别性能和域间分布差异，

选取更有利于跨域故障诊断的特征构建源域特征子集；然

后，利用源域特征子集训练深度自编码器 （ＤＡＥ，ｄｅｅｐａｕ

ｔｏｅｎｃｏｄｅｒ），将模型参数直接迁移至目标域，在微调阶段，

利用源域带标签特征样本与目标域正常状态特征样本进行

迁移学习，获得深度迁移模型；最后，诊断模型对目标域

无标签特征样本进行识别分类，输出故障诊断结果。

１　基于朴素贝叶斯与域间差异的特征选取

１１　朴素贝叶斯算法

朴素贝叶斯算法是一种基于贝叶斯定理的数据分类方

法，其通过贝叶斯公式对已有样本数据的类别进行判别［９］。

贝叶斯公式如下：

犘（犃狘犅）＝
犘（犅狘犃）犘（犃）

犘（犅）
（１）

式中，犘（犃狘犅）表示犃在犅条件下的后验概率；犘（犅狘犃）表

示犅在犃 条件下的后验概率；犘（犃）和犘（犅）均为先验概率；

朴素贝叶斯算法分类的原理是将事件的先验概率和后验概

率相联系，并利用先验信息预测事件的后验概率。

假设有训练样本为犡＝ ｛狓１，狓２，．．．，狓狀｝，每个样本对应

的类别为狔（狓犻）∈犆，其中犛犛犜犇（犽）＝∑
犕

犻＝１

犛犛犜犇犽
犻为类别集

合，犜＝ ｛狋１，狋２，．．．，狋狀｝为测试样本。则测试样本犜 类别为

犠犛犇犚（犽）＝
犠犞（犽）

犛犛犜犇（犽）
的后验概率为：

犘（犮犼狘狋１，狋２，…，狋狀）＝
犘（狋１，狋２，…，狋狀狘犮犼）犘（犮犼）

犘（狋１，狋２，…，狋狀）
（２）

式中，犘（狋１，狋２，…，狋狀狘犮犼）为故障类型犪犻∈犚
犿 的条件概率；

式中犘（犮犼）为犚
犱（犱＜犿）的先验概率。根据得到的样本犜

归属各类别的后验概率，概率大的类别即为最终类别。注

意，朴素贝叶斯假设各属性变量间相互独立，因此，式

（１）中的可以变换为：

犘（犮犼狘狋１，狋２，…，狋狀）＝

犘（犮犼）∏
狀

犻＝１

（犘（狋犻狘犮犼））

犘（狋１，狋２，…，狋狀）
（３）

１２　最大均值差异

在基于特征的迁移学习中，最大均值差异 （Ｍａｘｉｍｕｍ

ｍｅａｎｄｉｓｃｒｅｐａｎｃｙ，ＭＭＤ）被常应用于度量不同域数据间分

布差异［２，１０］。给定源域特征样本犡犛 与目标域特征样本犡犜 ，

有犘犜（犡犜）≠犘犛（犡犛），则两个域间的边缘分布差异有：

犕犕犇（犡犛，犡犜）＝
１

狀犛∑狓
犻∈犡犛

φ（狓犻）－
１

狀犜∑狓
犼∈犡犜

φ（狓犼）
２

犎

（４）

式中，φ为再生核 Ｈｉｌｂｅｒｔ空间犎 中的非线性映射函数，狀犛

与狀犜 分别为源域与目标域的样本数。

１３　基于朴素贝叶斯与域间差异的特征选取 （犉犛犅犇）

为从原始特征集中选取更有利于跨域故障诊断的特征

用于深度模型的训练和迁移，本文提出基于基于朴素贝叶

斯与域间差异的特征选取方法 （ＦＳＢＤ），ＦＳＢＤ从两方面角

度评价特征，特征的判别性能和特征在不同域间的分布差

异。我们认为，判别性能高且在不同域间的分布差异小的

特征更有利于跨域故障诊断和深度模型的迁移。

给定工况１下的带标签轴承特征样本作为源域犡犛 ，工

况２下的正常状态特征样本和无标签故障特征样本作为目

标域犡犜 。源域与目标域样本中均包含 犕 种故障类型 （包

括正常状态），每种故障类型有犖 个样本，每个样本有犓

种特征。本节中，对于特征判别性能的评估，利用朴素贝

叶斯算法对源域中每种特征样本进行分类，得到的分类精

度作为表征特征判别性能的指标。对于特征在不同域间分

布差异的度量，利用 犕犕犇 度量源域和目标域中正常状态

下的特征样本的边缘分布差异。最后，基于朴素贝叶斯算

法的分类精度和特征的 犕犕犇 值，构建新的特征选取指标

犉犛犐。ＦＳＢＤ的具体步骤如下：

１）特征判别性能评价。给定犡犛中的原始特征集，［犡
１
犛，

犡２犛，…，犡
犓
犛］，其中犡

犽
犛，犽∈ ［１，犓］如下所示：

犡犽犛 ＝

犛犽１１ 犛犽１２ … 犛犽１犖

犛犽２１ 犛犽２２ … 犛犽２犖

   

犛犽犕１ 犛
犽
犕２ … 犛犽

熿

燀

燄

燅犕犖

（５）

式中，犛犽犻犼，犻∈［１，犕］，犼∈［１，犖］表示第犻种故障状态下的第

犼个信号样本的第犽种特征。利用朴素贝叶斯算法对源域犓

种特征数据进行分类，得到分类精度序列犃犆犆如下所示：

犃犆犆＝ ｛犪犮犮（１），犪犮犮（２），…，犪犮犮（犓）｝ （６）

　　２）特征在不同域间的分布差异度量。给定犡犜 中的原

　
投稿网址：ｗｗｗ．ｊｓｊｃｌｙｋｚ．ｃｏｍ



第７期 苏靖涵，等：


基于深度迁移自编码器的变工况下滚动轴承故障诊断方法 · ８７　　　 ·

始特征集，［犡１犜，犡
２
犜，…，犡

犓
犜］，其中 犡

犽
犜，犽 ∈ ［１，犓］如下

所示：

犡犽犜 ＝

犜犽１１ 犜犽１２ … 犜犽１犖

犜犽２１ 犜犽２２ … 犜犽２犖

   

犜犽犕１ 犜犽犕２ … 犜犽

熿

燀

燄

燅犕犖

（７）

式中，犜犽犻犼，犻∈［１，犕］，犼∈［１，犖］表示第犻种故障状态下的第

犼个信号样本的第犽种特征。基于源域和目标域中正常状态下

特征样本犡ｎｏｒｍａｌ犛 和犡ｎｏｒｍａｌ
犜 计算各特征在源域和目标域之间的

犕犕犇，得到域间差异序列犇犇 如 下所示：

犇犇 ＝ ｛犕犕犇（１），犕犕犇（２），…，犕犕犇（犓）｝ （８）

　　３）构建新的特征选取指标犉犛犐。基于前两步骤获得的

分类精度序列犃犆犆和域间差异序列犇犇，构建新的特征选

取指标犉犛犐，表达式如下：

犉犛犐（犽）＝
犃犆犆（犽）

犕犕犇（犽）
（９）

　　对于犓种特征，可得到犉犛犐序列如下：

犉犛犐＝ ｛犉犛犐（１），犉犛犐（２），…，犉犛犐（犓）｝ （１０）

　　本文认为，特征的犃犆犆值越大，其用于分类的判别性

能越好，特征在不同域间分布差异 犕犕犇 越小，则其域适

应能力越强。因此，当犉犛犐值越大，则对应的特征更有利

于跨域故障诊断和深度模型迁移。最后，将犉犛犐序列根据

数值大小降序排列，选取前犱个数值对应的特征用于后续

的深度模型训练和迁移。

２　深度迁移自编码器

２１　堆叠自编码器

自编码器 （Ａｕｔｏｅｎｃｏｄｅｒ，ＡＥ）
［８］是一种无监督学习的

神经网络，它能够从无标签数据集中学习提取出深层特征。

ＡＥ包括编码和解码两个过程，自编码器的结构可分为三

层，输入层、隐含层和输出层［１０］，其结构如图１所示。

图１　一个自编码器的结构

在编码过程，输入层数据 ｛狓１，狓２，．．．，狓犿｝通过激活函

数φ犪犮狋（·）映射到隐含层 ｛犺１，犺２，．．．，犺狀｝，映射关系如下

所示：

犺＝φ犪犮狋（犠·狓＋犫） （１１）

　　其中，犠 ∈犚
狀×犿 为编码权重矩阵，犫∈犚

狀 为偏置向量。

在解码过程，隐藏层数据 ｛犺１，犺２，．．．，犺狀｝通过激活函数

φ犪犮狋（·）映射到输出层 ｛狕１，狕２，．．．，狕犿｝，映射关系如下所示：

狕＝φ犪犮狋（犠′·犺＋犫′） （１２）

　　其中，犠′∈犚
犿×狀为解码权重矩阵，犫′∈犚

犿为偏置向量。

ＡＥ的参数通过最小化重构误差为优化目标，训练获得，其

重构误差如下所示：

犑犃犈（θ）＝
１

犖∑
犖

犻＝１

（１
２
狓犻－狕犻

２） （１３）

　　其中，θ＝ ｛犠，犫，犠′，犫′｝为自编码器参数。

深度自编码器的构建，本文是将多个ＡＥ叠加在一起，

即堆叠自编码器 （ｓｔａｃｋｅｄａｕｔｏｅｎｃｏｄｅｒｓ，ＳＡＥ），将每个

ＡＥ经编码后的隐含层作为下一级ＡＥ的输入层，最后一级

ＡＥ的隐含层作为输出的深度特征，最后输入分类器。上述

深度自编码器的训练有两个阶段：

１）无监督预训练。利用训练集样本进行各层ＡＥ训练，

获得深度自编码器的参数。

２）对深度自编码器网络的整体进行有监督微调。

２２　深度迁移自编码器

为实现跨域故障诊断，本文在深度自编码器的基础上，

构建深度迁移自编码器，具体过程如下：

１）设置ＡＥ模型的激活函数，本文采用ＳＥＬＵ函数作

为激活函数；设置深度自编码器的结构层数，每层节点数。

２）利用源域无标签特征数据训练深度自编码器模型，

获得每一层的编码权重参数和偏置参数。

３）将利用源域数据训练得到的深度自编码器模型的结

构层数，节点层数，编码权重参数以及偏置参数迁移至目

标域的模型，作为针对目标域数据的深度自编码器初始

参数。

４）利用ｓｏｆｔｍａｘ分类器构建分类层，连接在深度自编

码器的最后一层，再利用目标域中正常状态下特征数据对

连接了分类层的深度自编码器进行Ｆｉｎｅ－ｔｕｎｉｎｇ微调。

５）获得深度迁移自编码器模型，可用于目标域无标签

特征数据的分类。

３　故障诊断框架

本文基于信号处理，提出的基于朴素贝叶斯与域间差

异的特征选取方法和深度迁移自编码器，提出一种新的应

用于变工况下轴承故障诊断框架ＦＳ－ＤＴＡＥ，如图２所示。

该框架主要包括３个步骤：信号处理与特征提取，特征选

取和深度迁移学习。具体描述如下：

１）信号处理与特征提取。本文利用 ＷＰＴ对采集到的

轴承振动信号进行分解，结合统计参数，提取统计特征作

为原始特征集。

２）特征选取。为从高维原始特征集中选取有利于跨域

故障诊断和深度迁移学习的特征，基于源域有标签特征数

据和目标域正常状态数据，利用提出的特征选取方法ＦＳ

ＢＤ，对原始特征集中各特征进行判别性能与域间差异的度

量，提出新的量化指标ＦＳＩ。基于降序排列的ＦＳＩ序列，选

取特征构建子集，用于后续的深度模型训练与迁移。
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图２　基于深度迁移自编码器的变工况下轴承故障诊断框架ＦＳ－ＤＴＡＥ

３）深度迁移学习。在第二步基础上，获得源域和目标

域特征子集。首先，利用源域无标签特征子集数据作为训

练样本，训练深度自编码器；其次，将源域训练得到的深

度自编码器参数迁移至目标域，作为目标域深度自编码器

模型的初始化参数。最后，利用源域和目标域中正常状态

的特征数据对目标域深度自编码器进行Ｆｉｎｅ－ｔｕｎｉｎｇ微调。

最后，目标域无标签特征数据测试深度迁移自编码器的故

障诊断性能。

４　实验验证

为验证本文所提出的变工况下轴承故障诊断框架ＦＳ－

ＤＴＡＥ的有效性与适应性，采用美国凯斯西储大学 （ＣＷ
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ＲＵ）的轴承振动数据开展不同工况下故障诊断实验验证。

４１　实验设置与任务

本文使用的ＣＷＲＵ轴承数据采集自图３所示的故障模

拟试验台，该数据集广泛的被研究人员用于开展轴承故障

诊断研究。该试验台轴承有三类故障，内圈缺陷，外圈缺

陷以及滚动体缺陷，缺陷的尺寸包括０．００７英寸、０．０１４英

寸、０．０２１英寸和０．０２８英寸。振动数据集中包含４种不同

运行状态下的振动数据，分别为０ｈｐ、１ｈｐ、２ｈｐ和３ｈｐ电

机负载情况下。基于该数据集，本文设置２个跨域故障诊

断任务，任务１中，２ｈｐ和３ｈｐ下的故障数据分别作为源

域和目标域；任务２中，２ｈｐ和３ｈｐ下的故障数据分别作

为目标域和源域。两个任务的实验数据具体如表１所示。

任务１和２中，源域和目标域数据均包含１２种轴承故障样

本，对应的类别标签为１－１２，其中源域中样本数为２４０，

目标域中样本数为４８０。每个样本包含２０００个采样数据点。

图３　ＣＷＲＵ的轴承故障实验台

表１　ＣＷＲＵ轴承振动数据集

故障类型
缺陷尺寸／

英寸

任务１ 任务２

源域：

２ｈｐ

目标域：

３ｈｐ

源域：

３ｈｐ

目标域：

２ｈｐ

类别

健康状态 ０ ２０ ４０ ２０ ４０ １

滚动体

故障

０．００７ ２０ ４０ ２０ ４０ ２

０．０１４ ２０ ４０ ２０ ４０ ３

０．０２１ ２０ ４０ ２０ ４０ ４

０．０２８ ２０ ４０ ２０ ４０ ５

内圈故障

０．００７ ２０ ４０ ２０ ４０ ６

０．０１４ ２０ ４０ ２０ ４０ ７

０．０２１ ２０ ４０ ２０ ４０ ８

０．０２８ ２０ ４０ ２０ ４０ ９

外圈故障

０．００７ ２０ ４０ ２０ ４０ １０

０．０１４ ２０ ４０ ２０ ４０ １１

０．０２１ ２０ ４０ ２０ ４０ １２

样本数量 ２４０ ４８０ ２４０ ４８０

４２　实验结果分析

根据本文提出的ＦＳ－ＤＴＡＥ故障诊断框架，首先，利

用 ＷＰＴ对轴承振动信号进行四层分解 （母小波为 “ｄｅ

ｍｙ”），基于第四层的１６个终端节点的单支重构信号 （１６

个信号），和重构信号的１６个Ｈｉｌｂｅｒｔ包络谱，计算１１种统

计参数［５，１１１３］ （极差，平均值，标准差，峰度，能量，能量

熵，偏度，波峰因子，脉冲因子，形状因子和纬度因子）。

因此，共计算得到３５２个统计特征，构建原始特征集 （Ｒａｗ

ｆｅａｔｕｒｅｓｅｔ，ＲＦＳ）。

在原始特征集基础上，运用本文提出的ＦＳＢＤ方法，评

价各特征的判别性能和不同域间差异，获取特征选取的量

化指标ＦＳＩ，图４所示为３５２个特征值的ＦＳＩ值。根据得到

的ＦＳＩ值序列，进行降序排列，选取序列中前ｄ个ＦＳＩ值对

应的统计特征构建特征子集，再进行深度自编码器训练和

模型迁移。本文基于从源域选取的特征用于深度自编码器

训练，设置隐含层４个，每层节点个数分别为４００，２００，

１００和５０，分类层为ｓｏｆｔｍａｘ分类器。

图４　３５２个统计特征的ＦＳＩ值

为进一步验证本文所提出框架的优越性，选取一些经

典和常用迁移学习的故障诊断方法进行实验对比。经典方

法包括ＳＶＭ，ＫＮＮ，ＣＮＮ和ＤＢＮ，常用迁移学习方法包

括ＴＣＡ和ＪＤＡ
［１４１６］。基于上述方法，构建对比故障诊断模

型，如表２所示。举例说明，ＲＦＳ－ＳＶＭ 模型表示源域的

特征数据全部作为ＳＶＭ 的输入，进行故障诊断模型的训

练，再利用训练好的模型对目标域进行故障分类；ＲＦＳ－

ＴＣＡ／ＪＤＡ模型表示源域和目标域无标签特征数据经ＴＣＡ／

ＪＤＡ处理后，再输入ＳＶＭ分类器进行模型训练，训练好的

模型再对目标域特征数据进行故障分类［１７２０］。ＲＦＳ－ＦＳＢＤ

－ＴＣＡ／ＪＤＡ模型则是在ＲＦＳ－ＴＣＡ／ＪＤＡ模型基础上引入

本文所提出的特征选取方法，特征选取后构建的特征子集

再进行ＴＣＡ／ＪＤＡ处理。

表２　对比故障诊断模型

序号 模型 序号 模型

１ ＲＦＳ－ＳＶＭ ６ ＲＦＳ－ＴＣＡ

２ ＲＦＳ－ＫＮＮ ７ ＲＦＳ－ＪＤＡ

３ ＲＦＳ－ＣＮＮ ８ ＲＦＳ－ＦＳＢＤ－ＴＣＡ

４ ＲＦＳ－ＤＢＮ ９ ＲＦＳ－ＦＳＢＤ－ＪＤＡ

５ ＲＦＳ－ＳＡＥ １０ ＦＳ－ＤＴＡＥ

基于表２中所示的对比模型，进行表１中所示的故障诊断

任务１和２，对应的故障诊断结果如表３和图５所示。图５所

示为表２中各故障诊断模型的实验结果对比，表３所示为所提

出的ＦＳ－ＤＴＡＥ模型，ＲＦＳ－ＦＳＢＤ－ＴＣＡ和ＲＦＳ－ＦＳＢＤ－

ＪＤＡ模型在不同的特征选取数时的故障诊断结果。
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表３　轴承故障诊断结果

特征选

取数犱

任务１的故障诊断准确率

／％

任务２的故障诊断准确率

／％

ＦＳ－

ＤＴＡＥ

ＲＦＳ－

ＦＳＢＤ－

ＴＣＡ

ＲＦＳ－

ＦＳＢＤ－

ＪＤＡ

ＦＳ－

ＤＴＡＥ

ＲＦＳ－

ＦＳＢＤ－

ＴＣＡ

ＲＦＳ－

ＦＳＢＤ－

ＪＤＡ

４０ ８６．８７ ８０．８３ ８２．７１ ８９．３８ ８９．１７ ８８．７５

６０ ９５．８３ ８３．３３ ９１．４６ ９６．４６ ９２．５０ ９２．７１

８０ ９９．３８ ９２．２９ ９２．７１ ９８．９６ ９３．１３ ９４．７９

１００ ９９．５８ ９５．２１ ９５．８３ １００．００ ９６．４６ ９７．９２

１２０ ９９．７９ ９４．５８ ９７．７１ ９９．１７ ９５．６３ ９６．６７

１４０ ９９．７９ ９４．３８ ９８．１３ ９９．３８ ９５．２１ ９６．８８

１６０ ９７．５０ ９２．０８ ９６．０４ ９９．７９ ９５．００ ９５．８３

１８０ ９７．９２ ９２．２９ ９６．２５ ９８．７５ ９４．７９ ９５．６３

２００ ９５．８３ ９０．４２ ９５．２１ ９８．３３ ９４．５８ ９５．４２

２２０ ９２．５０ ９０．８３ ９４．７９ ９７．７１ ９４．１７ ９５．００

２４０ ９２．０８ ８８．７５ ９５．００ ９６．２５ ９２．７１ ９４．５８

２６０ ９１．４６ ８９．１７ ９２．５０ ９５．８３ ９２．５０ ９３．１３

２８０ ８８．７５ ８８．９６ ９０．６３ ９２．０８ ９０．８３ ９３．３３

３００ ８２．５０ ８６．８８ ９０．４２ ９０．４２ ８８．７５ ９２．２９

３２０ ８３．１３ ８５．８３ ８８．９６ ８９．１７ ８８．３３ ８８．９６

３４０ ８５．６３ ８５．６７ ８７．００ ８８．９６ ８８．１３ ８８．１３

３５２ ８５．４２ ８５．００ ８６．００ ８８．３３ ８６．８８ ８６．８７

图５所示的实验结果对比表明本文所以出的故障诊断

模型在不同工况下的故障诊断性能最优，任务１和任务２的

故障诊断精度最高分别可达９９．７９％和１００％，高于其他对

比模型的最大故障诊断精度。对比模型中，将本文提出的

特征选取方法ＦＳＢＤ与迁移学习方法结合起来，能够明显

提高故障诊断精度，ＲＦＳ－ＦＳＢＤ－ＴＣＡ和ＲＦＳ－ＦＳＢＤ－

ＪＤＡ两个模型在任务１中所取得的最大故障诊断精度分别

为９５．２１％和９８．１３％，在任务２中，最大故障诊断精度可

达９８．１３％和９７．９２％。表明，ＦＳＢＤ方法所选取出的特征

更有利于跨域故障诊断和迁移学习过程，进而提高模型的

故障诊断性能。

图５　不同故障诊断模型的实验结果对比

表３所示的故障诊断结果表明本文提出的特征选取方

法ＦＳＢＤ在选取合适的特征数时，能够明显提高故障诊断

准确率，对于ＦＳ－ＤＴＡＥ模型，任务１中，根据降序ＦＳＩ

序列选取前１２０个特征用于后续的模型训练和迁移，能够

取得最大的故障诊断准确率；任务２中，选取前１００个特征

可达到１００％的诊断准确率。ＦＳＢＤ与迁移学习方法 ＴＣＡ

和ＪＤＡ结合起来构建的故障诊断模型，基于降序ＦＳＩ序列

选取一定数量的特征，能够提升模型的故障诊断性能。

５　结束语

本文在信号处理与统计特征提取，特征选取和深度自

编码器基础上，提出了一种新的基于深度迁移自编码器的

轴承故障诊断模型ＦＳ－ＤＴＡＥ，旨在提高在不同工况下的

轴承故障诊断准确率。利用ＣＷＲＵ轴承故障数据开展不同

工况下的故障诊断实验，实验结果表明：

１）本文所提出的ＦＳ－ＤＴＡＥ模型与设置的对比模型

相比，取得的故障诊断准确率最高，验证了该模型在不同

工况下故障诊断的有效性和优越性。

２）本文提出的特征选取方法ＦＳＢＤ能够明显提高迁移

故障诊断模型的诊断准确率。基于原始特征的降序ＦＳＩ序

列，分别选取前１２０个和１００个特征时，可使ＦＳ－ＤＴＡＥ

模型在任务１和２的故障诊断结果分别达到９９．７９％和

１００％。

３）本文提出的ＦＳＢＤ方法与其他迁移学习方法结合，

同样能够明显提高故障诊断准确率，表明该方法所选取出

的特征更有利于跨域故障诊断和迁移学习。

综合实验结果分析，本文所提出的ＦＳＢＤ方法能够提

升故障诊断模型的性能，使构建的深度迁移模型达到理想

的故障诊断准确率。
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