改进LSTM神经网络在电机故障诊断中的应用
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摘要：三相异步电机因其结构简单、维护方便、可靠性高等特点被广泛应用到工业生产中，所以保证三相异步电机在生产环境中的安全与稳定运行具有十分重要的意义。传统的三相异步电机故障诊断均采用特征电流法，但在实际应用中由于特征谐波难以分离，从而导致无法判断；采用先进的长短期记忆(LSTM, Long Short-term Memory)神经网络以及最新提出的RAdam优化器，在电机正常运转时对其运行特性进行实时采集，通过双峰谱线插值法以及滑窗法提取谐波之后，对电机输出结果进行时序预测和比对；最后以工程中实际电机数据为例，通过测量其故障运行实际数据，验证了该算法的可行性；经实验测试可得，相比于传统神经网络，该算法具有更好的故障检测能力。 
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Application of improved LSTM neural network in motor fault diagnosis
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Abstract：Conventional asynchronous motors are widely used in industrial production due to their simple structure, convenient maintenance, and high reliability. Therefore, it is of great significance to ensure the safe and stable operation of the frequency converter in the production environment. Motor fault diagnosis uses the characteristic current method, but in practical applications, the characteristic harmonics are separated, which makes it impossible to judge; the advanced long short-term memory (LSTM, long short-term memory) neural network and the newly proposed RAdam optimizer are used. When the motor is running normally, its operating characteristics are collected in real time. After the harmonics are extracted by the double-peak spectral interpolation method and the sliding window method, the output results of the motor are time series predicted and compared; finally, the actual motor data in the project is taken as an example. The feasibility of the algorithm is verified by measuring the actual data of its fault operation; it can be obtained through experimental tests, and it is used in traditional neural networks, and the algorithm has better fault detection capabilities;
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0 引言
伴随着人工智能领域的发展，越来越多的传统领域开始尝试采用神经网络理论来解决工程实践中难以精确建立数学模型的问题。异步电动机由于具有故障种类较多，受外界干扰大等特点，而传统基于建模分析的方法难以建立适应各个复杂场景下的三相异步电机运行时的数学模型，所以使用神经网络进行故障诊断分析相比于传统的电机建模分析等方法有着得天独厚的优势。目前国内外也已经有一些研究采用神经网络进行电机故障诊断的研究[1-3]。但是目前采用的方法仍然存在一些不足：首先，基于模型的方法虽然精度高，但计算量大，且难以得到精确的模型；其次，对于传统的神经网络模型存在无法排除扰动，收敛精度不足或者无法保证收敛等问题。
在这样的背景下，本文基于最新提出的RAdam优化器构建LSTM神经网络，相比于传统的神经网络而言: 第一，LSTM神经网络的网络结构更适合进行时序自回归预测[4]；第二，使用RAdam优化器解决了传统神经网络模型在训练的初期学习率的方差较大、收敛速度较慢、收敛精度较低等问题；第三，针对输出精度较低以及模型易受干扰等问题[5-6]，采用双峰插值法[7]进行滑窗滤波，并采用时间序列进行输入以提高精度。
1 双峰谱线插值与滑窗法提取谐波
在实际工业场景下，由于电网电压存在波动等情况，导致三相异步电机在运行过程中无法针对一个长的时间序列进行高精度的谐波分析，所以在实际应用中采用滑窗法对实际运行的波形进行分段分析[8]。
1.1 双峰谱线插值算法
假设含有次谐波分量的信号经过采样频率为的均匀采样后得到如下形式的离散时间信号：

      
式中：为谐波次数;当时,和分别为基波的幅值、频率和相位；当时，和分别为第次谐波的幅值、频率和相位。
对式(1)的信号加窗处理后的离散傅立叶变换表达式为：

   
式中： 为采样频率分辨率；k为采样序号；N为数据截断长度。
忽略其他谐波对第i次谐波的泄露影响以及负频点 处频峰的旁瓣影响，并有,假设要求解的是第i次谐波分量，则有：

    
由于实际采样时会出现采样周期非整数次以及采样非同步而导致频谱泄露，所以一般不为整数。设峰值点左右两侧的谱线为第和，则有。引入参数且，并设，并由式(3)可得：


其中，是两条谱线的幅值。
采用余弦组合窗函数，并计算可得：


当窗函数为实系数时，由于是偶对称的，则对于奇函数，采用切比雪夫不等式拟合可得：

 
由可求得第i次谐波的频率修正公式、谐波相位修正公式分别为：


针对t =1,2两种情况的结果进行加权平均最终可得到相位修正公式：

       
第i次谐波的幅值修正是对第和根谱线取加权平均，其计算公式为：


1.2 滑窗法提取基波
在双峰谱线插值算法的基础上，针对时间跨度较大的波形采用分段滑窗求取整个时间域上精确的谐波。
下图1为利用双峰插值和滑窗法提取基波的示意图：

图1 滑窗法提取基波原理图
对于相邻的两个窗之间需要进行插值运算，设第i个插值点左侧的基波幅值、频率以及相角为、、，插值点右侧的基波幅值、频率以及相角为、、，且插值点所在时刻为，则根据左右两侧极限的平均值可得插值点的值为：

 
由(7)、(8)、(9)、(10)式推广至整个采样时间域，并设采样起始时刻为，采样终止时刻为窗口大小为，则经过双峰插值与滑窗法提取后的采样波形的时间域函数表达式为：

 
其中：


1.3 实际数据处理效果
以实验时A相电压为例，采样频率为8000Hz，采样时间为10s，则使用滑窗法和不使用滑窗法提取并去除基波后的谐波波形与频谱图如下图2所示：
[image: ]
(a) 时域波形比较
[image: ]
(b) 频谱图比较
图2 滑窗法与不使用滑窗法在时域与频域的对比图
从图中可以看出由于电网电压的基频是随时间波动的，所以如果不使用滑窗法从一个小窗口提取基波将会造成很大的误差。在频谱图中也说明了使用了滑窗法提取并去除基波时可以很好的动态跟踪电网基频的变化，而不使用滑窗法则会受到电网电压基频波动的影响。
2 改进LSTM神经网络的时序预测模型
2.1 LSTM神经网络与RAdam优化器
LSTM神经网络是一个深度学习网络，被设计为学习长期依赖关系。通过引入特殊类型的门来实现长期保存信息。遗忘门可以丢弃冗余信息；输入门可以选择要存储在内部状态的关键信息；而输出门用于识别输出信息。
通常，LSTM神经网络训练采用Adam优化器，是由Kingma和Lei Ba两位学者提出的结合AdaGrad和RMSProp两种优化算法的优点的优化器。对梯度的一阶矩估计（First Moment Estimation，即梯度的均值）和二阶矩估计（Second Moment Estimation，即梯度的未中心化的方差）进行综合考虑，计算出更新步长。
虽然Adam优化器中加入了一阶矩估计和二阶矩估计可以产生自适应式的学习率从而加速了收敛过程并提升了model的泛化能力。但是由于在训练的初期，训练数据较少，此时学习率的方差大，不确定性因素较多，所以会使得训练初期不太稳定，进而导致模型训练时陷入局部最优解。常用解决Adam收敛问题的方法有：采用自适应启动方法；指数加权平均的启发式warmup算法等。
而RAdam(Rectified Adam)优化器在其导数的基础上，通过估算自由度来实现自适应的学习率，并进行显式地修正。RAdam算法的输入有：步长；衰减率用于计算移动平均值和它的二阶矩。
首先，初始化移动量的一阶矩和二阶矩并估算简单移动平均值（SMA）的最大长度
然后按照以下的迭代公式计算出：第t步时的梯度，移动量的二阶矩，移动量的一阶矩，移动偏差的修正和SMA的最大值：

      
移动偏差经过计算之后再针对判断步长的稳定度：
如果则进行自适应动量来更新参数。移动二阶矩的修正值和方差修正值为：

     
此时的模型参数迭代规则如下：

         
如果，则使用非自适应动量更新参数：

            
输出为表示第t步后的模型参数。
2.3 LSTM神经网络进行时序预测的原理
时序预测建模是使用现有的数据来建立未来数据的模型。建模的前提是所要预测的时间序列是一个稳定的、可预测的序列，通常也称为自回归(Autoregressive,AR)预测，其表达式如下：

       
公式中，是常数项，是建模参数，是随机误差值。则基于此模型扩展的神经网络自适应学习算法的公式如下所示：

 
本文采用LSTM神经网络建立k-n数据集的训练模型，即得到网络f。与传统的神经网络不同，LSTM神经网络在训练阶段不是独立的，网络不是直接从当前时刻t开始训练，而是从以前的训练结果0到t-1继续训练，充分利用了时间序列的时间连续性。LSTM网络训练模型时，以为输入，为回归数据的输出。
最后，在进行训练之前对LSTM神经网络结构进行构建。神经网络的层结构如下表所示。整个神经网络由一个多维向量的输入层，多个LSTM和Dropout组成的中间层和一个回归输出层组成。其中加入Dropout层是避免模型出现过拟合问题。
表1 时间序列的LSTM模型
	i
	输入层

	ii
	LSTM层

	iii
	Dropout层

	iiii
	回归输出层


3 利用LSTM神经网络进行电机故障诊断
3.1 电机故障诊断的原理
基于滑窗法的LSTM神经网络电机故障诊断方法以特征电流法原理为基础，利用一组训练集中的数据和过去的值建立预测传感器当前值的模型。例如，为一组训练集，则故障诊断算法通过前一段时刻参量的值来预测本时刻的理论值，并采集当前时刻的实际值。经过多个窗的时间之后将与做对比。如果偏差不在合理的偏差范围之内，则可以认为出现了电机异常情况[9]。公式如下所示：

     
其中，是2.3小节所述的时间序列模型，为允许误差范围，为校验函数。
在实际应用中，采用电网三相电压以及运行时三相电流作为整个LSTM网络的输入。针对电网中基波数值较大导致在训练时无法正确捕捉电网谐波，从而无法正确预测在特定电网谐波下电机实际运行特性的问题[10-12]，本论文提出采用1.2小节中所述的方法，训练时采用滑窗法处理后的电网三相电压的谐波以及电机实际运行时的三相电流的基波作为输入向量，并且以三相电流的实际波形作为输出，并且将预测理论值的频谱与实际采样时的电流频谱作对比，并利用特征电流法理论对比两电流的实际频谱，便可得出实际电机有无故障以及故障类型。
同时，传统的训练方法采用单个输入参数进行训练，鲁棒性较差。而在本文中对此方法进行了改进，采用的向量形式作为层内数据，以提取数据特性，如下图所示：

图3 LSTM神经网络滑窗算法
其中、、为经过双峰插值法提取过的电网三相电压的谐波分量，、、为电机三相电流基波分量。算法通过将训练数据中某一点的值扩展成为包含多个点的区域，来提高算法的鲁棒性和模型精度。
3.2 故障诊断的算法流程
电机故障诊断算法分为模型训练和模型预测与故障诊断两个部分。整个算法的流程图如下所示：

图4 故障识别算法流程图
通过训练数据集，得到了一个LSTM模型。当模型遇到正常工作数据时，它能在下一时刻精确地预测参数。当出现异常状态时，预测结果会偏离实际值，从而判断故障的发生。并通过将故障频谱与正常运行时频谱进行比较，基于特征电流法可以判断出故障类型。
4实际算例分析
4.1 故障诊断系统
为了获得待测电机分别在各种故障情况下的定子电流，需要搭建电机故障监测实验平台。
实验平台的结构图如下图5-a所示。图中M为待测异步电机，G为发电机，R为水阻箱，G和R组成待测电机的负载。利用电机信号采集仪，监测并采集定子电信号，将采集到的信号上传至上位机中，由上位机内置的故障诊断系统进行数据分析与故障识别。图5-b为感应电机信息采集分析系统示意图。

(a)实验平台结构图  (b)感应电机信息采集图
图5 故障诊断系统实验示意图
考虑到实验电机的选型要满足易发生高频故障，又考虑到价格需要在实验成本之内。本次实验选择一台低压电机作为实验的待测电机，电机铭牌参数如表2所示：
表2 实验电机铭牌参数
	电机型号
	额定功率
	额定电压
	额定电流
	极对数
	额定转速
	接法

	YB180M-2W
	22kW
	380V
	42.2A
	2
	2940
	Δ


对于信号采集单元，本文实际监测设备接线示意图如下图：
[image: C:\Users\Jasonkay\AppData\Local\Microsoft\Windows\INetCache\Content.Word\监测设备接线示意图.png]
图6 监测设备接线示意图
采样模块通过网线连接至局域网的电脑，即可实时获得测量的数据。采样模块拥有7个通道接入测量数据，本文采用其三相电压、电流作为实验测试。其中电压变比，电流变比。采样频率为8kHz，即每个周波160个点。采样设备内部基于UDP通信协议并以Modbus隧道的通信方式将电压、电流波形数据向外发送。
本文针对异步电机运行时最经常出现的偏心故障进行实验，分别测取各型号电机在正常运行以及人为制造偏心故障时的运行数据。其中，人为制造偏心故障的方法是：打磨电机端盖一侧，并在另一侧塞入铜箔，使电机转子斜偏心，偏心约10丝(1丝=0.01mm)，处理结果如图7所示：
[image: ]
图7 气隙偏心的实现
经过试验后，针对电流数据过滤出整数次谐波，并做傅里叶分析，可得偏心故障局部特征频谱图：
[image: C:\Users\Jasonkay\AppData\Local\Microsoft\Windows\INetCache\Content.Word\22kw偏心故障局部特征频谱图.png]
图8 22kw偏心故障局部特征频谱图
由图8可见，当异步电机发生静态偏心故障时，定子电流出现频率为99.5Hz的边频带。通过传感器测速得电机发生断条故障时的转速n=2970r/min，转差率s=0.01。根据特征电流法理论分析[13]，定子电流的边频带频率应为

 
实验结果与理论分析完全一致。
4.2 与传统神经网络预测对比
为验证所提出的基于RAdam优化器的LSTM算法的有效性，选择了经典的BP网络、标准的LSTM神经网络、采用RAdam优化器的LSTM神经网络以及经过数据预热的RAdam优化器的LSTM神经网络进行比较。其中BP网络结构，以及LSTM相关网络的结构如下表所示：
表3 神经网络模型结构
	网络类型
	输入层
	隐藏层
	输出层
	优化器
	是否使用Warm-up

	BP
	6个特征输入
	多个
隐藏层
	3个输出特征
	Adam
	否

	LSTM
	[6, 滑窗步长]
	多个
隐藏层
	3个输出特征
	Adam
	否

	LSTM
	[6, 滑窗步长]
	多个隐藏层
	3个输出特征
	RAdam
	否

	LSTM
	[6, 滑窗步长]
	多个
隐藏层
	3个输出特征
	RAdam
	是


训练数据长度为100s，采样率8000Hz，即800000个点。使用均方误差(Mean Square Error, MSE)来衡量训练准确性。四种神经网络结构在验证集的比较结果见下图：
[image: ]
图9 四种网络结构在验证集上的表现
从验证集的结果可以看出，BP网络相较于LSTM网络在频谱预测上存在较大的误差，并且在300Hz与400Hz处均存在错误的预测结果。而LSTM网络的预测结果明显更优，并且使用RAdam优化器进行优化的网络具有更好的测试数据集拟合能力。使用Warm-up进行数据预热的结果与使用RAdam优化器的结果极为相似，但是收敛速度更快。
4.3 实际故障诊断效果
故障检测的原理是检测模型中的数据与实际数据之间的差距。通过4.2小节的比较，可以看出RAdam-LSTM方法的时间序列建模更好。因此，本节针对这个方法的故障检测效果进行实验，实验预测结果图如下所示：
[image: ]
图10 基于RAdam-LSTM神经网络进行故障识别
在图10中，展示了基于RAdam-LSTM时间序列模型在故障条件下的实测数据和预测数据。该图显示了电机在发生4.1小节所述的偏心运行情况下的故障识别。当发生故障时，RAdam-LSTM方法在预测值和测量值之间有较大的差距，使得故障得以确定。
5 结束语
本文创新性地将LSTM神经网络应用于三相异步电机的故障检测，通过滑动窗口剔除基波，并建立预测模型。研究结果表明，使用LSTM神经网络进行时间序列建模时，基于RAdam优化器的LSTM神经网络的性能优于传统的神经网络模型。此外，当该方法预测故障实例时，在LSTM网络上应用滑动窗口比传统网络方法提供了更好的分类精度，可以实现更少的训练迭代和更高的精度。最后通过实际数据实验表明此方法具有实际可行性，为之后电机故障诊断提供了新的思路。
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