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摘要：声目标分类识别是声源识别领域的核心问题。然而，在应用深层神经网络进行声目标分类识别时，从少量样本中学习（样本复杂度较低）是一个具有挑战性的问题。针对此问题，提出了一种基于深度学习的小样本声目标识别方法，该方法将手工设计特征和对数梅尔声谱特征结合到一起，扩充了深度学习模型的可利用特征量，提高了声信号识别效率和精度。在实验验证中，该方法在测试集上实现了87.6％的识别精度；更进一步的，用较少量的训练样本对该方法和其它几种主流的深度学习模型的性能进行了比较验证，结果表明，该方法只需要更少量的数据即可实现同样的识别精度，在声源探测领域具有一定应用价值。
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Abstract：Acoustic target classification and recognition is the core problem in the field of sound source recognition. However, learning from a small number of samples (low sample complexity) is a challenging problem in the application of deep neural network to acoustic target classification and recognition. In order to solve this problem, a method of small sample acoustic target recognition based on deep learning is proposed. The method combines manual design features with logarithmic Mel spectrum features, which expands the available features of deep learning model and improves the efficiency and accuracy of acoustic signal recognition. In the experimental verification, the recognition accuracy of this method is 87.6% on the test set; furthermore, the performance of the method is compared with other mainstream deep learning models with a small number of training samples. The results show that the method can achieve the same recognition accuracy with only a small amount of data, which has certain application value in the field of sound source detection.
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0 引言
声目标分类是实现声源识别的主要方法[1]，指的是将声信号数据与目标标签相关联，从而实现声信号到声源类别的识别。
声音信号识别的经典方法有高斯混合模型(Gaussian Mixture Model, GMMs)[2]，支持向量机（support vector machines, SVM）[3]，隐马尔可夫模型（Hidden Markov Model, HMM）[4]等经典机器学习方法，由于采用手工设计特征并识别的方法，通常能取得非常准确的效果。但这些方法无法自动提取特征，在识别新信号时往往表现较差，仍然需要重新做算法开发，存在适用范围小、泛化能力差的问题。
深度学习近年来蓬勃发展，凭借其在计算机视觉[5]、自然语言[6]、生物信息学[7]等领域的独特优势，成为众多学者的研究热点[8, 9]，在文字[10]，图像[11]和声音[7]等数据的解析方面有很大的应用价值，能够学习样本数据的内在规律和表示层次，解决了很多复杂的模式识别难题。
将其应用于声目标分类识别也取得了很好的效果。或是使用卷积神经网络技术（Convolutional Neural Networks, CNN）直接从声谱图数据中识别特征[12]，或是通过无监督学习技术根据数据间特征的相似性进行分组（聚类算法）[13]，又或者将多种CNN网络融合后进行多时间分辨率分析和多级特征提取[14]，这些声目标分类方法不需要人工提取特征，且识别精度可观。然而，由于模型参数量巨大，容易过拟合，这使得在处理低复杂度样本时会很困难。然而，在具体的声源识别应用中，往往缺乏大规模的训练数据，无法满足模型高样本复杂度的要求。
基于上述问题，本文提出了一种基于深度学习的小样本声目标识别方法，基于残差网络（Residual Network, ResNet）设计了声目标分类模型（Handmade Design Features ResNet, MDF-ResNet）。模型采用了对数梅尔声谱图特征和手工设计特征分别对声音数据进行特征预提取，扩充模型可用特征量；通过ResNet网络结构对两种预提取特征进行深度提取和分类处理，提高特征利用率，最终实现声目标的准确分类。
1 小样本声目标识别方法
为完成小样本条件下的声信号准确分类，结合声信号处理中前端和后端的方法，从信号采集到信号识别做了一系列工作。首先，通过高灵敏度全指向性声传感器组成麦克风阵列，收集到不同声源发出的声信号，数据预处理之后，对声信号数据进行手工设计特征和Log-mel spectrogram提取，得到（人工特征数×帧数×通道数）形式的手工设计分类特征和（frequency，timesteps，channel）形式的Log-mel spectrogram特征。其次，基于ResNet网络构建适用于声信号数据的深度学习训练网络。以手工设计分类特征和声谱图为输入，声源类型为标签输出，建立声信号特征到声源类型的端到端深度学习模型MDF-ResNet。最后，对网络模型进行训练，通过实验测试模型性能。
2 声信号特征预提取方法
2.1 对数梅尔声谱图特征
声音数据是一种多通道的波形数据，转化为张量数据时体现为(timesteps，features)的二维时间序列信息, 如图1，但这只考虑到了声音的时域信息，未对其频域信息进行分析，因此需要对声音数据进行时频域分析，将数据转化为声谱图形式，得到包含声音时频域信息的声谱图，如图2，将其当做图像来处理，就可以在声谱图上训练深度卷积神经网络，利用卷积网络的特征提取能力对声信号进行特征提取。
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图1 声音波形图
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图2 对数梅尔声谱图
在声信号处理领域分析音频，往往从中提取一种称为梅尔倒谱系数(Mel Frequency Cepstrum Coefficient, MFCC)的特征参数作为预提取特征[4]，但在MFCC提取过程中会损失大量声音细节，深度学习兴起后，深度神经网络强大的特征提取能力使得我们只需要将信息更加丰富的对数梅尔声谱[15](如图2)信息直接送入神经网络进行训练，让神经网络提取更加鲁棒的特征。
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图3 对数梅尔声谱特征提取
从声信号数据中提取得到Log-mel声谱图的过程如图3所示。
1.2手工设计特征
手工设计特征基于特征工程方法[16]，即预先经过人工设计并从音频信号中提取的特征。手工设计特征偏重于对声音信号的整体认识如声高、音调以及沉默率，通过手工工设计特征从数据中得到有意义的数据特征，高质量的特征有助于提高模型整体的性能和准确性。特征在很大程度上与基本问题相关联，需要设计与场景、问题和领域相关的特征。
表1 Freesound 特征提取器提取到的特征
	特征名称
	维数
	特征名称
	维数

	Bark bands 能量
	52
	声调（Tonal）特征
	35

	ERB bands 能量
	45
	音高（Pitch）特征
	35

	Mel bands 能量
	64
	沉默（Silence）率
	35

	谱特征
	28
	MFCC
	42

	HPCP
	38
	GFCC
	26


用音频分析开源软件Essentia的特征提取器Freesound对声音数据抽取手工特征，Essentia提供了用于TensorFlow深度学习模型的接口，便于嵌入深度学习中使用。首先对音频文件作分帧处理，将10秒的声音信号分为500帧，每一帧信号40毫秒，相邻帧间有20毫秒重叠。
然后进行Freesound 特征提取：对于单通道内每一帧信号用Freesound 特征提取（参数设置为默认值）抽取400个特征如下表所示。每个声音样本可得到（手工特征数×帧数×通道数）形式的Freesound手工设计声源分类特征。
3 声目标分类模型MDF-ResNet
3.1 卷积神经网络
[bookmark: _Hlk51956564]卷积神经网络是一类包含卷积计算且具有深度结构的前馈神经网络，是深度学习的代表算法之一。卷积神经网络具有表征学习能力，能够按其阶层结构对输入信息进行平移不变分类。
卷积是一种线性运算。卷积网络是使用卷积运算代替矩阵乘法运算的神经网络。例如，它被定义为
[bookmark: MTToggleStart][bookmark: MTToggleEnd]
其中是输入矩阵的个数或者是张量的最后一个维度。表示第k个输入矩阵。表示卷积核的第k个子卷积核矩阵。对应位置的值是输出矩阵的元素对应于卷积内核W。对于卷积后的输出，通常用经过激活函数——整流线性单元Relu将输出张量中小于0的元素值整形为0值。通过卷积神经网络的不断堆叠，网络越来越深，不仅可以实现卷积网络强大的表征能力，而且随着网络深度增加，过拟合的问题也得到了改善。
3.2 ResNet分类网络
一般来说，通过不断堆叠网络层来加深、加宽神经网络，深度学习会有更强的表达能力，模型性能也会提高。但实验发现一味地增加网络层数并不能带来分类性能的进一步提高，而且参数量的不断增加会导致在小样本条件下，网络收敛变得更慢，分类准确率也变得更差。因此，本文采用了ResNet网络
         （1）
将求解到的问题转化为求解两者之间差值的问题，这样网络内的信号可以直接通过捷径连接到更深的层，这样在网络末端仍保留大量有效特征，数据内的特征信号得到充分挖掘和利用，能够在深度增加的情况下维持强劲的准确率增长，这使得ResNet分类网络成为了当前应用最为广泛的CNN特征提取网络。
3.3 预训练网络
想要将深度学习应用于小样本数据集，一种常用且非常高效的方法是使用预训练网络。预训练网络（pretrained network）是已在大型数据集上训练好的模型，如果这个原始数据集足够大且足够通用，那么预训练网络学到的特征空间层次结构可以有效地作为声学分析的通用模型，因此这些特征可用于各种不同的声信号分类问题，即使这些新问题涉及的类别和原始任务完全不同。
DCASE声音场景与事件检测分类挑战赛中，任务A声学场景分类的数据集是一个可供声学分析的大型数据集，ResNet网络在该任务上取得了很好的效果，我们采用在该分类任务上训练好的ResNet网络来处理我们采集到的声数据。
采用了网络微调fine-tuning的方法使用预训练网络，仅保留网络的卷积部分用来做特征提取，将预训练网络的分类器部分丢掉，增加需要训练的新分类器。某个卷积层特征提取的通用性（以及可复用性）取决于该层在模型中的深度，模型中越深的层能够提取到越抽象的概念。由于新数据集与模型训练的原始数据集有着较大差异，所以只使用模型前一部分层来做特征提取，而更深的层则与新加的特征分类器一起训练。
3.4 声目标分类模型
基于ResNet网络设计了MDF-ResNet模型，结构如图4所示。
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图4 神经网络模型示意图
MDF-ResNet模型包含36个卷积层，Log-mel能谱图特征与手工设计特征的两个分支上各有17个卷积层。这些卷积层的前后层分别是批量标准化层和采用了relu激活函数的激活层；其中，将批量标准化层scale和center参数设为False，起到了正则化的作用，防止模型过拟合，relu激活层对卷积层输出的结果进行非线性变化，修正网络中的线性输出。
两种特征分支结束后，通过Add层的add操作将两个分支的输出数据结合，结合后的特征经过一个分类器来对特征进行最后的分类。分类器由Conv2D层、批量标准化层、全局池化层和激活层组成，这里Conv2D层使用了1×1的卷积核大小，第二个Conv2D层的卷积核个数设置为声目标分类数量，再经过全局池化层展开成一维向量数据后，由采用了Softmax函数的激活层对每个通道的贡献进行加权，实现声目标的分类。
4 实验验证和结果分析
本实验所采用的硬件平台处理器为Intel (R) Core (TM) i7-7700@2.80GHz，显卡为NVIDIA Tesla V100，使用了并行计算架构CUDA对深度学习处理流程进行加速。
4.1 数据准备
为了验证所提出的模型，本文中建立了一个声学信号硬件采集系统[17]来采集多个声源信号。采集系统由16位分辨率16输入数字采集设备SPECTRUM DN2.592-16、16个驻极体电容话筒Micw i436组成的球形阵列和定向扬声器组成，采集参数由笔记本电脑控制程序进行调整。我们采用48khz采样率采集了8个不同声源的声信号数据，每个声源包含1000个样本，共8000个样本数据集。每个样本持续10秒。
4.2 数据预处理
利用librosa包中的log-mel方法对声音数据作特征预提取，并使用二阶差分对预提取特征进行处理增加声信号动态信息。最终，经过预处理后得到数据集为(8000，128，461，6)。使用2.2中方法对声音数据提取手工设计特征，得到数据大小为(8000，500，400，2)。对8000个样本对应的分类标签转换成one-hot编码的形式。数据集的训练集和测试集的划分比例为7：3。
4.3 实验验证
在训练中，批处理量为32，损失函数使用交叉熵损失函数categorical_crossentropy，优化器使用随机梯度下降优化器SGD，epoch次数设为500次，使用学习率重置方法，在3、8、18、38、128和256次迭代后将学习率重置为最大值0.1，然后按照余弦函数方式衰减到0.00001，这种方法可以提高分类的准确性。
为了对比验证MDF-ResNet模型的性能，使用了Densenet121，ResNet101和Inception v4这3种深度学习网络结构在log-mel声谱图上同样训练了500次迭代。
4.4 结果分析
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图5 训练损失值曲线图
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[bookmark: _Hlk46135379]图6 训练精准度曲线图
图5、6中所示是MDF-ResNet，Densenet121，ResNet101和Inception v4对应的训练准确性和损失。表2详细列出了每个模型的性能，表中显示了模型在测试集上的分类表现。可以看出，MDF-ResNet首先达到收敛，可以将其损失降低到非常低，且最终达到的识别精度是最高的。
表2 各模型的训练情况和测试精度
	模型
	训练损失
	训练精度
	测试精度(%) 

	MDF-ResNet
	0.14
	90.2
	87.6

	Densenet121
	0.25
	89.2
	82.6

	ResNet101
	0.40
	88.4
	74.4

	Inception v4
	0.61
	85.3
	78.2


最后，MDF-ResNet在测试集上的识别准确性为87.6％，如图8所示，横轴为网络预测结果，纵轴为真实标签，在各分类上的精度从81.82％到92.93％之间。这表明MDF-ResNet可以完成有效而准确的声信号分类和识别。
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图7 训练损失值曲线图
为了研究不同训练数据量下的模型性能，本文从8000个样本数据集中创建了1000、1500，...，4500、5000，...，7500和8000个训练样本的数据子集。在不同样本量上以同样的训练方式所训练的不同模型的精度图如图11所示。
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图8 不同数量训练样本上训练不同模型的对比实验
图8的结果表明，与其他几种模型相比，MDF-ResNet在每个数据子集中表现更好，并且在较小的样本数据子集中（例如1000、2000、3000、4000个样本）表现出更好的识别能力。手工设计特征的加入，使得该模型只需少量训练样本即可实现较高的识别精度。
5 结束语
本文针对声源目标分类中小样本训练时分类模型性能不佳的问题，提出了一种基于深度学习的小样本声目标识别方法——MDF-ResNet模型。该模型在log-mel声谱图特征提取之外，增加了手工设计特征作为模型的特征补充，提高了小样本数据的样本复杂性。该模型在搭建的声信号采集系统获取到的8种声源数据集上进行了实验验证，即使在少量训练样本上，MDF-ResNet仍然能够实现良好的识别精度。在处理声信号分类中样本复杂性低的问题时，MDF-ResNet在准确性上有显著的提高。在声源探测领域具有一定的工程应用价值。
该分类模型能够灵活胜任基于大型和小型数据库的训练任务。目前的模型结合了人工设计特征，可在样本复杂性低的情况下训练，降低了对样本量的要求。作为未来的工作，该算法还可推广到其它应用领域，如医学图像识别、人脸识别与人脸伪装、人脸匹配与视频、人脸速写与照片匹配等。
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