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基于犈犅犘犖犖模型的遥感图像变化检测研究

李正伟
（成都理工大学 工程技术学院，四川 乐山　６１４００７）

摘要：对不同时段获取的特定图像进行自动变化检测是遥感图像研究的主要问题；通过自适应中值滤波 （ＡＭＦ）去除遥感

图像中的噪声，结合Ｔａｍｕｒａ和Ｌａｗ掩模方法提取图像中的次级特征，并将研究区域划分为植被、水域和城区三类，利用增强型

反向传播神经网络 （ＥＢＰＮＮ）对特征提取结果进行分类并实现不同时期遥感图像的变化检测；与现有的ＦＦＮＮ和ＣＮＮ分类技术

相比，利用ＥＢＰＮＮ进行分类可以有效地检测出图像中的变化且具有更好的检测性能。

关键词：遥感图像；特征提取；变化检测；分类；预处理
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０　引言

遥感图像的变化检测可用于监测区域内不同时期的变

化，由于遥感图像具有非线性、区分性和不变性等特点，

因此，必须提取这些特征后再进行图像的分类和目标检

测［１］。在复杂的数据集中，可以通过数据挖掘技术提高分

类精度来实现变化检测。散斑噪声是遥感图像中普遍存在

的噪声，遥感图像还包括高斯噪声和脉冲噪声［２］。遥感图

像变化检测技术主要有：光谱混合分析法［３］、支持向量机

（ＳＶＭ）
［４］、分 类 与 回 归 树 模 型［５］ 和 人 工 神 经 网 络

（ＡＮＮ）
［６］。文献 ［７］提出了基于随机森林的变化检测方

法，有效降低了漏检率和虚检率。而遥感图像分类的最常

用空间特征包括小波纹理、灰度共生矩阵 （ＧＬＣＭ）、像素

形状记录和形态轮廓［８］。文献 ［９］提出了基于特征融合的

遥感图像分类，有效提高了不同场景分类精度。

为了有效实现遥感图像的分类和变化检测，本文利用

自适应中值滤波 （ＡＭＦ）对遥感图像中进行降噪预处理并

提取次级特征，从而加快了分类过程。将提取的特征结合

增强型反向传播神经网络 （ＥＢＰＮＮ）进行分类，并识别分

类后遥感图像的变化。

１　研究概况

１１　研究区域

本文采用国家遥感中心的资源１号线性成像自扫描仪

－４ （ＬＩＳＳ－４）图像，该图像取自２０１１年８月１２日和

２０１７年４月２８日期间河北省沧州市任丘市的遥感图像，任

丘市位于北纬３８．４２、东经１１６．０７，海拔为４０ｍ。重采样

技术采用三次卷积并对地形进行了校正，传感器的输出分

辨率为２４ｍ。

１２　研究方法

图１给出了所提出方法的流程。首先，在ＡＭＦ的帮助

下，对２０１１年１２月和２０１７年４月的输入图像进行降噪预

处理。然后对预处理后的图像进行特征提取，最后实现分

类及变化检测。

２　遥感图像预处理

为了降低遥感图像的噪声影响，本文使用自适应中值

滤波 （ＡＭＦ）
［１０］来平滑图像。ＡＭＦ能够有效处理高密度的

脉冲噪声，并且在处理非脉冲噪声的同时，还能保存更多

的图像细节。将犛狓，狔作为中心像素（狓，狔）的模板窗口，犣ｍｉｎ、

犣ｍａｘ和犣犿犲犱分别为窗口犛狓，狔中的最小灰度、最大灰度和中度
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图１　所提方法的流程

灰度，犣狓，狔为像素（狓，狔）中的灰度值，犛ｍａｘ为犛狓，狔的最大容许

范围。ＡＭＦ分两个阶段处理：

阶段１：犃１＝犣犿犲犱－犣ｍｉｎ，犃２＝犣ｍａｘ－犣犿犲犱，若犃１＞０且

犃２＞０，则继续阶段２；若犛狓，狔≤犛ｍａｘ，则重复阶段１；直至输出

犣狓，狔。

阶段２：犅１＝犣狓，狔－犣ｍｉｎ，犅２＝犣ｍａｘ－犣狓，狔，若犅１＞０且

犅２＞０，则输出犣狓，狔；否则，输出犣犿犲犱。

因此，如果犣犿犲犱 是否为脉冲噪声，则分析阶段１。如果

犣狓，狔 是否为脉冲噪声，则不采用阶段２。如果犣犿犲犱 和犣狓，狔 都

不是脉冲噪声，则输出为常量犣狓，狔。利用该输出代替中间值

以此避免丢失遥感图像中的其他信息。通过扩展ＡＭＦ的窗

口技术，可以降低脉冲噪声的谱密度。为了提高该技术的

应用，还需对窗口的形状和方向进行改进，从而降低脉冲

噪声的空间密度。在完成图像平滑处理后，对图像进行特

征提取。

３　特征提取

将特征提取与预处理图像结合使用，对２０１１年至２０１７

年期间的空间时空变化和几何变化建模。在机器学习中，

特征提取从最初的一组测量数据开始，刻意地构建特征值

以使其有用且无冗余。特征提取的关键是从新的数据中获

取最重要的信息，并在较小的维数间隙内表示这些信息。

对图像中的每个像素进行特征提取，提取出与其邻域相关

的Ｔａｍｕｒａ和Ｌａｗ掩模等特征。

３１　犜犪犿狌狉犪特征

Ｔａｍｕｒａ特征的提出是人在纹理中感知到特征成分的心

理物理研究，包括对比度、方向性和粗糙度［１１］。Ｔａｍｕｒａ特

征取决于人类的图像感知。传统的Ｔａｍｕｒａ特征可用于纹理

均匀的图像，并能处理较差的普通图像。

１）对比度：对比度特征有助于测量图像中像素灰度强

度的变化，以及其分布偏向黑色或白色的程度：

犆＝
σ
（β４）

狏
（１）

　　其中：σ为标准差，狏＝０．２５，β为峰度。

２）方向性：方向性特征考虑了边缘强度和方向角。根

据Ｐｒｅｗｉｔｔ边缘检测算子
［１２］使用逐像素导数计算：

犇犪＝ａｒｃｔａｎ
Δ狓

Δ狔
＋
π
２

（２）

　　其中：Δ狓和Δ狔分别为狓和狔方向上的像素差。

３）粗糙度：利用粗糙度特征可测量图像粒度，识别出

显著的灰度空间变化距离。对于固定窗口估计，具有较少

纹理成分的纹理比具有较大纹理成分的纹理更粗糙，该方

法用于评估纹理的粗糙度。在每个像素 （狓，狔）处，狆（狓，狔）

用于计算窗口大小分别为０，１，２，３，４，６周围像素的平

均值。在每个像素 （狓，狔）处，计算不同方向相反侧的不重

叠平均集，在每个尺度犢犻（狓，狔）上的绝对差值为：

犢犻，犮（狆）＝狘犅
１
犻－犅

２
犻狘

犢犻，犱（狆）＝狘犅
３
犻－犅

４
犻｛ 狘

（３）

狆（狓，狔）＝ ｛犢１，犮，犢１，犱，犢２，犮，犢２，犱，…｝ （４）

　　选择变化最大的尺度 ｍａｘ（犢犻），则最佳像素窗口大小

犛犫犲狊狋为２
犻。通过对整个图像的犛犫犲狊狋 进行平均来计算图像的

粗度。

３２　犔犪狑掩模特征

Ｌａｗ掩模特征提取利用图像的自然微观结构属性 （水

平、边缘、斑点和纹波）提取出次级特征并用于分类［１３］。

序列窗口 （ＳＷ）和随机窗口 （ＲＷ）产生Ｌａｗ掩模为３×３

的统计参数。根据条件２≤犆≤犕和２≤犇≤犖，选择ＳＷ／

ＲＷ的大小犆×犇，其中，犆和犇 为窗口大小，犘和犗为图像

大小。确定图像上随机窗口的起始位置：

犡（狀＋１）＝ （（狇·狓（狏））＋狊）％·犘 （５）

　　其中：狇和狊为窗口数量的决定因素。Ｌａｗ掩模建立了

测量固定估计窗口内变化量的纹理能量方法。利用９个５×

５卷积掩模的排列计算纹理能量，该纹理能量由９个矢量表

示图像的每个像素。

中心加权局部平均值由犔５矢量给出。利用犈５、犛５ 和犚５

矢量分别用于检测边缘、斑点和波纹。矢量对的外积得到

二维卷积掩模。

Ｌａｗ掩模程序的初始阶段是通过在图像周围移动一个

小窗口并从每个像素中减去局部平均值来消除影响。为了

得到特征提取的图像，将每个邻域的平均强度降至接近于

零的值。窗口的大小取决于图像的类别；特征场景使用１５

×１５的窗口。将二维掩模相乘得到１６个纹理能量图。将每

个纹理能量图替换为其平均图，并生成９个过滤图像。

４　基于变化检测的分类

对于特征提取的结果，在分类阶段之后进行变化检测，

并借助增强型反向传播神经网络 （ＥＢＰＮＮ）
［１４］进行检测。

分类阶段又分为两个阶段：训练阶段和测试阶段。在训练

阶段，根据每个节点的权重创建一个ＥＢＰＮＮ，然后根据提

取的特征对图像进行分类。根据图像的特征，将遥感图像

分为植被、城区和水域三类。测试阶段在ＥＢＰＮＮ中执行，
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以实现最优的权重选择。将提取的特征与测试阶段数据库

中积累的特征进行比较得到分类输出。分类后，将识别出

２０１１年１２月和２０１７年４月的遥感图像的变化。

反向传播神经网络 （ＢＰＮＮ）是用于训练多层神经网络

的直接学习策略。术语 “反向传播”表示在输出处处理的

错误反向复制，并从输出层开始到隐藏层，最后到输入层。

ＥＢＰＮＮ算法取决于输出神经元的线性和非线性误差之和，

以最少的迭代次数来提高收敛速度。ＥＢＰＮＮ算法分为前

馈、误差计算和更新权值。结合测试程序用于评估算法的

实现情况。ＥＢＰＮＮ算法步骤如下。

步骤１：初始化训练集参数狊，狑，狏，犕犪狓＿狏和犕犻狀＿狏

（大小、权重、变量、最大变量、最小变量）

步骤２：计算每个节点的隐藏层：

狏狉犫 ＝∑
狓（狉－１）

犪＝１

狑犵
狉
犫犪狆

狉－１
犪 （６）

狕（狏狉犫）＝
１

１＋犲
－狏

狉

犫

＝狋
狉
犫 （７）

　　步骤３：计算隐藏层之间的距离：

犔犻＝ （犕犪狓＿狏，犕犻狀＿狏）
２ （８）

　　步骤４：计算最大权重：

狑ｍａｘ＝
８．７２

犲
· ３

狊槡犽

（９）

犲＝ ∑
犻

犔槡 犻 （１０）

　　其中：狊犽为隐藏层神经元的数量。

步骤５：计算中心值：

犆（狊，１）＝ （犕犪狓＿狏，犕犻狀＿狏）／２ （１１）

　　步骤６：更新输出层权重：

狑犵犫犪（犻－１）＝狑犵犫犪（犻－１）＋狑犵犫犪 （１２）

　　步骤７：随机选择权重

步骤８：计算隐藏层阈值

步骤９：寻找输出层阈值：

犜犫０＝－０．５∑
犚

犪＝１

犜犫犪 （１３）

　　步骤１０：训练过程：创建前馈神经网络，误差计算，

更新新的权值；

步骤１１：测试阶段；

步骤１２：确定网络模型；

步骤１３：对图像 （植被、水域和城区）进行分类；

步骤１４：对分类结果进行分析。

５　实验分析

本文在 Ｍａｔｌａｂ软件中开发基于变换检测的特征提取。

该数据集取自资源１号图像。数据集收集了２０１１年和２０１７

年的Ｇｅｏｔｉｆｆ图像格式并执行变化检测技术。本文开发了适

用于变化检测的ＥＢＰＮＮ分类器以提高分类精度。此外，还

集成了ＡＭＦ来消除遥感图像中的噪声。从图像中提取次级

特征并进行分类，最后与现有的前向神经网络 （ＦＦＮＮ）和

卷积神经网络 （ＣＮＮ）进行了比较。

５１　变换检测

从数据库获取的图像作为自动变化检测技术的输入，

如图２和图３所示。

图２　任丘市２０１１年１２月的图像

图３　任丘市２０１７年４月的图像

通过ＡＭＦ进行预处理来降低噪声，得到的输出如图４

和图５所示。同时保留了两个部分得到的窗口形状和方向

变化细节，避免了由于窗口尺寸增大而导致的影响。

图４　任丘市２０１１年１２月的预处理图像

图５　任丘市２０１７年４月的预处理图像

经过预处理后进行灰度变化等特征提取，包括边缘强

　
投稿网址：ｗｗｗ．ｊｓｊｃｌｙｋｚ．ｃｏｍ



第３期 李正伟：基于ＥＢＰＮＮ


模型的遥感图像变化检测研究 ·１２７　　 ·

度和方向角、次级特征提取、局部物体形状和外观表征、

物体不确定度的测量、表面引入变化的测量，最终得到最

可靠的特征。利用ＥＢＰＮＮ方法进行分类。表１给出了Ｌａｗ

掩模特征提取的９个纹理图值，表２给出了Ｔａｍｕｒａ特征的

粗糙度、对比度和方向等特征。

表１　Ｌａｗ掩模的９种滤波图像特征

区域 犈５犈５ 犛５犛５ 犚５犚５

城区 ８４．６９ ４２．７９ ２０．４５

植被 ７４．７２ ２４．４７ ８．８８

水域 ４９．９３ １１．８１ ６．１２

区域 犈５犔５ 犛５犔５ 犚５犔５

城区 ８．０９ １０．８９ ６３．２２

植被 ３．４４ ８．８２ ４４．８１

水域 ２．４５ ８．１８ ２８．６６

区域 犛５犈５ 犚５犈５ 犚５犛５

城区 ５０．８６ １１．８０ ５．８４

植被 ２４．７９ ６．２８ ３．５６

水域 １７．０５ ４．９６ ３．０４

表２　Ｔａｍｕｒａ特征图像

区域 粗糙度 对比度 方向性

城区 ３３．３７ ２２．８２ ０．２６

植被 ３４．９６ １６．５４ ０．３２

水域 ３６．４４ ２６．９２ ０．０１

图６和图７给出了任丘市２０１１年１２月和２０１７年４月

图像中的植被区域变化。

图６　２０１１年１２月图像种植被区域变化检测

图７　２０１７年４月图像中植被区域变化检测

图８和图９给出了任丘市２０１１年１２月和２０１７年４月

图像中的城区区域变化。从２０１７年４月的图像中可以清楚

地看到，与２０１１年１２月相比，任丘市城区化影响比２０１７

年４月有所增加。

图８　２０１１年１２月图像中城区区域变化检测

图９　２０１７年４月图像中城区区域变化检测

任丘市２０１１年和２０１７年的水域变化比较如图１０和图

１１所示。与２０１１年相比，２０１７年水域面积明显减少。炎热

的夏季使各种水域恶化，给城区带来了负面影响。２０１１年

１２月，水域清晰可见，在２０１７年４月的图像中，水域恶

化，基本无法观测。夏季的影响和降雨量的减少对任丘市

的水源产生了负面影响。

图１０　２０１１年１２月图像中水域区域变化检测

图１２和图１３给出了２０１１年１２月和２０１７年４月任丘

市的变化检测图。从图１２和图１３可以分析２０１１年和２０１７

年植被的变化。由此产生的图像显示了２０１１年和２０１７年城

市化的变化。从图１３可以清楚地看出，与２０１１年相比，

２０１７年城区面积有所增加。

表３给出了植被、水域和城区区域等各种变化。在

２０１１年，城区面积为１４８８７７像素，２０１７年增加到２１６２５３

像素。因此，城市化对城区环境的变化产生了巨大的影响。

在２０１１年，水域面积为５７９６５像素，２０１７年大幅减少到
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图１１　２０１７年４月图像中水域区域变化检测

图１２　２０１１年１２月图像城市变化检测

图１３　２０１７年４月图像城市变化检测

２１８３４像素。城市炎热的气候对水域产生了负面影响。在

２０１１年，植被面积为７４３８９４像素，２０１７年减少到７１２６４９

像素。

表３　在不同区域检测到的变化

区域 ２０１１年像素 ２０１７年像素
变化区域

像素

变化区域面积

（ｋｍ２）

城区 １４８８７７ ２１６２５３ ６７３７６ ２．２６

植被 ７４３８９４ ７１２６４９ －３１２４５ －１．０５

水域 ５７９６５ ２１８３４ －３６１３１ －１．２２

５２　性能分析

本文 选 取 ＴＰ、ＴＮ、ＦＰ、ＦＮ、ＦＰＲ、ＦＤＲ、ＰＰＶ、

ＮＰＶ、灵敏度、特异性、Ｋａｐｐａ、虚检率、漏检率和准确度

作为评价指标。假阴性 （ＦＮ）可以表征为变化的像素，即

未被检测到，而假阳性 （ＦＰ）则由于未正确检测到未更改

的像素而被计算。真阴性 （ＴＮ）表示真负数，即像素数准

确表示为未改变，而真阳性 （ＴＰ）表示真正值，即有效地

分组为失真的像素数。通过以下公式评估指标：

１）正预测值

犘犘犞 ＝
犜犘

犜犖＋犉犖
（１４）

　　２）负预测值

犖犘犞 ＝
犜犖

犜犖＋犉犖
（１５）

　　３）灵敏度

犛犈 ＝
犜犘

犜犘＋犉犖
（１６）

　　４）特异性

犛犘 ＝
犜犖

犜犘＋犉犖
（１７）

　　５）准确度

犃犆＝
犜犘＋犜犖

犜犘＋犜犖＋犉犘＋犉犖
（１８）

　　６）假阳性率

犉犘犚 ＝
犉犘

犉犘＋犜犖
（１９）

　　实际的像素数量归为未更改和更改过的类，其特征为

犕狌和犕犮。则犓犪狆狆犪为：

犓犪狆狆犪＝
犘犆犆－犘犚犈
１－犘犚犈

（２０）

　　其中：犘犆犆为正确分类的百分比。且：

犘犚犈 ＝
（犜犘＋犉犘）犕犮＋（犉犖＋犜犖）犕狌
（犜犘＋犉犘＋犉犖＋犜犖）

２
（２１）

　　虚检率为：

犆犈 ＝
犉犘

犉犘＋犜犘
（２２）

　　漏检率为：

犗犈 ＝
犉犖

犉犖＋犜犘
（２３）

　　将文献 ［１５］提出的ＦＦＮＮ和文献 ［１６］提出的ＣＮＮ

与本文所提出的ＥＢＰＮＮ进行比较，如表４所示。

表４　不同方法的性能比较

指标 ＦＦＮＮ模型［１５］ ＣＮＮ模型［１６］ ＥＢＰＮＮ模型

ＴＰ ７９１８１３ ８０９５２６ ８２９８９４

ＦＰ ３５１２８ ２２５６８ １９８５４

ＴＮ ９３４８５ ８９１２５ ８９６５１

ＦＮ ３０３１０ ２９５１７ １１３３７

ＦＰＲ ０．２７３１ ０．２０２１ ０．１８１３

ＰＰＶ ０．９６３１ ０．９７２９ ０．９７６６

ＮＰＶ ０．７５５２ ０．７５１２ ０．８８７７

ＳＥ ０．９６３１ ０．９６４８ ０．９８６５

ＳＰ ０．８１６９ ０．７９７９ ０．８１８７

ＡＣ ０．９３１２ ０．９４５２ ０．９６７２

Ｋａｐｐａ ０．７０１３ ０．７４２７ ０．８４０３

ＣＥ ０．０４２５ ０．０２７１ ０．０２３４

ＯＥ ０．０３６９ ０．０３５２ ０．０１３５

图１４给出了不同变化检测方法之间的准确度、ＫＡＰ

ＰＡ和灵敏度的定量比较。
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