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基于犇犖犖与规则学习的机器翻译算法研究
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摘要：通过以目标信息为指导的卷积体系总结相关源信息，提出了一种系统的处理语言方法；利用在解码过程中使用不同的

引导信号，经过特殊设计的卷积＋门控体系结构可以查明与预测目标单词相关的源句子部分，并将其与整个源句子的上下文融合

在一起形成统一表示形式；研究结果表明，模型将表示形式与目标语言单词一起馈入深度神经网络 （ＤＮＮ），形成更强大的神经

网络联合模型 （ＮＮＪＭ）；通过两个ＮＩＳＴ汉英翻译任务的实验验证，在相同设置下，ｔａｇＣＮＮ和ｉｎＣＮＮ在Ｄｅｐ２Ｓｔｒ基线上的改善

幅度分别为＋１．２８，＋１．７５ＢＬＥＵ，所提出的模型分别优于ＮＩＳＴＭＴ０４和 ＭＴ０５的平均值＋０．３６，＋０．８３ＢＬＥＵ，比传统ＤＮＮ

机器翻译平均提高了＋１．０８ＢＬＥＵ点；模型为统计机器翻译研究提供了新思路。

关键词：深度神经网络；机器翻译；神经网络联合模型；卷积
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０　引言

随着翻译需求的增加，信息技术与语言学理论以及人

工智能研究中自然语言理解模型的蓬勃发展，使得机器翻

译逐渐受到了各领域专业技术人员瞩目［１３］。Ｌｉｕ等
［１］报道

并系统地探索使用针对统计机器翻译 （ＳＭＴ）的深度 （多

层）神经网络 （ＤＮＮ）学习新功能的可能性。为了解决深

度信念网络中特征学习的输入原始特征太简单，每个短语

对的４个短语特征有限的问题，作者将一些简单但有效的

短语特征作为新的ＤＮＮ特征学习的输入特征进行了调整和

扩展，并且这些特征已显示出ＳＭＴ的显著改进，例如短语

对相似性等。此外，在传统ＳＭＴ和神经机器翻译 （ＮＭＴ）

中，学习源语言的连续空间表示法已经引起了广泛的关注。

目前已经提出了各种模型，主要是基于神经网络的模型来

表示源句子，主要用作编码器－解码器框架中的编码器部

分。在解码过程中仅对源句子的 “相关”部分进行编码，

Ｄｅｖｌｉｎ等
［４］提出的神经网络联合模型 （ＮＮＪＭ），该模型扩

展了狀元语法目标语言模型，通过额外增加源句的固定长

度窗口，实现统计机器翻译的最新性能。实验结果表明，

与比较模型算法相比，基于深度神经网络与规则学习的统

计机器翻译模型具有更好的效果，更快的收敛速度和更高

的可靠性。深度神经网络作为一种新的机器学习方法，可

以自动学习抽象特征表示并在输入和输出信号之间建立复

杂的映射关［５６］。

本文提出了一种新的卷积架构，以动态编码源语言中

的相关信息。该模型涵盖了整个源句子，可以在目标语言

的信息指导下有效地找到并适当地总结相关部分。利用解

码过程中的引导信号，经过特殊设计的卷积体系结构可以
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查明与预测目标单词相关的源语句部分，并将其与整个源

语句的上下文融合在一起以形成统一的表示形式。将之与

目标词一起馈入深度神经网络 （ＤＮＮ）。联合模型的两个变

体ｔａｇＣＮＮ和ｉｎＣＮＮ，并在解码过程中使用了不同的指导

信号。联合模型集成到最新的依存关系的字符串翻译系统

中用以评估其有效性，为统计机器翻译研究提供了新的切

入点。

１　方法论

１１　联合语言模型

ＣＮＮ编码器的联合模型在图１中进行了说明，其中包

括ＣＮＮ编码器，即ｔａｇＣＮＮ或ｉｎＣＮＮ，以表示源语句中的

信息，以及基于ＮＮ的模型ＣＮＮ编码器的表示和目标句子

中的历史单词作为输入来预测下一个单词。

在联合语言模型中，犲狀表示目标词的概率，给定前犽个

目标词 ｛犲狀－犽，…，犲狀－１｝和ＣＮＮ编码器对源句子Ｓ的表示为：

ｔａｇＣＮＮ：狆（犲狀狘φ１（犛，｛犪（犲狀）｝），｛犲｝
狀－１
狀－犽）

ｉｎＣＮＮ：狆（犲狀狘φ２（犛，｛犺（犲狀）
狀－１
狀－犽｝），｛犲｝

狀－１
狀－犽）

这里φ１（犛，｛犪（犲狀）｝）表示ｔａｇＣＮＮ给定的表示形式，其

中源词的索引犪（犲狀）与目标词犲狀 对齐，而φ２（犛，｛犺（犲狀）
狀－１
狀－犽｝）

表示来自ｉｎＣＮＮ的信号犺（犲狀）
狀－１
狀－犽。

图１　基于ＣＮＮ编码器的联合ＬＭ的示意图

例如图１的示例中，翻译的中文句子如下。

中文：智利 举行 国会 与 总统 选举；

Ｐｉｎｙｉｎ：ＺｈｉＬｉＪｕＸｉｎｇＧｕｏＨｕｉＹｕＺｏｎｇＴｏｎｇＸｕａｎＪｕ。

转换成英语，在评估目标语言顺序 “ｈｏｌｄｓｐａｒｌｉａｍｅｎｔ

ａｎｄｐｒｅｓｉｄｅｎｔｉａｌ”时，以 “ｈｏｌｄｓｐａｒｌｉａｍｅｎｔａｎｄ”作为进行

词 （假设为４－ｇｒａｍＬＭ），而 “ｐｒｅｓｉｄｅｎｔｉａｌ”的从属源词１

为 “ｚｏｎｇｔｏｎｇ” （由单词对齐方式确定），ｔａｇＣＮＮ 产生

φ１（犛，｛４｝）（“Ｚｏｎｇｏｎｇｏｎｇ”的索引为４），而ｉｎＣＮＮ产生φ２

（犛，｛犺 （ｈｏｌｄｓ　ｐａｒｌｉａｍｅｎｔ　ａｎｄ）｝）。之后，ＤＮＮ组件将

“ｈｏｌｄｓｐａｒｌｉａｍｅｎｔａｎｄ”和φ１ 或者φ２ 作为输入，以给出下

一个单词的条件概率，例如狆 （“ｐｒｅｓｉｄｅｎｔｉａｌ”｜φ１｜２，

｛ｈｏｌｄｓ，ｐａｒｌｉｍｅｎｔ，ａｎｄ｝）。

１２　卷积模型

１．２．１　通用ＣＮＮ编码器

从卷积编码器的通用架构开始［７８］，然后继续将ｔａｇＣ

ＮＮ和ｉｎＣＮＮ作为两个扩展。

通用ＣＮＮ编码器的基本架构如图２所示，其固定架构

由如下６层组成。

第０层：输入层，采用嵌入矢量形式的单词。工作中

将句子的最大长度设置为４０个单词。对于短于此的句子，

常在句子开头放置零填充。

第１层：第０层之后的卷积层，窗口大小为３。引导信

号被注入到该层中作为 “引导版本”。

第２层：第１层之后的本地门控层，仅对大小为２的非

相邻窗口中的特征图进行加权求和。

第３层：在第２层之后的卷积层，开始执行另一个卷

积，窗口大小为３。

第４层：在第３层上对功能图执行全局选通。

第５层：完全连接的权重，将第４层的输出映射到该层

作为最终表示。

如图２所示，第１层中的卷积在单词的滑动窗口 （宽度

犽１）上运行，并且窗口的类似定义会延续到更高的层。形式

上，对于源句子输入狓＝ ｛狓１，…，狓犖｝第犔层上的犳型特征

映射的卷积单位为式 （１）：

狕
（犾，犳）
犻 （狓）＝σ （狑

（犾，犳）^狕犾－１犻 ＋犫
（犾，犳）），

犾＝１，３，犳＝１，２，…，犉犾 （１）

式中，狕
（犾，犳）
犻 （狓）给出第犔层中位置犻的类型为犳 的特征图的

输出；狑
（犾，犳）是犔层上犳的参数；σ（．）是Ｓｉｇｍｏｉｄ激活函数；

狕^
（犾－１）
犻 表示位置犻处卷积的第１层的分段，而狕^０犻 ＝ ［狓

犜
犻，狓

犜
犻＋１，

狓犜犻＋２］
犜；连接来自句子输入狓的３个单词的向量。

图２　ＣＮＮ编码器示意图

１．２．２　门控

相关文献中ＣＮＮ采用简单的卷积池策略
［９］，其中 “融

合”决策是基于要素图的值。在本质上而言，是一种软模

板匹配，适用于诸如分类的任务，但对于保持卷积的合成

功能作用不显著，然而，上述功能对于句子建模至关重要。

本文使用单独的门控单元从卷积中释放得分函数的占空比，

并使其更加注重于句子的合成。

采用两种类型的门控：（１）对于第２层，在第１层卷积

的特征图上采用不重叠窗口的局部门控，以表示段；（２）对

于第４层卷积，采用全局选通融合所有片段以实现全局表

示。并发现，这种选通策略可以显著改善ｔａｇＣＮＮ和ｉｎＣＮＮ

的池化性能。

１）本地门控：在第１层上，对于每个门控窗口，首先

在第０层上找到其原始输入 （卷积之前），然后将它们合并
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为门控网络的输入。例如，对于两个窗口：第０层上的单词

（３，４，５）和单词 （４，５，６），使用由嵌入单词 （３，４，５，

６）组成的串联矢量作为输入本地门控网络的输入以确定两

个窗口 （在第１层上）的卷积结果的权重，而加权和是第２

层的输出。

２）全局门控：在第３层上，对于每个位 置犻上的特征

图（表示为狕３犻），全局门控网络分配归一化权重，由式 （２）

表示：

狑（狕３犻）＝犲
狑
犜

犵
狕
３

犻／∑
犼

犲狑
犜

犵
狕
３

犼 （２）

　　第４层的门控表示由加权和给出∑
犻

狑（狕３犻）狕
３
犻。

１．２．３　ＣＮＮ编码器训练

ＣＮＮ编码器训练过程与神经网络语言模型的训练过程相

同，除了使用并行语料库而不是单语语料库外，力求最大程

度地提高训练样本的对数似然性，并为平行语料库中的每个

目标单词提供一个样本［１０］。优化是通过常规的反向传播来实

现的，该实现是使用小批量的随机梯度下降实现的。

１．２．４　ｉｎＣＮＮ

与ｔａｇＣＮＮ直接将关联词的位置告知ＣＮＮ编码器不

同，ｉｎＣＮＮ将有关目标端中进行词的信息发送给卷积编码

器，以帮助检索与预测下一个词相关的信息。这本质上是

模型的一种特殊情况，来自后续单词的信息被表示为

犺（犲狀）
狀－１
狀－犽，并被注入源语言句子中的每个卷积窗口。

通过使用ＤＮＮ转换单词 ｛犲狀－犽，…，犲狀－１｝从单词嵌入连接

的向量；包含犺（犲狀）
狀－１
狀－犽，通过卷积和门控层，ｉｎＣＮＮ能够做到

以下几点：（１）检索源句子的相关片段；（２）组成并将检索

的片段转换为ＤＮＮ在预测目标语言中的单词时可识别的表

示形式。与ｔａｇＣＮＮ不同的是，ｉｎＣＮＮ使用来自行进单词的

信息，因此在ｔａｇＣＮＮ的增强联合语言模型中提供了补充信

息。使用基于ｔａｇＣＮＮ的功能和基于ｉｎＣＮＮ的功能进行解码

时，已通过经验进行了验证，因此有较大的改进。

２　联合模型解码

本文的联合模型纯粹是词汇化的，因此可以作为功能

集成到任何ＳＭＴ解码器中
［１１１２］。对于分层ＳＭＴ解码器，

采用了Ｄｅｖｌｉｎ等人提出的集成方法。正如从用于执行分层

解码的ｎ－ｇｒａｍ语言模型继承的那样，应将每个组成部分

中最左边和最右边的狀－１个单词存储在状态空间中。通过

扩展状态空间，以包括这些边词中每个词的关联源词的索

引。对于对齐的目标词，将其对齐的源词作为其关联的源

词。对于未对齐的单词，同样使用Ｄｅｖｌｉｎ等人采用的从属

关系启发式方法。在本文中，将联合模型集成到最新的依

赖项到字符串机器翻译解码器中，作为案例研究来测试提

出的方法的有效性。本节简要描述依赖项到字符串的转换

模型与 ＭＴ系统。

本文使用一般的对数线性框架。令犱为将源依赖关系

树转换为目标字符串犲的推导。犱的概率定义为式 （２）：

犘（犱）∝ 
犻
φ犻（犱）

λ犻 （２）

　　其中：φ犻是在导数上定义的特征，λ犻是相应的权重。其

中解码器包含以下功能。

１）基准功能：

ＨＤＲ规则的翻译概率犘（狋狘狊）和犘（狊狘狋）；ＨＤＲ规则的

词法翻译概率犘犔犈犡（狋狘狊）和犘犔犈犡（狊狘狋）；伪翻译规则惩罚ｅｘｐ

（－１）；目标词惩罚ｅｘｐ（｜犲｜）；狀元语法模型犘犔犕（犲）。

２）提出功能：

ｎ－ｇｒａｍｔａｇＣＮＮ联合语言模型犘犔犈犡（犲）；ＣＮＮ联合语

言模型犘犔犈犡（犲）中的ｎ－ｇｒａｍ。

３　实际应用

３１　数据获取与预处理

１）数据获取：本文的培训数据是从ＬＤＣ数据中提取

的［１３］。仅保留源对部分长度不超过４０个单词的句子对，

该句子对覆盖了９０％以上的句子。双语训练数据由２２１ｋ

句子对组成，其中包含５００万个中文单词和６８０万个英文

单词。经过长度限制过滤后，开发集为 ＮＩＳＴＭＴ０３ （７９５

个句子），测试集为 ＭＴ０４ （１４９９个句子）和 ＭＴ０５ （９１７

个句子）。

２）预处理：使用ＧＩＺＡ ＋＋在语料库上使用 “增长－

确定－最终和”平衡策略
［１４］，在两个方向上获得单词对齐。

并采用ＳＲＩ语言建模工具包在英语Ｇｉｇａｗｏｒｄ语料库 （３．０６

亿个单词）的新华语部分上训练了经过改进的Ｋｎｅｓｅｒ－Ｎｅｙ

平滑处理的４－ｇｒａｍ语言模型。随后使用ＳｔａｎｆｏｒｄＰａｒｓｅｒ

将中文句子解析为映射依赖树。

３）ＮＮ的优化：在训练神经网络时，将源词汇和目标

词汇限制为中文和英文最常见的２０ｋ单词，分别覆盖两个

语料库的９７％和９９％的单词。所有词汇和单词都映射到特

殊令牌ＵＮＫ上。并使用随机梯度下降训练联合模型，将最

小批量的大小设置为５００。所有联合模型均使用３字目标

（即４－ｇｒａｍＬＭ）。ｉｎＣＮＮ的词嵌入维数和信号犺（犲狀）
狀－１
狀－犽 为

１００。对于卷积层 （第１层和第３层），应用了１００个滤波

器。ＣＮＮ编码器的最终表示形式是尺寸为１００的向量。联

合模型的最终ＤＮＮ层是标准的多层感知器，并且顶层具有

ｓｏｆｔｍａｘ。

４）指标：本文使用不区分大小写的４－ｇｒａｍ ＮＩＳＴ

ＢＬＥＵ３作为评估指标，在提出的模型和两个基准之间进行

带有标志检验的统计学显著性检验。

３２　设置模型比较

将ｔａｇＣＮＮ和ｉｎＣＮＮ联合语言模型用作依赖项到字符

串基线系统 （Ｄｅｐ２Ｓｔｒ）的附加解码功能，并将它们与具有

１１个源上下文词的神经网络联合模型进行比较。除了全局

设置外，还使用具有默认配置的开源工具包。由于本文提

出的ｔａｇＣＮＮ和ｉｎＣＮＮ 模型是从源到目标和从左到右的

（在目标侧），因此，仅采用源到目标和从左到右的 ＮＮＪＭ

类型进行比较。以下将这种类型的ＮＮＪＭ 称为ＢＢＮ－ＪＭ。

尽管Ｄｅｖｌｉｎ等人中的ＢＢＮ－ＪＭ 最初是在基于分层短语的

ＳＭＴ和字符串到依赖关系ＳＭＴ中进行测试的，但它可以

很容易地集成到Ｄｅｐ２Ｓｔｒ中。
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３３　实验结果与分析

表１给出了不同模型的主要结果。在进行更详细的比

较之前，可获得以下信息：

１）基线Ｄｅｐ２Ｓｔｒ系统的ＢＬＥＵ比基于开源短语的系统

Ｍｏｓｅｓ高０．５＋。

２）与Ｄｅｐ２Ｓｔｒ相比，ＢＢＮ－ＪＭ的得分约为＋０．９２ＢＬＥＵ。

表１　不同模型运行结果比对

系统 ＭＴ０４／ＢＬＥＵ ＭＴ０５／ＢＬＥＵ Ａｖｅｒａｇｅ／ＢＬＥＵ

Ｍｏｓｅｓ ３４．３５ ３２．４３ ３３．５３

Ｄｅｐ２Ｓｔｒ ３４．７８ ３２．５６ ３３．５４

＋ＢＢＮ－ＪＭ ３６．５４ ３３．６４ ３３．２２

＋ＣＮＮ ３３．５４ ３４．５４ ３４．５４

＋ｔａｇＣＮＮ ３３．７７ ３６．５４ ３５．５４

＋ｉｎＣＮＮ ３６．５４ ３４．５６ ３５．５６

＋ｔａｇＣＮＮ＋ｉｎＣＮＮ ３５．５４ ３４．５６ ３５．７６

从表１可以明显看出，在相同设置下，ｔａｇＣＮＮ和ｉｎＣ

ＮＮ在Ｄｅｐ２Ｓｔｒ基线上的改善幅度为＋１．２８和＋１．７５ＢＬＥＵ，

在相同设置下，其ＢＢＮ－ＪＭ分别优于ＮＩＳＴＭＴ０４和 ＭＴ０５

的平均值＋０．３６和＋０．８３ＢＬＥＵ。这些表明ｔａｇＣＮＮ和ｉｎＣ

ＮＮ可以在解码中分别提供区分性信息。值得注意的是，ｉｎ

ＣＮＮ似乎比单词对齐 （ＧＩＺＡ＋＋）建议的附属单词更具信

息性。因此，推测这是由于以下两个事实才成立的：

１）ｉｎＣＮＮ避免了在已经学习的单词对齐方式中错误和

伪影响的传播；

２）ｉｎＣＮＮ中的指导信号提供补充信息以评估翻译。

此外，当将ｔａｇＣＮＮ和ｉｎＣＮＮ都用于解码时，可以进

一步在ＢＢＮ－ＪＭ上的获胜余量提高到＋１．０８ＢＬＥＵ点。

通用ＣＮＮ还能在ＢＬＥＵ上获得类似于ＢＢＮ－ＪＭ 的增

益，因为，通用ＣＮＮ编码整个句子，并且表示形式通常应

远离联合语言模型的最佳表示形式。因此，可能是由于

ＣＮＮ对该句子产生了相当有益的总结，这弥补了其在分辨

率和源词相关部分上的某些损失。换言之，ｔａｇＣＮＮ和ｉｎＣ

ＮＮ中的引导信号对于基于ＣＮＮ的编码器的功能至关重要，

这可以从通用ＣＮＮ，ｔａｇＣＮＮ和ｉｎＣＮＮ获得的ＢＬＥＵ得分

之间的差异中看出。对于有了来自已经习得的单词对齐的

信号，ｔａｇＣＮＮ可以比其通用对应词获得＋０．２５ＢＬＥＵ，而

对于ｉｎＣＮＮ，来自目标单词的引导信号，其增益更显著为

＋０．７２ＢＬＥＵ。

ｔａｇＣＮＮ可以进一步受益于在输入中用源语言编码的依

赖关系结构。依赖项首词可用于进一步完善ｔａｇＣＮＮ模型。

在ｔａｇＣＮＮ中，在输入层中的单词嵌入后附加一个标记位

（０或１）作为它们是否隶属源词的标记。为了合并依赖头

信息，本文扩展了标记规则，为原始ｔａｇＣＮＮ的词嵌入添加

了另一个标记位 （０或１），以指示它是否是附属词的依赖

头的一部分。例如，如果狓犻是相关源词的嵌入，而狓犼是词

狓犻的依赖头，则ｔａｇＣＮＮ的扩展输入将包含，式 （３）：

狓犻
（犃犉犉，犖犗犖－犎犈犃犇）

＝ ［狓犻
犜，１，０］犜

狓犼
（犖犗犖－犃犉犉，犎犈犃犇）

＝ ［狓犼
犜，０，１］犜

（３）

　　若从属源词是句子的词根，则由于词根没有依赖项头，

因此本文仅将０作为第二个标记位附加。从表２中可以看

出，借助依赖项头信息能够在两个测试集上将ｔａｇＣＮＮ平

均提高＋０．２３ＢＬＥＵ点。

表２　ｔａｇＣＮＮ模型的ＢＬＥＵ－４分数（％）

系统 ＭＴ０４ ＭＴ０５ 平均

Ｄｅｐ２Ｓｔｒ ３４．７８ ３２．５６ ３３．５４

＋ｔａｇＣＮＮ ３３．７７ ３６．５４ ３５．５４

＋ｔａｇＣＮＮ＿ｄｅｐ ３６．５４ ３３．５６ ３５．７９

以ｉｎＣＮＮ模型的比较为例，研究了门控策略可在多大

程度上改善最大池化的翻译性能。对于使用最大池的ｉｎＣ

ＮＮ实施，本文用大小为２ （简称２池）的最大池替换本地

门 （第２层），用犽个最大池 （“第４层”）替换全局门 （“第

４层”），其中犽为 ｛２；４；８｝，然后将犽池输出的平均值用

作第５层的最终输入。这样可以确保第５层的输入维与具有

门控的架构相同。从表３可以看出，门控策略可以比最大

合并提高０．３４，０．７１ＢＬＥＵ点的翻译性能。此外还发现８

池收益率性能要优于２池。所以推测这是因为翻译中有用

的相关部分主要集中在源句子的几个单词上，可以通过较

大的库大小更好地提取这些单词。

表３　使用门控策略和犽个最大池实施的ｉｎＣＮＮ

模型的ＢＬＥＵ－４分数（％）

系统 ＭＴ０４ ＭＴ０５ 平均

Ｄｅｐ２Ｓｔｒ ３４．７８ ３２．５６ ３３．５４

＋ｉｎＣＮＮ ３３．５４ ３４．５４ ３４．５４

＋ｉｎＣＮＮ－２－ｐｏｏｌｉｎｇ ３３．７７ ３４．５４ ３２．５４

＋ｉｎＣＮＮ－４－ｐｏｏｌｉｎｇ ３６．５４ ３１．５６ ３４．５６

＋ｉｎＣＮＮ－８－ｐｏｏｌｉｎｇ ３５．５４ ３８．５６ ３５．７６

４　结束语

本文提出了卷积架构，以获取整个源句的引导表示，

该卷积架构可用于增强ｎ－ｇｒａｍ目标语言模型。利用来自

目标端的不同指导信号，并设计了ｔａｇＣＮＮ和ｉｎＣＮＮ，两

者都通过增强字符串对依赖关系的ＳＭＴ进行了测试，其

ＳＭＴ比基线高＋２．０ＢＬＥＵ 点。所提出的模型分别优于

ＮＩＳＴＭＴ０４和 ＭＴ０５的平均值＋０．３６，＋０．８３ＢＬＥＵ，比

传统ＤＮＮ机器翻译平均提高了＋１．０８ＢＬＥＵ点。该模型为

统计机器翻译方法研究提供了借鉴。
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［２］ＸｉｏｎｇＤｅｙｉ，ＺｈａｎｇＭｉｎ，ＬｉＨａｉｚｈｏｕ．Ｅｎｈａｎｃｉｎｇｌａｎｇｕａｇｅｍｏｄ

ｅｌｓｉｎｓｔａｔｉｓｔｉｃａｌｍａｃｈｉｎｅｔｒａｎｓｌａｔｉｏｎｗｉｔｈｂａｃｋｗａｒｄｎ－ｇｒａｍｓ

ａｎｄ ｍｕｔｕａｌｉｎｆｏｒｍａｔｉｏｎｔｒｉｇｇｅｒｓ ［Ｊ］．ＰｒｏｃｅｅｄｉｎｇｓｏｆＡＣＬ，

２０１１：１２８８ １２９７．
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