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基于 犕犪狊犽犚犆犖犖的滤袋开口检测方法

王宪保，朱啸咏，姚明海
（浙江工业大学 信息工程学院，杭州　３１００２３）

摘要：滤袋开口的检测与定位在滤袋智能生产过程中占据着至关重要的地位；但由于滤袋具有柔性的特点，常规检测方法很

难有效进行，且定位精度也不能满足生产要求；针对此问题，提出一种结合可变形卷积与掩码信息的多尺度目标检测器，该检测

器使用可变形卷积改进主干网络高层中的固定卷积，结合特征金字塔技术实现多尺度信息融合；然后将所得多尺度信息通过区域

提议网络生成候选区域，采用改进的Ｓｏｆｔ－ＮＭＳ方法进行筛选，最终送入检测头进行识别与分割；通过滤袋图像数据集进行实

验；结果表明，提出的算法相较于基准算法有了２．４个百分点的检测精度提升，实现了滤袋开口的准确识别与高精度定位。

关键词：目标检测；可变形卷积；ＭａｓｋＲＣＮＮ；改进Ｓｏｆｔ－ＮＭＳ

犇犲狋犲犮狋犻狅狀犕犲狋犺狅犱狅犳犉犻犾狋犲狉犅犪犵犗狆犲狀犻狀犵犅犪狊犲犱狅狀犕犪狊犽犚犆犖犖

ＷａｎｇＸｉａｎｂａｏ，ＺｈｕＸｉａｏｙｏｎｇ，ＹａｏＭｉｎｇｈａｉ
（ＤｅｐａｒｔｍｅｎｔｏｆＩｎｆｏｒｍａｔｉｏｎ，ＺｈｅｊｉａｎｇＵｎｉｖｅｒｓｉｔｙｏｆＴｅｃｈｎｏｌｏｇｙ，Ｈａｎｇｚｈｏｕ　３１００２３，Ｃｈｉｎａ）

犃犫狊狋狉犪犮狋：Ｔｈｅｄｅｔｅｃｔｉｏｎａｎｄｐｏｓｉｔｉｏｎｉｎｇｏｆｔｈｅｏｐｅｎｉｎｇｏｆｔｈｅｆｉｌｔｅｒｂａｇｏｃｃｕｐｉｅｓａｃｒｕｃｉａｌｐｏｓｉｔｉｏｎｉｎｔｈｅｉｎｔｅｌｌｉｇｅｎｔｐｒｏｄｕｃｔｉｏｎ

ｐｒｏｃｅｓｓｏｆｔｈｅｆｉｌｔｅｒｂａｇ．Ｈｏｗｅｖｅｒ，ｄｕｅｔｏｔｈｅｆｌｅｘｉｂｌｅｃｈａｒａｃｔｅｒｉｓｔｉｃｓｏｆｔｈｅｆｉｌｔｅｒｂａｇ，ｔｈｅｃｏｎｖｅｎｔｉｏｎａｌｄｅｔｅｃｔｉｏｎｍｅｔｈｏｄｉｓｄｉｆｆｉｃｕｌｔｔｏ

ｃａｒｒｙｏｕｔｅｆｆｅｃｔｉｖｅｌｙ，ａｎｄｔｈｅｐｏｓｉｔｉｏｎｉｎｇａｃｃｕｒａｃｙｃａｎｎｏｔｍｅｅｔｔｈｅｐｒｏｄｕｃｔｉｏｎｒｅｑｕｉｒｅｍｅｎｔｓ．Ｔｏｓｏｌｖｅｔｈｉｓｐｒｏｂｌｅｍ，ａｍｕｌｔｉ－ｓｃａｌｅ

ｔａｒｇｅｔｄｅｔｅｃｔｏｒｃｏｍｂｉｎｉｎｇｄｅｆｏｒｍａｂｌｅｃｏｎｖｏｌｕｔｉｏｎａｎｄｍａｓｋｉｎｆｏｒｍａｔｉｏｎｉｓｐｒｏｐｏｓｅｄ．Ｔｈｅｄｅｔｅｃｔｏｒｕｓｅｓｄｅｆｏｒｍａｂｌｅｃｏｎｖｏｌｕｔｉｏｎｔｏｉｍ

ｐｒｏｖｅｔｈｅｆｉｘｅｄｃｏｎｖｏｌｕｔｉｏｎｉｎｔｈｅｈｉｇｈｌａｙｅｒｏｆｔｈｅｂａｃｋｂｏｎｅｎｅｔｗｏｒｋ，ｃｏｍｂｉｎｅｄｗｉｔｈｆｅａｔｕｒｅｐｙｒａｍｉｄｔｅｃｈｎｏｌｏｇｙｔｏａｃｈｉｅｖｅｍｕｌｔｉ－

ｓｃａｌｅｉｎｆｏｒｍａｔｉｏｎｆｕｓｉｏｎ．Ｔｈｅｎ，ｔｈｅｏｂｔａｉｎｅｄｍｕｌｔｉ－ｓｃａｌｅｉｎｆｏｒｍａｔｉｏｎｉｓｇｅｎｅｒａｔｅｄｔｈｒｏｕｇｈｔｈｅｒｅｇｉｏｎｐｒｏｐｏｓａｌｎｅｔｗｏｒｋｔｏｇｅｎｅｒａｔｅ

ｃａｎｄｉｄａｔｅｒｅｇｉｏｎｓ，ｗｈｉｃｈａｒｅｓｃｒｅｅｎｅｄｕｓｉｎｇｔｈｅｉｍｐｒｏｖｅｄＳｏｆｔ－ＮＭＳｍｅｔｈｏｄ，ａｎｄｆｉｎａｌｌｙｓｅｎｔｔｏｔｈｅｄｅｔｅｃｔｉｏｎｈｅａｄｆｏｒｒｅｃｏｇｎｉｔｉｏｎ

ａｎｄｓｅｇｍｅｎｔａｔｉｏｎ．Ｔｈｅｅｘｐｅｒｉｍｅｎｔｉｓｃａｒｒｉｅｄｏｕｔｔｈｒｏｕｇｈｔｈｅｆｉｌｔｅｒｂａｇｉｍａｇｅｄａｔａｓｅｔ．Ｔｈｅｒｅｓｕｌｔｓｓｈｏｗｔｈａｔｔｈｅｐｒｏｐｏｓｅｄａｌｇｏｒｉｔｈｍ

ｈａｓａｄｅｔｅｃｔｉｏｎａｃｃｕｒａｃｙｉｍｐｒｏｖｅｍｅｎｔｏｆ２．４％ｃｏｍｐａｒｅｄｔｏｔｈｅｂｅｎｃｈｍａｒｋａｌｇｏｒｉｔｈｍ，ａｎｄａｃｈｉｅｖｅｓａｃｃｕｒａｔｅｉｄｅｎｔｉｆｉｃａｔｉｏｎａｎｄｈｉｇｈ－

ｐｒｅｃｉｓｉｏｎｐｏｓｉｔｉｏｎｉｎｇｏｆｔｈｅｆｉｌｔｅｒｂａｇｏｐｅｎｉｎｇ．

犓犲狔狑狅狉犱狊：ｔａｒｇｅｔｄｅｔｅｃｔｉｏｎ；ｄｅｆｏｒｍａｂｌｅｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｓ；ｍａｓｋＲＣＮＮ；ｉｍｐｒｏｖｅｄＳｏｆｔ－ＮＭＳ

０　引言

在滤袋的智能生产中，需要对滤袋进行卡扣的自动化

安装，而实现这一过程的前提是获得滤袋开口的准确位置

及滤袋所属的类别。伴随着滤袋制造工艺的提升以及需求

的多样化，滤袋大小、纹理等变得更加丰富，这为滤袋开

口检测问题带来了更为严峻的挑战。

本文的滤袋开口检测实际上是一种目标检测，它是一

种包含目标定位与目标分类任务，使用图像处理、机器学

习等方法，在图像中搜索感兴趣对象的计算机视觉技术［１］。

一般先通过目标分类判断是否含有目标对象，再进行更细

粒度的检测，并将搜索到的目标通过方框进行标注［２］。

计算机视觉处理中，图像一般以像素矩阵的形式存储，

对其进行类别以及位置信息的相关特征提取方可实现目标

检测［３］。传统目标检测算法在图像经过去噪、增强、裁剪

等预处理之后，对图像采用滑动窗口遍历并生成候选区域，

对每个候选区域采取特征提取，例如方向梯度直方图

（ＨＯＧ，ｈｉｓｔｏｇｒａｍｏｆｏｒｉｅｎｔｅｄｇｒａｄｉｅｎｔｓ）
［４］，尺度不变特征

变换 （ＳＩＦＴ，ｓｃａｌｅｉｎｖａｒｉａｎｔｆｅａｔｕｒｅｔｒａｎｓｆｏｒｍ）
［５］，（ＤＰＭ，

ｄｅｆｏｒｍａｂｌｅｐａｒｔｓｍｏｄｅｌ）
［６］ 等， 最 后 通 过 ＡｄａＢｏｏｓｔ

［７］，

（ＳＶＭ，ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ）
［８］等机器学习算法对目标进

行分类，然后依据类别对目标进行边框回归。由于上述目

标检测模型对于不同的特征需要设计不同分类器，导致其

泛用性差、鲁棒性不足。

２０１２年之后，计算机视觉技术在深度学习的带动下开始

了迅猛的发展，以深度卷积神经网络为代表的方法替代了手

工特征方法。在目标检测领域， （ＦａｓｔＲＣＮＮ，ｆａｓｔｒｅｇｉｏｎ－

ｂａｓｅｄｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ）
［９］和 （ＦａｓｔｅｒＲＣＮＮ，ｆａｓｔｅｒ

ｒｅｇｉｏｎ－ｂａｓｅｄｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ）
［１０］为基于深度学习

的目标检测方法提供了新的方向。前者由于共享卷积操作降

低了网络整体的计算消耗，后者在前者基础上融合全卷积网

络［１１］的思想，提出通过区域提议网络 （ＲＰＮ，ｒｅｇｉｏｎｐｒｏｐｏｓａｌ

ｎｅｔｗｏｒｋｓ）代替原先的ＳｅｌｅｃｔｉｖｅＳｅａｒｃｈ
［１２］以及ＥｄｇｅＢｏｘｅｓ

［１３］

算法。另一种基于回归的思路由２０１６年Ｒｅｄｍｏｎ等
［１４］提出的
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（ＹＯＬＯ，ｙｏｕｏｎｌｙｌｏｏｋｏｎｃｅ）算法启发，这类算法精度不及

ＦａｓｔｅｒＲＣＮＮ这类基于候选区域方法，但其检测速度却是前

者的１０倍，后续又提出了 （ＳＳＤ，ｓｉｎｇｌｅｓｈｏｔｍｕｌｔｉ－ｂｏｘ

ｄｅｔｅｃｔｏｒ）
［１５］、 （ＲｅｆｉｎｅＮｅｔ，ｒｅｆｉｎｅｍｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋ）

［１６］、

（ＹＯＬＯｖ２，ｙｏｕｏｎｌｙｌｏｏｋｏｎｃｅｖ２）
［１７］以及 （ＹＯＬＯｖ３，ｙｏｕ

ｏｎｌｙｌｏｏｋｏｎｃｅｖ３）
［１８］等。

本文将 （ＭａｓｋＲＣＮＮ，ｍａｓｋｒｅｇｉｏｎｂａｓｅｄｃｏｎｖｏｌｕｔｉｏｎ

ａｌｎｅｕｒａｌｎｅｔｗｏｒｋ）
［１９］作为基本框架，并针对具体目标对象

进行改进，建立了一种用于滤袋的有效检测方法。本文的

主要工作有：首先，针对固定卷积中感受野形状固定，不

能灵活地覆盖目标对象，降低了特征提取效果这一问题，

采用可变形卷积网络 （ＤＣＮ，ｄｅｆｏｒｍａｂｌｅｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔ

ｗｏｒｋｓ）
［２０２１］改进固定卷积，通过引入额外的偏移来提升空

间采样能力。其次，提出一种改进的 （Ｓｏｆｔ－ＮＭＳ，ｓｏｆｔ

ｎｏｎ－ｍａｘｉｍｕｍｓｕｐｐｒｅｓｓｉｏｎ）方法，对 ＭａｓｋＲＣＮＮ 的

ＲＰＮ网络输出增加一次筛选，提升候选区域的质量，减少

候选区域的数量。最后，利用本文提出的目标检测器在滤

袋数据集上进行实验，结果证明可以有效检测滤袋开口，

相较于基准方法高了２．４个百分点。

本文的组织结构如下：首先在第一节对基础框架等技

术进行介绍；第二节对本文提出的检测器进行详细介绍；

第三节通过实验，验证了本文提出的检测器在滤袋开口检

测中的有效性，并通过与基准检测器的对比，展现了本文

检测器的性能优势；第四节对全文工作进行总结与展望。

１　相关工作

１１　犕犪狊犽犚犆犖犖

ＭａｓｋＲＣＮＮ模型建立在ＦａｓｔｅｒＲＣＮＮ的基础上，将

ＦａｓｔｅｒＲＣＮＮ中 （ＲＯＩＰｏｏｌｉｎｇ，ｒｅｇｉｏｎｏｆｉｎｔｅｒｅｓｔｐｏｏｌｉｎｇ）

替换为 （ＲＯＩＡｌｉｇｎ，ｒｅｇｉｏｎｏｆｉｎｔｅｒｅｓｔａｌｉｇｎ），消除了二次

量化的误差，并在头部网络中增加掩码分支用于实现实例

分割，提升了对象的检测精度。

１．１．１　网络结构

ＭａｓｋＲＣＮＮ的结构如图１所示。模型包含用于特征提

取的主干网络、候选区域生成的ＲＰＮ、ＲＯＩＡｌｉｇｎ以及头部

网络。主干网络的选择主要有 （ＶＧＧ，ｖｉｓｕａｌｇｅｏｍｅｔｒｙ

ｇｒｏｕｐ）
［２２］、（ＲｅｓＮｅｔ，ｄｅｅｐｒｅｓｉｄｕａｌｎｅｔｗｏｒｋ）

［２３］等，其将一

系列卷积进行堆叠，逐层提取图像中的语义信息，形成特

征映射图。

图１　ＭａｓｋＲＣＮＮ的网络结构
［１０］

１．１．２　ＲＰＮ

ＲＰＮ将任意大小的输入图像转换为一组含有分数的矩

形框作为ｒｅｇｉｏｎｐｒｏｐｏｓａｌｓ，并同后续网络共享特征提取图中

的特征信息，在输入的每个空间位置采样犽个不同尺度的

ａｎｃｈｏｒｓ。通过后续二分类网络对这些ａｎｃｈｏｒｓ进行评估，挑

选出可能含有对象的ａｎｃｈｏｒｓ，并对其进行边界框的精修，

作为目标候选区域。

与目标对象交并比 （ＩＯＵ，ｉｎｔｅｒｓｅｃｔｉｏｎｏｖｅｒｕｎｉｏｎ）最

大的ａｎｃｈｏｒｓ以及和至少一个对象的ＩＯＵ不小于预设阈值

的ａｎｃｈｏｒｓ将被作为ｐｒｏｐｏｓａｌ层中的正样本，其余作为负样

本用以后续训练。

根据式 （１）对ＲＰＮ进行训练：

犔狉狆狀（｛狆犻｝，｛狋犻｝）＝
１

犖犮犾狊∑犻
犔犮犾狊（狆犻，狆


犻 ）＋

λ
１

犖狉犲犵∑犻 狆

犻犔狉犲犵（狋犻，狋


犻 ） （１）

式中，ａｎｃｈｏｒｓ的索引值为犻，狆犻代表索引值为犻的目标对象

概率。狆

犻 代表真实标签 （ＧｒｏｕｎｄＴｒｕｔｈ）值 （１表示正样

本，０表示负样本）。狋犻与狋

犻 分别表示第犻个ａｎｃｈｏｒ的边界修

正数值与真实标签中的边界修正数值。犔犮犾狊是分类损失函数，

表示预测类别与标签之间的误差，采用交叉熵损失函数实

现。犔狉犲犵 表示边界框回归的损失函数，具体通过式 （２）中的

犛犿狅狅狋犺犔１函数实现。λ是超参数，用于分类损失与回归损失

之间的平衡。总体损失通过梯度下降法修正。最终，训练

好的ＲＰＮ可以生成高质量的候选区域为后续处理做准备。

犛犿狅狅狋犺犔１（狓）＝
０．５狓２ ｉｆ狘狓狘＜１

狘狓狘－｛ ０．５ ｏｔｈｅｒｗｉｓｅ
（２）

１．１．３　ＲＯＩＡｌｉｇｎ

ＲＯＩＡｌｉｇｎ是对ＲＯＩＰｏｏｌｉｎｇ的优化。ＲＯＩＰｏｏｌｉｎｇ利用

空间金字塔池化［２４］，将ＲＰＮ的输出作为输入，输出一组固

定大小的特征张量作为后续处理的输入。但是ＲＯＩＰｏｏｌｉｎｇ

引入了两次量化操作，带来了量化误差，降低了ＲＯＩ和其

对应特征之间的一致性。针对此问题，ＲＯＩＡｌｉｇｎ通过双线

性插值法解决，对每个ＲＯＩ先进行分割，之后在分割得到

的每个子区域中采样犓（犓一般取４）个点，对每个点进行

双线性插值得到其像素值，之后将最大的像素值作为该子

区域的像素值。这种方式避免了引入量化操作带来的量化

误差，实现了ＲＯＩ与特征的一致，提升了后续分类以及回

归框的精度。

１．１．４　头部网络

由于引入了特征金字塔生成不同尺度的特征图，所以

需要根据ＲＯＩ尺度选择特定层级的金字塔输出作为后续处

理的输入，具体选择如公式 （３）：

犽＝犽０＋ｌｏｇ２ 槡
狑犺（ ）２２４

（３）

式中，犽０＝５，狑，犺表示对应ＲＯＩ区域的宽和高，２２４对应

特征金字塔第五层的尺度。

经过ＲＯＩＡｌｉｇｎ输出固定大小的特征张量，经过两层全

连接网络之后分别传送给分类器和回归器，以实现目标对

象的分类和边界框的回归。掩码分支的输入也由ＲＯＩＡｌｉｇｎ
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产生，但其尺寸大小与分类和回归不同。

网络训练采用多任务损失函数，通过学习不断下降的

损失函数的值，直至获得最优解。损失函数的公式由式

（４）给出。其中包含了３项，分别对应分类损失，边框回归

损失以及掩码分割损失。

犔＝犔犮犾狊＋犔犫犫狅狓＋犔犿犪狊犽 （４）

ＭａｓｋＲＣＮＮ中使用固定卷积，这类卷积在空间采样上不够

灵活，容易引入对象周边的噪声信息，干扰后续的识别与

分类。针对此问题，本文引入可变形卷积来改进主干网络

中的部分固定卷积，以实现更加灵活的空间采样。针对

ＲＰＮ网络产生的候选区域提出一种改进的Ｓｏｆｔ－ＮＭＳ方法

进行进一步筛选与整合，在降低候选框冗余的同时提升候

选框的质量，从而达到提升目标检测性能的目的。

２　融合可变形卷积的 犕犪狊犽犚犆犖犖

本文将可变形卷积加入ＭａｓｋＲＣＮＮ中，从而得到更好

的空间采样结果，并用改进的Ｓｏｆｔ－ＮＭＳ进一步整合候选

区域降低其冗余程度，最终实现对滤袋开口的有效、精确

检测。图２给出了本文目标检测模型的总体结构。整个模

型分为４部分，第一部分为主干网络，实现图像特征的提

取工作；第二部分是ＲＰＮ，用于候选目标的生成；第三部

分是ＲＯＩＡｌｉｇｎ，它将候选区域对应的特征映射池化输出为

固定大小的特征张量，为后续处理做准备；第四部分是头

部网络，由三个分支构成，分别实现目标类别的识别、目

标边界框的修正以及目标掩码信息的生成。最后将掩码信

息与边界框信息整合得到更为精确的定位。

图２　融合可变形卷积的 ＭａｓｋＲＣＮＮ网络结构

２１　主干网络

本文选取残差网络作为提取特征的主干网络。残差网

络利用跳接 （ｓｋｉｐｃｏｎｎｅｃｔ）形成残差块，通过堆叠残差块的

方式构建残差网络。残差块可以用公式 （５）表示：

狔＝犉（狓，｛犠犻｝）＋狓 （５）

　　其中：狔表示残差块的输出，狓为残差块的输入，犉（狓，

｛犠犻｝）表示待学习的残差映射。

残差网络通过跳接结构，降低了随着模型深度的增加

产生过拟合的可能性，为构建更深的模型提供了基础。

传统的卷积结构空间采样不够灵活，无法有效处理目

标形变。本文引入可变形卷积对原始残差网络进行改进，

替换掉其高层中的固定卷积层，从而更有效地实现对目标

的特征提取，提升检测效果。

传统的卷积从数学形式上可以用式 （６）表示，其中狆狀

代表卷积核中每个点对应中心点的空间偏移，犚表示卷积

核对应的各个空间位置偏移。

狔（狆０）＝∑
狆狀∈犚

狑（狆狀）狓（狆０＋狆狀） （６）

　　相较于传统的卷积，可变形卷积引入了一个空间偏移

Δ狆狀，该偏移参数可以通过学习的方式获得。可变形卷积的

表示如公式 （７）：

狔（狆０）＝∑
狆狀∈犚

狑（狆狀）狓（狆０＋狆狀＋Δ狆狀） （７）

　　由于增加的Δ狆狀一般是小数，并没有与之对应的输入，

所以通过双线性插值的办法来获得这一位置对应的输入。

随着卷积网络的加深，顶层感受野的大小增加，高层

语义信息变得更多，更适合分类，但同时也损失底层信息，

这对小目标的检测会造成较大影响。因此本文构建特征金

字塔 （ＦＰＮ，ｆｅａｔｕｒｅｐｙｒａｍｉｄｎｅｔｗｏｒｋ）
［２５］来融合高低层级

的语义信息，实现对各个层级卷积输出的捕获，提升对小

目标的检测效果。将残差网络中犮狅狀狏２，犮狅狀狏３，犮狅狀狏４，犮狅狀狏５

的输出分别用犆２，犆３，犆４，犆５表示。ＦＰＮ在犆５ 的输出上通过

一个１×１的卷积，将其通道数由原先的２０４８降为２５６，获

得特征映射图犆犘５。之后对犆犘５进行上采样，同时对犆４的输

出经过一个１×１的卷积将其通道数下降为２５６，使用特征

图相加的方式将两者结合得到犆犘４。通过上述方式依次得

到犆犘３，犆犘２，之后对犆犘２，犆犘３，犆犘４，犆犘５分别使用一个３×３

的卷积以降低上采样带来的混叠现象，得到犘２，犘３，犘４，犘５，

构成了特征金字塔。

２２　区域提议生成

候选目标区域的质量与数目直接影响到目标检测的效

果与速度。本文通过ＲＰＮ方法利用ａｎｃｈｏｒ机制获得原始的

候选区域，同时依据所用数据集中目标的尺度对ａｎｃｈｏｒ的

大小做出了调整，调整后的参数为 （３２，６４，１２８，２５６），

长宽比为 （１，０．５，２）。

ＲＰＮ生成的原始提议框数目众多，在这些候选框中有

些包含背景图像，为减少这类样本，提升候选框的质量，

一般采用非极大值抑制对候选框进行筛选。由于ＰＲＮ分类

结果与候选框位置之间没有明确的线性关系，所以传统

ＮＭＳ方法会导致很多虽然重叠但是包含目标不一样的候选

框被直接删除。为此，本文提出一种改进的Ｓｏｆｔ－ＮＭＳ方

法，Ａｌｇｏｒｉｔｈｍ１给出了改进后的伪代码。

Ａｌｇｏｒｉｔｈｍ１：改进的Ｓｏｆｔ－ＮＭＳ方法

Ｉｎｐｕｔ：犅＝｛犫１，…，犫犖｝，犛＝｛狊１，…，狊犖｝，犌狋，其中犅是一系列候

选框，犛是其对应的得分，犌狋 为ＩＯＵ阈值

Ｏｕｔｐｕｔ：犗＝｛狅１，…，狅犿｝，犛＝｛狊１，…，狊犿｝，犗为输出框，犛为其对

应的得分

Ｂｅｇｉｎ：

犗←

Ｗｈｉｌｅ犅≠ｄｏ：

ｋ←ａｒｇｍａｘ｛Ｓ｝

犓←犫犽

犔←犓

犅←犅－犓

ＦｏｒｂｉｉｎＢ：
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ＩｆＩＯＵ（Ｋ，ｂｉ）＞Ｇｔ

Ｌ←Ｌ∪ｂｉ

Ｅｎｄｉｆ

狊犻←狊犻ｆ（ＩＯＵ（Ｋ，ｂｉ））

Ｅｎｄｆｏｒ

犓′←犳２（犔）

Ｏ←Ｏ∪Ｋ’

Ｅｎｄｗｈｉｌｅ

上述算法中，计算得分的公式由式 （８）给出，最佳候

选框位置调整的方法由式 （９）给出：

狊犻＝狊犻犲－
犻狅狌（犓，犫

犻
）
２

σ （８）

犓′＝∑
犽

犻

犛犮狅狉犲（犫犻）

∑
犼

犛犮狅狉犲（犫犼）
犫犻 （９）

式 （９）中，犽代表了同当前最高得分的候选框之间ＩＯＵ大

于阈值的候选框的总数，之后根据得分进行加权修正。

２３　网络的联合训练

本文采取端到端的训练方式，将ＲＰＮ网络的训练任务

同主干网络以及头部检测网络的检测任务结合起来，通过

构建一个多任务损失函数，训练整体结构。损失函数由式

（１０）给出：

犔狋狅狋犪犾 ＝犔犮犾狊＋犔犫犫狅狓＋犔犿犪狊犽＋犔狉狆狀 （１０）

　　主干网络部分采用在ＩｍａｇｅＮｅｔ上训练的ＲｅｓＮｅｔ５０＋

ＤＣＮ模型进行初始化，ＲＰＮ以及检测头采用在ＣＯＣＯ数据

集上训练的参数进行初始化。本文采用梯度下降法进行神

经元参数的迭代调整。

３　实验结果与分析

本文使用本实验室构建的滤袋数据集。为增加训练样

本个数，通过旋转、裁剪以及翻转等数据增强方式对数据

集进行了增广。使用ｌａｂｅｌＩｍｇ工具对数据集进行标注。得

到数据集１和数据集２，两个数据集共有样本１０００张。数

据集１中包含８类不同圆形开口的滤袋，每类均有１００张图

像，按８：２的比例分为训练集和测试集。数据集２中含有

２类不同椭圆形开口的滤袋，每类均有１００张图像，同样以

８：２的比例分为训练集和测试集。表１和表２分别给出了

数据集１和数据集２的具体信息。图３和图４展示了数据集

对应的部分图像。

表１　数据集１中每一类包含的图片数目

类别
圆型小

开口

圆形大

开口

带十字

花纹开

口

带字花

纹开口

带花纹

开口

圆形中

等开口

带十字

开口

带横线

开口

数目 １００ １００ １００ １００ １００ １００ １００ １００

表２　数据集２中每一类包含的图片数目

类别 紫色椭圆 白色椭圆

数目 １００ １００

３１　评价标准

本文的评价指标为各类平均精度 （ｍＡＰ，ｍｅａｎａｖｅｒａｇｅ

图３　数据集１图片示例

图４　数据集２图片示例

ｐｒｅｃｉｓｉｏｎ），中心偏移距离以及检测速度。本文对比的模型

为ＦａｓｔｅｒＲＣＮＮ以及 ＭａｓｋＲＣＮＮ两种主流的两阶段目标

检测模型。

犫狅狓犵狋为真实值标签用 （狔１犵狋，狓１犵狋，狔２犵狋，狓２犵狋）表示，

预测框犫狅狓狆狉犲犱用 （狔１狆狉犲犱，狓１狆狉犲犱，狔２狆狉犲犱，狓２狆狉犲犱）表示。两者

之间的距离记作犱＝犱犻狊 （犫狅狓犵狋，犫狅狓狆狉犲犱），可以根据公式

（１１）计算：

犱＝犱犻狊（犫狅狓犵狋，犫狅狓狆狉犲犱）＝

（狔犵狋－狔狆狉犲犱）
２
＋（狓犵狋－狓狆狉犲犱）槡

２ （１１）

　　其中：狔犵狋＝（狔１犵狋＋狔２犵狋）／２，狓犵狋＝（狓１犵狋＋狓２犵狋）／２，狔狆狉犲犱 ＝

（狔１狆狉犲犱＋狔２狆狉犲犱）／２，狓狆狉犲犱 ＝ （狓１狆狉犲犱＋狓２狆狉犲犱）／２。

本文的模型在数据集１与数据集２上进行评估。

３２　参数设置

实验的硬件环境为ＩｎｔｅｌＣｏｒｅｉ５－９４００ＣＰＵ，ＮＶＩＤＩＡ

ＧＴＸ１０８０ＧＰＵ。软件环境为 Ｔｅｎｓｏｒｆｌｏｗ架构，实验语言

为Ｐｙｔｈｏｎ。训练时设置学习率为０．００１，权重衰减系数为

０．０００１，采 用带动 量 的 （ＳＧＤ，ｓｔｏｃｈａｓｔｉｃｇｒａｄｉｅｎｔｄｅ

ｓｃｅｎｔ）优化器迭代训练，动量设置为０．９，训练迭代２００００

次，ｂａｔｃｈ－ｓｉｚｅ设置为２。实验主要由以下几部分组成：第

一个实验将对比本文算法与基准算法之间的性能差异；第

二个实验为消融实验将验证提出的改进Ｓｏｆｔ－ＮＭＳ方法的
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有效性；第三个实验将数据集１和数据集２合并，检验算法

在输入类别增加情况下的鲁棒性。

３３　算法比较

实验一：在本实验中，通过将 ＦａｓｔｅｒＲＣＮＮ、Ｍａｓｋ

ＲＣＮＮ以及本文的融合可变形卷积 ＭａｓｋＲＣＮＮ在滤袋数

据集１上训练和测试，得到如表３展示的结果。图６给出了

部分检测结果。

图６　在数据集１上检测的结果 （示例）

表３　在吸尘器尘袋测试集上的检测准确率以及中心偏移距离

Ｂａｃｋｂｏｎｅ ｍＡＰ 中心偏移距离 Ｆｐｓ

ＦａｓｔｅｒＲＣＮＮ ＶＧＧ１６ ８８．１ ２４．３４ １．１２

ＦａｓｔｅｒＲＣＮＮ ＲｅｓＮｅｔ５０ ９０．６ ２０．６２ １．２３

ＭａｓｋＲＣＮＮ ＲｅｓＮｅｔ５０ ９３．２ １３．７２ ０．９５

Ｏｕｒｓ ＲｅｓＮｅｔ５０＋ＤＣＮ ９５．６ １１．７６ ０．９３

在表３中可以看到，本文的算法在中心偏移距离这一

指标上优于对比算法，相较于ＦａｓｔｅｒＲＣＮＮ提升了１１．５８

个像素。Ｓｏｆｔ－ＮＭＳ过程对候选框的重整提高了这一指标。

本文构建的特征金字塔实现了特征的融合，提升了对

小目标的检测精度，使得模型的漏报率下降，提升了模型

的召回率。藉此，总体的ｍＡＰ相较于没有特征金字塔结构

的ＦａｓｔｅｒＲＣＮＮ也得到了提升。同时，可变形卷积带来了

更加灵活的空间采样，引入改进Ｓｏｆｔ－ＮＭＳ的区域提议生

成网络提供了更高质量的候选框，给本文方法在ｍＡＰ上带

来了高于对比算法的性能，相较于 ＭａｓｋＲＣＮＮ提升了２．４

个百分点。

在检测速度方面，由于本文模型基于 ＭａｓｋＲＣＮＮ构

建，其增加了掩码分支且本文在模型中加入金字塔结构以

及可变形卷积，在一定程度上提升了模型的复杂度，致使

本文算法相较于ＦａｓｔｅｒＲＣＮＮ的推理速度有所下降，但是

和 ＭａｓｋＲＣＮＮ相当。

实验２：为了验证改进Ｓｏｆｔ－ＮＭＳ的有效性在实验数

据集１上进行消融实验。实验结果如表４所示。对比采用的

是ＮＭＳ方法，本文使用的是改进的Ｓｏｆｔ－ＮＭＳ方法，其

余部分两者相同皆为融合可变形卷积的 ＭａｓｋＲＣＮＮ。可以

看到本文提出的Ｓｏｆｔ－ＮＭＳ方法相较于传统 ＮＭＳ在数据

集１上ｍＡＰ指标实现了１．２个百分点的提升，同时中心偏

移距离提升了０．３６个像素，验证了本文提出的改进Ｓｏｆｔ－

ＮＭＳ方法的有效性，经过重整的候选框质量确实优于原始

候选框。

实验３：为了验证算法的泛化性能，本文用数据集１和

数据集２对算法进行验证，结果如表５所示。可以看到引入

可变形卷积并使用改进Ｓｏｆｔ－ＮＭＳ方法后，本文模型性能

依旧高于其他对比算法，证明了本文方法在增加对象类别

之后仍然可以具有较好性能。为了进一步检验其性能，将

来自不同数据集的对象放在同一环境采集，继续测试，结

果如图７所示。实验结果证明本文模型可以有效地检测不

同滤袋开口，具有良好的鲁棒性。

表４　改进Ｓｏｆｔ－ＮＭＳ方法的有效性

Ｍｅｔｈｏｄ ｍＡＰ 中心偏移距离 Ｆｐｓ

ＮＭＳ ９４．４ １２．１２ ０．９４

ＩｍｐｒｏｖｅｄＳｏｆｔ－ＮＭＳ ９５．６ １１．７６ ０．９３

表５　在数据集１＋２上的检测结果

Ｂａｃｋｂｏｎｅ ｍＡＰ 中心偏移距离 Ｆｐｓ

ＦａｓｔｅｒＲＣＮＮ ＲｅｓＮｅｔ５０ ８９．５ ２２．６３ １．１７

ＭａｓｋＲＣＮＮ ＲｅｓＮｅｔ５０ ９２．０ １５．２６ ０．９４

ｏｕｒｓ ＲｅｓＮｅｔ５０＋ＤＣＮ ９４．５ １２．４６ ０．９２

图７　在同一图片中两种不同尘袋的检测效果

４　结束语

本文提出了一种基于深度学习的滤袋开口检测算法，实

验结果表明，本文算法在滤袋开口检测问题上比传统基于深

度学习的目标检测方法表现得更好，且检测速度较快。由于

本文构建的数据集规模较小，后续工作中将尝试建立种类更

为全面的大型数据集供滤袋开口检测算法的训练和测试，并

且进一步通过剪枝算法压缩模型体积，提升运算速度。
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