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基于难分样本挖掘的对抗自编码器推荐系统

魏　东，孙静宇，海　洋
（太原理工大学 软件学院，太原　０３００２４）

摘要：针对在推荐系统领域中常用数据集的数据分布不平衡、稀疏性大和用户评分偏好不同等问题，提出了基于难分样本挖

掘的对抗自编码器推荐模型；考虑到用户偏好差异，使用均模型对数据集进行特征提取处理，在保留数据统计学特征的同时，降

低了计算复杂度；之后，基于三元组损失算法对经过均模型处理的数据集进行难分样本挖掘；通过对数据集样本进行正负分类，

提升了训练样本质量；再将正负样本分类后的数据分别作为对抗自编码器的输入，从重构和对抗两方面共同对评分预测模型进行

训练；同时，采用Ａｄａｍ优化算法为不同参数单独计算更新梯度；实验结果表明，该推荐模型显著提升了推荐性能，多项指标优

于基线模型；基于难分样本挖掘的推荐自编码器推荐系统具有一定实用价值。
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０　引言

传统的推荐算法大致可分为３类：基于内容推荐、协

同过滤推荐和混合推荐［１］。其中协同过滤算法因其在处理

非结构化数据的优越性，在时下的推荐系统中得到广泛应

用和关注。经过学术界和工业界多年的探索和研究，推荐

算法经历了从传统的矩阵分解等方法到现今的与深度学习

技术结合的发展历程。

深度学习旨在模拟、建立人脑进行分析学习活动的神

经网络，其模型是一种深层非线性网络，可以获取比传统

算法更深层次的数据本质特征。近些年，深度学习在图像

处理［２］、语音识别［３］以及自然语言处理［４］等领域都取得了很

多成果［５］，成为了人工智能领域的一个研究热点，同时也

为推荐系统的研究带来了新的机遇。基于深度学习的推荐

系统通常将各类用户和项目相关的数据作为输入，利用深

度学习网络进行学习和训练，最终自动为用户输出个性化

的推荐结果［６］。

本文提出了一种结合难分样本挖掘 （ＨＥＭ，ｈａｒｄｅｘ

ａｍｐｌｅｍｉｎｉｎｇ）和对抗自编码器
［７］ （ＡＡＥ，ａｄｖｅｒｓａｒｉａｌａｕ

ｔｏｅｎｃｏｄｅｒ）的深度推荐模型 （ＨＥＭ－ＡＡＥ）。难分样本挖

掘采用三元损失算法对项目进行分类，以此来解决评分数

据分布不平衡和稀疏性问题。将不同类别的项目输入对抗

自编码器的训练过程，可以从两方面优化推荐模型。在此

基础上通过训练好的模型预测目标用户的项目评分，使用

ＴＯＰ－Ｎ算法选择预测评分最高的项目推荐给用户。

１　难分样本挖掘

推荐系统研究中常用数据集数据分布不平衡，稀疏问

题较严重，影响了推荐系统性能稳定性。虽然评分范围固

定，但是用户评分基于个人主观认知，用户评分标准、偏

好不同加剧了数据样本复杂性。所以用户偏好挖掘尤为重

要，故本文引入均模型 （ＭｅａｎＭｏｄｅｌ）对数据集做难分样

本挖掘 （ＨａｒｄＮｅｇａｔｉｖｅＭｉｎｉｎｇ）预处理
［１０］。

１１　均模型

由于推荐系统中的常用数据集稀疏性较高，对计算机
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资源消耗较大，故引入均模型［１６］。均模型生成过程类似于

排序二叉树，可以在保留数据统计学特征的情况下极大缓

解数据稀疏性，如图１所示。

图１　均模型结构示意图

假设项目评分向量犐＝ ｛狉１，狉２，…，狉犿｝，经过变换，

得到此向量的均模型表示为：

犐犕犕 ＝ ｛狋０，（狋１０，狋１１），（狋２０，狋２１，狋２２，狋２３），（狋３０，狋３１，…），…｝

（１）

　　其中：狋０为均模型的根节点，（狋１０，狋１１）为均模型第二

层的第一和第二个元素，狋犾犽表示第犾层的第犽－１个结点。

结点生成过程如公式 （２）：

狋犾犽 ＝犜犾（犐犾） （２）

　　其中：犜犾（）为第ｌ层的转换公式 （３）：

犜犾（犪犻狘犪犻∈犐犾）＝
∑犪犻

犮犪狉犱（犐犾）
（３）

　　当犽为奇数时，犐犾＝ ｛狉犻∈犐｜狉犻＞狋（犾－１）犵｝；犽为偶数时，

犐犾＝ ｛狉犻∈犐｜狉犻≤狋（犾－１）犵｝，犵的值为：犵＝｜犽／２｜。在实际

应用中，可以根据需求灵活调整均模型规模，一般只需三

层即可。

１２　三元损失算法

三元组损失算法中，选任意样本作为基点 Ａｎｃｈｏｒ

（Ａ），经过训练，将同类样本聚集，称作正样本 Ｐｏｓｉｔｉｖｅ

（Ｐ）；将异类样本疏远，称作负样本Ｎｅｇａｔｉｖｅ（Ｎ）。三元组

损失算法聚焦于确定评分向量正样本和评分向量负样本，

而非评分数值大小，有助于描述用户评分偏好。在 ＨＥＭ－

ＡＡＥ模型训练过程中，负样本被不断送入模型，以负样本

为反向激励提升模型对正样本的识别、重构能力。使用

犳（狓
犃
犻）∈犚

犱 表示用户－评分矩阵中基点项目犻的评分向量，

经过难分样本挖掘后，使样本特征向量犳（狓
犘
犻）更靠近基点

评分向量；负样本特征向量犳（狓
犖
犻）远离基点评分向量，如

公式 （４）：

‖犳（狓
犃
犻）－犳（狓

犘
犻）‖

２
２＋α＜ ‖犳（狓

犃
犻）－犳（狓

犖
犻）‖

２
２

（犳（狓
犃
犻），犳（狓

犘
犻），犳（狓

犖
犻））∈犚

犱 （４）

　　其中：α是一个常量，表示正负样本对训练的边界值。

难分样本挖掘代价函数如公式 （５）所示：

犔犎犈犕 ＝∑
犖

犻

［‖犳（狓
犃
犻）－犳（狓

犘
犻）‖

２
２－

‖犳（狓
犃
犻）－犳（狓

犖
犻）‖

２
２＋α］ （５）

　　代价函数采用欧氏距离度量评分向量间距离，故公式

（５）恒大于零，当 ［］大于０时，规定其为损失函数的损

失之；［］小于０时，规定损失值为０。

２　基于难分样本挖掘的变分自编码器

ＨＥＭ－ＡＡＥ系统框架如图２所示。

图２　基于 ＨＥＭ－ＡＡＥ的推荐系统框架

其中 ＡＡＥ由自编码器
［８］ （ＡＥ，ａｕｔｏｅｎｃｏｄｅｒ）和生成

式对抗网络［９］ （ＧＡＮ，ｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｓ）两

部分组成。自编码器主要由编码模型ｅｎｃｏｄｅｒ和解码模型

ｄｅｃｏｄｅｒ构成；对抗网络由生成模型Ｇ和判别模型Ｄ构成。

首先，采用三元组损失算法对数据集进行难分样本挖掘，

经过分类的正、负样本放入样本候选池；再将正样本和负

样本分别作为自编码器ｅｎｃｏｄｅｒ和对抗网络生成模型Ｇ的输

入，分别产生正样本隐表示和伪造正样本隐表示；自编码

器的ｄｅｃｏｄｅｒ根据ｅｎｃｏｄｅｒ生成的正样本隐表示重构用户评

分；判别模型Ｄ辨别正样本隐表示和伪造正样本隐表示。

２１　自编码器

自编码器是一种使用误差反向传播算法 （ＢＰ，ｂａｃｋ

ｐｒｏｐａｇａｔｉｏｎ）进行训练的前馈神经网络，结构可简化为如

图３所示
［１１］。

图３　自编码器结构图

自编码器神经网络由输入层ｅｎｃｏｄｅｒ，隐藏层和输出层

ｄｅｃｏｄｅｒ构成。通常隐藏层的维度远小于输入层，输出层的

作用是重构输入层，使用重构误差 （狓，狓′）来表示重构的

接近程度。其流程如图４所示。

其中ｅｎｃｏｄｅｒ将输入ＩＮＰＵＴ进行压缩表示，ｄｅｃｏｄｅｒ再

将压缩表示进行还原。其数学表达式如式 （５），φ和ε分别

表示ｅｎｃｏｄｅｒ和ｄｅｃｏｄｅｒ。

φ，ε＝ａｒｇｍｉｎφ，ε犔（犡，ε（φ（犡））） （５）
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图４　自编码器神经网络流程图

　　数据降维和特征提取被认为是自编码器的两个主要实

际应用。使用适当的维度和稀疏性约束，自编码器可以得

到比主成分分析或其他类似技术更好的数据投影。

２２　对抗自编码器

如果只通过最小化重构误差来训练模型，自编码器极

有可能学习到一个恒等函数［１］，因此本文引入对抗自编码

器进行 “对抗”训练。如图１所示，对抗自编码器模型由自

编码器和对抗网络两部分组成。训练过程分为也可划分为

两阶段：重构阶段和正则化阶段。本文中，对抗网络的生

成器Ｇ与自编码器的编码模型ｅｎｃｏｄｅｒ使用同一个网络。在

重构阶段，自编码器更新编码模型ｅｎｃｏｄｅｒ和解码模型ｄｅ

ｃｏｄｅｒ以最小化重构误差。在正则化阶段，判别器Ｄ辨别正

样本隐表示狕＋和生成器Ｇ生成的的负样本隐表示狕－，根据

判别结果，交替更新生成器Ｇ和判别器Ｄ。对抗自编码器

的训练有两个目标：最小化重构误差和达到对抗网络的相

对平衡，其损失函数如式 （６）：

犔犃犃犈 ＝犚犲狅狀狊狋狉狌犮狋犻狅狀犔狅狊狊＋犃犱狏犲狉狊犪狉犻犪犾犜狉犪犻狀犻狀犵 （６）

　　自编码器的重构输出
［１２］如式 （７）所示：

犺（狉；θ）＝犳（犠·犵（犞狉＋μ）＋犫） （７）

　　其中：犵 （）使隐藏层的激活函数，犳 （）是输出

层的激活函，θ＝ ｛犠，犞，μ，犫｝，权重犠∈犚
犿×犽，犞∈

犚犽×犿，偏置μ∈犚
犽，犫∈犚

犿。输出层对应位置元素被认为是

预测值，即：

狉^犻犼 ＝ （犺（狉
（犻）；θ））狌 （８）

　　损失函数如公式 （９）：

犔犚犔 ＝ｍｉｎ
θ ∑

狀

犻＝１

‖狉
（犻）
－犺（狉

（犻）；θ）‖（ ）
２
＋

λ
２
（‖犠‖

２
犉＋‖犞‖

２
犉） （９）

　　生成模型Ｇ使用负样本作为输入产生伪造正样本，对

判别器Ｄ进行反向激励，使得判别器可以更好地识别正样

本；经过优化的判别器同时有利于优化生成器，生成更好

的伪造正样本。对抗网络的训练采用交替优化方法，即固

定Ｇ的参数以更新Ｄ的参数，然后固定Ｄ的参数去更新Ｇ

的参数。Ｇｏｏｄｆｅｌｌｏｗ等
［９］指出，将生成器Ｇ固定，可求得

唯一的最优判别器：

犇
＝

狆犱犪狋犪

狆犵＋狆犱犪狋犪

　　固定判别器犇，在狆犵＝狆犱犪狋犪时，犇＝０．５，此时生成

器Ｇ达到最优，即判别器无法区分真实样本和伪造样本
［１７］。

损失函数如公式 （１０）：

犔犌

，犇



＝ｍｉｎ
φ

ｍａｘ
δ ∑

犐

犻＝１

（犈犿～狆狋狉狌犲（犿狘狌狀）［ｌｎ犇（犿狘狌狀）］＋

犈犱～狆
φ
（犿狘狌狀）
［ｌｎ（１－犇（犿狘狌狀））］） （１０）

　　其中：犿为训练集样本，犝 表示用户集合，狌狀表示第狀

个用户，φ和δ分别表示生成器Ｇ和判别器Ｄ的参数。首

先更新判别器，使其最大化正确判别正样本隐向量和伪造

正样本隐向量，如式 （１１）所示：

δ

＝ａｒｇｍａｘ

δ ∑
狌∈犝

（犈犿
＋
，犿

－～狆狋狉狌犲
［ｌｎ犇δ（犿＋

，犿－狘狌狀）］＋

犈犿
＋～狆狋狉狌犲，犿犵～犌φ

（犿
犵狘狌狀）
［ｌｎ（１－犇δ（犿犵，犿－狘狌狀））］） （１１）

　　其中：犿＋，犿－分别代表正样本和负样本，犿犵 代表由Ｇ

生成的伪造正样本。与判别器Ｄ相反，生成器Ｇ最小化判

别器Ｄ的正确判别概率。故生成模型 Ｇ的优化函数如式

（１２），犕 表示样本集合。

φ

＝ａｒｇｍｉｎ

φ
∑
犿∈犕

犈犿
犵～
犌
φ
（犿

犵狘狌狀）
［ｌｎ（１－犇δ（犿犵，犿－狘狌狀）））

（１２）

　　在ＨＥＭ－ＡＡＥ中，对抗网络和自编码器均使用Ａｄａｍ

优化算法［１３］，即自适应时刻估计方法进行优化训练。Ａｄａｍ

优化算法是一种一阶优化算法。与随机梯度下降法等优化

方法最大的区别在于：通过计算梯度的一阶和二阶矩估计，

Ａｄａｍ算法为每个参数设计了独立的学习率。更新过程如式

（１３）～ （１７）：

犿狋＝β１犿狋－１＋（１－μ）犵狋 （１３）

狀狋＝β２狀狋－１＋（１－狏）犵
２
狋 （１４）

犿^狋 ＝
犿狋

１－β
狋
１

（１５）

狀^狋 ＝
狀狋

１－β
狋
２

（１６）

θ狋 ＝θ狋－１－
犿^狋

狀^槡狋＋ω
γ （１７）

　　其中：犵狋是梯度，犿狋、狀狋分别是对梯度的一阶矩估计和

二阶矩估计，^犿狋、^狀狋分别是对犿狋和狀狋，γ是学习率。更新

步长和梯度大小无关，只和μ、狏以及γ有关。学习率会被

矩估计动态约束，使得每个参数都以不同的梯度来更新。

而且直接计算梯度的矩估计对内存需求极小，可应用于大

规模深度学习网络。表１为本文中Ａｄａｍ算法参数初始值。

表１　Ａｄａｍ算法参数的选取

参数 取值

γ ０．００１

犿狋 ０．９

狀狋 ０．９９９

ω １０
－８

３　实验结果与分析

３１　实验设计与数据集

ＨＥＭ－ＡＡＥ的ｅｎｃｏｄｅｒ、ｄｅｃｏｄｅｒ、生成器Ｇ和判别器

Ｄ均采用单层神经网络，隐藏层神经元个数视不同数据集

而不同 （详见３．２节），所有神经网络都使用Ｓｉｇｍｏｉｄ激活

函数。运用Ｐｙｔｈｏｎ编程语言，通过深度学习框架 Ｔｅｎｓｏｒ

ｆｌｏｗ进行神经网络的搭建；实验中的操作系统为 Ｕｂｕｎｔｕ
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１８．０４Ｌｔｓ，在ＮＶＩＤＩＡＧＴＸ１０６０６Ｇ显卡上运行。

本文采用 ＧｒｏｕｐＬｅｎｓ公开数据集 ＭｏｖｉｅＬｅｎｓ－１００Ｋ、

ＭｏｖｉｅＬｅｎｓ－１Ｍ
［１８］来评估 ＨＥＭ－ＡＡＥ的性能。只使用用

户ＩＤ，电影ＩＤ和评分信息，其中的每个用户都有２０个以

上的评分记录。两个数据集的统计信息如表２所示。实验

共进行５次，每次随机选取数据集中的８０％作为训练集，

２０％作为测试集，综合５次实验结果的平均值得出结论。

表２　ＭｏｖｉｅＬｅｎｓ数据集统计信息

ＭｏｖｉｅＬｅｎｓ－１００Ｋ ＭｏｖｉｅＬｅｎｓ－１Ｍ

Ｕｓｅｒｓ ９４３ ６０４０

Ｉｔｅｍｓ １６８２ ３９００

Ｒａｔｉｎｇｓ １０００００ １０００２０９

Ｒａｔｉｎｇｓｐｅｒｕｓｅｒ １０６．０４ １６５．６０

Ｒａｔｉｎｇｓｐｅｒｉｔｅｍ ５９．４５ ２５３．０９

Ｓｐａｒｓｉｔｙ／％ ９３．６３ ９５．８１

３２　隐藏层规模对算法的影响

本节通过设置不同个数的隐藏层神经单元来研究推荐

准确度受隐藏层规模对于 ＨＥＭ－ＡＡＥ模型性能的影响，

神经元个数分别为 ［１０，５０，１００，１５０，２００，２５０，３００，３５０，

４００，４５０，５００，５５０，６００］，测试结果如图５所示。

图５　隐藏层规模对 ＨＥＭ－ＡＡＥ性能的影响

基于测试结果可以发现：数据、神经网络规模越大，

最佳神经元值也越大。随着神经元个数的增加，平均绝对

误差迅速减小，但当其超过某个值后，误差又开始增大。

对于不同的数据集，神经元个数需要经过调试找到最佳值。

规模越大的网络过拟合的风险也越大，所以并不是越大越

好。基于测试结果，分别为数据集 ＭｏｖｉｅＬｅｎｓ－１００Ｋ、

ＭｏｖｉｅＬｅｎｓ－１Ｍ选定的隐层神经元个数为１００和４００。

３３　性能评价指标

本文预测的是目标用户对待定预测产品的明确的评分，

选用平均绝对误差 （ＭＡＥ，ｍｅａｎａｂｓｏｌｕｔｅｅｒｒｏｒ）、准确率

（ｐｒｅｃｉｓｉｏｎ）和 ＮＤＣＧ （ｎｏｒｍａｌｉｚｅｄｄｉｓｃｏｕｎｔｅｄｃｕｍｕｌａｔｉｖｅ

ｇａｉｎ）。

检测预测准确度，犕犃犈越小，说明算法的预测准确度

越高。定义如下：

犕犃犈 ＝
１

犖∑
犖

犻＝１

狘狉犻－狉犻狘 （１８）

　　其中：犖 为测试集的大小，狉犻 为真实评分，^狉犻 为预测

评分。

准确率表示推荐算法的准确性，值越高说明推荐的准

确性越高，对于用户狌在生成的推荐的准确率公式为：

犘狉犲犮犻狊犻狅狀 ＝
∑狌

狘犚（狌）∩犜（狌）狘

∑狌
狘犚（狌）狘

（１９）

　　其中：犚 （狌）是训练完毕后为用户狌做出的推荐结果，

犜 （狌）是用户狌在测试集上的真实结果。

犖犇犆犌是一种衡量推荐算法产生的推荐结果的排序质

量的评价指标，该指标考虑到元素之间的相关性，值越高

说明推荐结果的排序质量越好。对于推荐结果中的第犻个结

果狇犻，其犖犇犆犌值为：

犖犇犌犆 ＝犣犻∑
狀

犼＝１

２狔犼
犻

－１

ｌｏｇ２（１＋犽犼
犻）

（２０）

　　其中：犻表示第犻个用户，犼表示推荐列表中第犼个推荐

结果，犽犻犼表示为用户犻推荐的结果犼在实际推荐结果中的排

名位置，狔
犻
犼
表示为用户推荐的结果犼在模型生成的推荐列

表中的排名位置，犣犻为标准化因子。

本文选择对比的算法有包括：

１）ＰＭＦ
［１４］：概率矩阵分解是将用户物品评价矩阵分解

为用户因子和物品因子，其中假设用户和物品的隐向量服

从高斯分布。正则化参数λ狌，λ狏 设置为０．０１和０．００２时，

ＰＭＦ推荐性能最好。

２）ＰＣＭＭ
［１５］，使用据模型将整体用户集聚类成多个用

户子集，然后在整体上和局部上计算相似度，利用整合后

的相似度预测评分。

３）ＩＲＧＡＮ
［１６］，信息检索生成对抗网络是首个基于生

成对抗学习模型的推荐系统。

４）ＤｅｅｐＦＭ
［１１］，由深度神经网络和因子分解机组成，

可以同时提取到低阶组合特征与高阶组合特征。

３４　结果比较与分析

具体实验结果如表３、表４和表５所示，由表中实验数

据可知，ＨＥＭ－ＡＡＥ在各项数据上都相较于ＰＭＦ、ＰＣ

ＭＭ和ＩＲＧＡＮ都有明显提升。

表３　各算法／模型在不同数据集上的犕犃犈

Ｍｏｄｅｌ ＭｏｖｉｅＬｅｎｓ－１００Ｋ ＭｏｖｉｅＬｅｎｓ－１Ｍ

ＰＭＦ ０．７７５２ ０．７７８９

ＰＣＭＭ ０．７５２３ ０．７５１６

ＤｅｅｐＦＭ ０．７３２３ ０．７２１６

ＩＲＧＡＮ ０．７２５６ ０．７２１９

ＨＥＭ－ＡＡＥ ０．７０２４ ０．６９５９

如表３所示，在评分预测平均绝对误差方面，在两个

数据集中的测试中ＨＥＭ－ＡＡＥ的推荐质量都有很大提高。

表４实验结果和表５实验结果类似，分别是各算法／模型在

ＭｏｖｉｅＬｅｎｓ－１００Ｋ和 ＭｏｖｉｅＬｅｎｓ－１Ｍ数据集上的准确率和

犖犇犆犌指标，可以看出 ＨＥＭ－ＡＡＥ各项推荐性能指标显

著提升，各算法／模型推荐性能降序序列：ＨＥＭ－ＡＡＥ＞

ＩＲＧＡＮ＞ＰＣＭＭ＞ＰＭＦ。
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表４　各算法／模型推荐性能比较（ＭｏｖｉｅＬｅｎｓ－１００Ｋ）

Ｍｏｄｅｌ Ｐ＠３ Ｐ＠５ Ｐ＠１０ ＮＤＧＣ＠３ＮＤＧＣ＠５ ＮＤＧＣ＠１０

ＰＭＦ ０．３３６９０．３０１３０．２４７７ ０．３４１９ ０．３２５７ ０．２９８４

ＰＣＭＭ ０．３４５４０．３１２５０．２７１１ ０．３４１２ ０．３２６５ ０．３０１７

ＤｅｅｐＦＭ０．３９３７０．３７３３０．３４０２ ０．４０４６ ０．３９４１ ０．３６８２

ＩＲＧＡＮ０．４０７２０．３７１６０．３２１６ ０．４１９９ ０．３９９１ ０．３７２３

ＨＥＭ－

ＡＡＥ
０．４２０２０．３９２７０．３６０１ ０．４３３４ ０．４１２３ ０．３９７５

表５　各算法／模型推荐性能比较（ＭｏｖｉｅＬｅｎｓ－１００Ｋ）

Ｍｏｄｅｌ Ｐ＠３ Ｐ＠５ Ｐ＠１０ ＮＤＧＣ＠３ＮＤＧＣ＠５ ＮＤＧＣ＠１０

ＰＭＦ ０．２８９５０．２６６４０．２４８３ ０．３０３７ ０．２８７８ ０．２８０４

ＰＣＭＭ ０．３００７０．２９４２０．２８１１ ０．３２２５ ０．３０１１ ０．２９３４

ＤｅｅｐＦＭ０．３７３８０．３６１９０．３３１２ ０．４０２１ ０．３９０１ ０．３７４６

ＩＲＧＡＮ０．３８０８０．３６８２０．３４２８ ０．４１８１ ０．４０６３ ０．３９４２

ＨＥＭ－

ＡＡＥ
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４　结束语

从实验结果来看，本文提出的 ＨＥＭ－ＡＡＥ推荐模型

有效提高了推荐精度。但是对于新用户在没有任何行为记

录时，无法进行推荐，冷启动问题依然存在。其次由于神

经网络是一个黑盒子过程，无法合理解释在反向传播的过

程中的具体细节，所以此算法缺乏一定的可解释性。本文

使用的为单层神经网络，对计算性能要求相对较小，而在

工业界实际操作中，数据体量远远大于本文实验数据，所

以后期要在分布式集群上进行数据运算，这样也可以获得

更准确的结果。
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