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基于堆叠稀疏自编码神经网络的航空

发动机剩余寿命预测方法研究

刘　康，肖　娜
（中国飞行试验研究院 测试所，西安　７１００８９）

摘要：航空发动机是飞行器的核心动力系统，工作环境恶劣，对其进行状态监测和寿命预测是保障飞行器安全可靠运行的重

要技术手段；研究了一种基于堆叠稀疏自编码神经网络的航空发动机剩余寿命预测方法，首先将多个自编码网络连接构成深度堆

叠自编码网络，选取发动机的状态数据作为网络的训练输入，使网络逐层智能提取数据间的分布式规则，从而构建发动机退化的

堆叠自编码学习模型；通过采用ＢＰ神经网络对发动机剩余寿命区间进行分类，作为发动机剩余寿命预测的结果；通过使用

ＰＨＭ２００８挑战赛中发动机退化数据对研究方法进行了验证，结果验证了堆叠自编码网络深度学习方法对航空发动机剩余寿命预

测的有效性。
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０　引言

航空发动机具有自动化程度高，结构复杂，专业化程

度高的特点。在整个飞机系统中，如果发动机出现故障而

无法正常工作，将直接影响飞机的安全运行，造成巨大的

经济损失甚至损坏飞机。死亡的严重后果［１２］。然而，由于

航空发动机结构复杂，难以确保长期安全可靠运行，随着

发动机工作时间的增加，发动机故障不可避免地会因老化，

环境和变载荷而发生［３４］。因此，我们需要研究一种能够有

效预测发动机剩余寿命、准确预测发动机故障时间、及时

实施维护、最终防止灾难性故障的方法［５６］。

航空发动机维护已经从过去的 “基于预防”的维护思

想转变为 “以可靠性为中心”的维护理念，并且还从简单

的定期维护到状态监控，基于状态的维护和生命存储部件

监控相应的维护方法，定时维护的组合。２０世纪７０年代开

发了发动机健康管理技术，如发动机状态监测，故障诊断

和寿命预测，以实现先进的维护理念［７８］。对于发动机用

户，全面了解发动机性能，快速准确地隔离和识别故障，

可以更好地更换计划［９］，确定发动机维修的范围和深度，

大大降低运行和维护成本，有效避免重大事故的发生［１０］。

目前，国外已开发出一些发动机健康管理系统，其主要

功能包括趋势分析，故障诊断，寿命预测，维护计划和管

理。自１９８５年以来，美国空军一直使用集成发动机管理系统

（ＣＥＭＳ）来管理其发动机机队。目前，ＣＥＭＳＩＶ已被全面的

发动机趋势和诊断系统 （ＣＥＴＡＤＳ）取代
［１１］。美国科学监测

公司为该系统开发了一个强大的数据分析和处理模块，称为

基于状态的智能状态发动机管理系统 （ＩＣＥＭＳ），具有以下

功能：数据验证和监测趋势；报警，检测和隔离；故障预

测；部件寿命评估；运营和维护计划管理［１２１３］。

在国内民用航空发动机状态监测领域，２０世纪９０年
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代，中国民航学院，北京航空航天大学和北京飞机维修工

程公司ＡＭＥＣＯ开发了发动机监测和诊断ＥＭＤ （发动机监

测与诊断）系统［１４］。

作为大数据时代的明星，深度学习在学术界和工业界

引起了广泛的关注，并在许多传统的识别任务中取得了显

着的成果。基于多个隐藏层，深度学习可以很好地实现复

杂高维函数的表示，因此具有强大的表示能力，并且具有

其他算法在自动特征提取中无法比拟的许多优点［１５１６］。堆

叠自编码网络 （ＳＡＥ）是深度学习中最重要的模型之一，

近年来，在故障诊断领域，ＳＡＥ的应用已经完成了许多故

障识别和分类任务。２０１５年，雷亚国等人。使用常见的

ＳＡＥ和降噪ＳＡＥ来解决滚动轴承和行星齿轮箱的故障诊

断，并比较 ＳＡＥ 与传统模式识别方法之间的识别准确

性［１７］；２０１６年，邵海东等。通过人工鱼群算法改进了ＳＡＥ

的损失函数，优化了网络的关键结构参数，有效地提高了

齿轮箱和滚动轴承故障的识别率。２０１７年，崔江等人用灰

色。通过支持向量机分类支持相关优化后的ＳＡＥ提取特

征，实现了航空发电机旋转整流二极管的故障诊断。此外，

ＳＡＥ已应用于变压器，核电站和风力涡轮机设备等复杂机

电系统的故障诊断领域，并取得了良好的效果［１８］。

因此研究了一种基于堆叠自编码网络的无监督特征提

取方法。以自编码网络为基本单元，采用逐层贪心训练算

法构建分层自编码网络模型。通过改善网络的结构复杂性，

增强了网络的功能表达能力，使得网络模型可以从输入数

据中获得更好的效果。提出了特征表达式，特征的自动提

取，以及深度网络特征提取的定性分析方法，提高了神经

网络知识获取过程的可解释性，提升了预测准确率。

１　自编码神经网络

１１　自编码神经网络架构

自编码神经网络 （ａｕｔｏ－ｅｎｃｏｄｅｒ，ＡＥ）是一个三层无

监督神经网络，由输入层、隐含层和输出层构成。网络中

不同层的神经单元之间采用全连接的方式，同一层的神经

单元之间不存在相互连接。从结构上看，自编码神经网络

可以认为是一种特殊的多层感知机，其也是通过反向传播

的方式进行训练学习，但不同点在于自编码神经网络是为

了重构输入数据，即自编码神经网络学习的目标是使得网

络的输出等于网络的输入。由于学习规则要求网络的输出

等于输入，自编码神经网络的输入层的神经单元个数必须

与输出层的神经单元个数相等，而其隐含层的神经元个数

可以是任意的［１９２１］。因此，只要确定网络输入层和隐含层

的神经元个数，自编码神经网络的结构也就确定了。图１

为一个自编码神经网络的结构示意图，该网络的输入层包

含５个神经元，隐含层包含３个神经元。

自编码神经网络包括两个部分：编码网络和解码网络。

其中编码网络用于将原始输入数据投影到一个低维空间

（当隐含层神经元个数少于输入层神经元个数时）中，得到

输入数据的一种特征表达，而解码网络则用于将低维空间

的特征表达重新投影回原始的数据空间，并最小化输入数

图１　自编码神经网络结构示意图

据与输出数据之间的差别，从而达到数据重构的目的。对

于给定的输入数据集狓＝ ｛狓１，狓２，狓３．．．狓犖｝（犖 为数据

集的样本个数），其编码过程为：

犪狀 ＝犳θ（狓
狀）＝狊（犠

（１）狓狀＋犫
（１）） （１）

式中，θ＝ ｛犠
（１），犫

（１）｝为编码网络的权值参数和偏置，犪狀

为隐含层学习到的输入数据的特征表达。解码过程则为中

间隐含层到输出层的映射，在输出层得到输入向量狓狀 的重

构表达狓^狀，映射函数表达式如下：

狓^狀 ＝犵θ′（犪
狀）＝狊（犠

（２）犪狀＋犫
（２）） （２）

式中，θ′＝ ｛犠
（２），犫

（２）｝为解码网络的权值参数和偏置。

式 （１）和式 （２）中，ｓ（）为神经元的激活函数，如ｔａｎｈ

或ｓｉｇｍｏｉｄ。

通过对输入数据进行先编码后解码的过程，可以在网

络的输出得到输入数据的重构表示，自编码神经网络通过

最小化重构误差［４８］完成训练，其中重构误差用下面的代价

函数来衡量：

犑（θ，狓）＝
１

犖∑
犖

狀＝１

１

２
‖^狓

狀
－狓

狀
‖
２ （３）

　　从数据重构的角度来看，对于一个训练好的自编码神

经网络而言，如果去掉网络的解码部分，对任意给定的新

的输入，利用网络参数可以通过编码计算，得到中间隐含

层的激活值向量。一般可以认为是对原输入更好的表达向

量，即提取的特征向量。自编码神经网络的特征提取模型

示意图如图２所示。

图２　自编码神经网络特征提取模型示意图

１２　稀疏自编码神经网络

在学习过程中，ＳＡＥ的参数通过最小化成本使用反向

传播来调整稀疏约束内的函数。稀疏性约束在隐藏层上工

作以限制其单位使它成为稀疏向量，其中大多数元素为零

或接近于零。对于自动编码的网络结构，具有Ｓ形激活功

能的神经元处于活跃状态如果输出接近１则显示状态，如

果输出接近０则显示非活动状态。因此，稀疏性约束被引

入来限制大多数神经元在大多数时候不活动。
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图３　去噪自编码神经网络的概念

隐藏单元犼的激活由犪犼 （狓）表示，并且隐藏单元犼的

平均激活如下：

＾
ρ
狀
＝
１

犿∑
犿

犻＝１

犪
（犻）

犼
（狓

（１）

［ ］） （４）

　　然后，我们将稀疏度约束定义为＾ρ犼＝ρ，其中ρ表示稀

疏性标准，其值为接近零，即隐藏的大部分神经元图层无

效。为了实现稀疏性的目标，引入了惩罚术语如果它偏离

信号，则惩罚＾ρ犼的目标函数来自ρ。在我们的研究中，ＫＬ

差异 ［４５］是被选为刑罚期限；

ＫＬ（ρ‖^ρ犼）＝ρｌｏｇ
ρ
＾
ρ犼
＋（１－ρ）ｌｏｇ

１－ρ
１－^ρ犼

（５）

　　犿 训练样例的训练集 ｛狓
（１），狔

（１）
．．．，（狓

（犿），狔
（犿）｝表

示，原始成本函数被定义为：

犑（犠，犫）＝
１

犿∑
犿

犻＝１

犑（犠，犫；狓
（犻）；狔

（犻）［ ］）＋λ２∑
狀
犾－１

犾＝１
∑
狊
犾

犻＝１

∑
狊
犾＋１

犼＝１

（犠犼犻

（犾））２＝
１

犿∑
犿

犻＝１

１

２
‖犺狑，犫（狓

（犻）
－狔

（犻））‖［ ２＋

λ
２∑

狀
犾－１

犾＝１
∑
狊
犾

犻＝１
∑
狊
犾＋１

犼＝１

（犠犼犻

（犾））］２ （６）

　　式 （５）中的第一项是平均平方和误差术语，第二项是

正则化项或权重衰减项，这些往往会减少权重。这里，犠

和犫与 （１）和 （２）中的相同，和λ是权重衰减参数。通过

添加稀疏惩罚项，成本函数被修改为：

犑（犠，犫）狊狆犪狉狊犲 ＝犑（犠，犫）＋β∑
狊
２

犼＝１

犓犔（ρ‖^ρ犼） （７）

　　其中：β代表稀疏性惩罚项的权重。

１３　去噪自编码神经网络

尽管描述了上述过程，学习功能很好地提高了性能并

且预测模型的泛化能力仍在继续由于在现实世界数据中出

现的噪音和异常值而面临挑战。为了强制隐藏层发现更强

大的功能，可以重建来自损坏版本的输入来训练自编码神

经网络，它是自编码神经网络去噪的理念如图４所示。

这些数据损坏是通过破坏初始输入狓以通过随机映射

创建部分销毁的版本珟狓来实现：

珟狓～狇犇（珟狓狘狓） （８）

　　标准方法是通过将狓元素的随机分数设置为零来将掩

蔽噪声应用于原始数据。接下来，损坏的数据狓通过一个

基本的自编码神经网络进程并映射到一个隐藏表示：

狔＝犳θ（珟狓）＝狊犻犵犿狅犻犱（犠．珟狓＋犫） （９）

　　从这个等式，我们重建：

狕＝犵θ′（狔） （１０）

　　在最后阶段，训练参数以最小化平均重建误差：

犔犎（狓，狕）＝犎（犅狓‖犅狕） （１１）

图４　两层堆叠稀疏自编码神经网络和逻辑回归

２　堆叠自编码神经网络

作为一个典型的深度神经网络，堆叠自编码神经网络

由多层稀疏或去噪自编码神经网络和逻辑回归组成。堆叠

自编码神经网络的每一层的输出都连接到后续层的输入。

两层架构堆叠稀疏自编码神经网络如图５所示。每个稀疏

或者去噪自编码神经网络生成输入的表示 （来自飞机发动

机传感器的数据）比前一层更抽象和更高维度，因为它是

通过应用额外的非线性变换来获得的。将稀疏自编码神经

网络的最后一层的输出输入到ＢＰ神经网络中，然后获得结

果 （发动机寿命值）

图５　堆叠自编码神经网络结构示意图

微调的过程主要集中在调整ＳＡＥ网络中的权重，从而

获得更好的预测性能。首先，前馈用于计算激活所有自编

码神 经 网 络 层。 在 下 一 步 中， 我 们 设 置 δ
（狀犾）
＝－

（△犪
狀犾犑）犳

１（狕狀犾）作为输出层，在△犑＝θ （犐－犘）中，犐是

输入标签，犘是条件概率的向量。然后，对于图层犾＝狀犾－

１，狀犾－２，．．．，３，２，我们设定δ
（犾）
＝ （（犠

（１））犜δ
（犾＋１））犳′

（狕狀犾），然后，所需的偏导数是：

△犠
犾犑（犠，犫；狓，狔）＝δ

（犾＋１）（犪
（１））犜，

△犫
犾犑（犠，犫；狓，狔）＝δ

犾＋１ （１２）

　　其中：犠，犫和犪如式 （１）和 （２）所示。最后，使用

批量梯度下降算法最小化整体成本函数。

３　系统软件设计

基于堆叠自编码网络的航空发动机寿命预测方法结合

了堆叠自编码网络模型和ＢＰ分类模型，先通过堆叠自编码
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网络提取航空发动机传感器数据特征，再对提取特征进行

结果分类，具体诊断流程如图６所示，具体步骤如下：

１）通过多个传感器采集航空发动机状态参数。

２）对每一组原始信号进行预处理，以构造足够的训练

数据集，提高网络的训练效果。

３）将各组样本数据分别输入到网络模型中，利用逐层

贪婪算法和ＢＰ反向传播算法对网络进行训练。

４）堆叠自编码网络经过训练后可以学习隐含在样本数

据中的知识，从而在其高层隐含层处获得样本数据的特征

向量。

５）将所有的特征向量进行合并，组合成为一个特征

向量。

６）将合并的特征向量输入到ＢＰ模型中，在模型输出

层得到预测的发动机寿命值区间。

图６　基于堆叠自编码网络的航空发动机寿命预测过程

４　实验结果与分析

４１　数据说明

为检验故障诊断方法的有效性，选择验证案例的数据

来源于２００８年ＰＨＭ国际会议预测挑战竞赛，挑战数据集

包括多个多变量时间序列，这些时间序列是通过发动机系

统的动态模拟收集的。该模型模拟了发动机的５个旋转部

件 （风扇，低压压气机，高压压气机，高压涡轮和低压涡

轮）中的任何一个部件损坏的情况，发动机示意图如图７

所示。该数据集包含了４５９１８ （２１８个周期劣化）组数据用

于训练，和２９８２０组数据 （２１８个周期劣化）用于测试。

图７　涡扇发动机示意图

每个发动机单元的每个循环的完整数据集包括单元ＩＤ，

操作循环指数，操作状态设置和典型的传感器测量。总共２１

个传感器 （如表１所示）安装在飞机发动机的不同部件中。

表１　飞机气体的传感器信号的描述涡轮发动机

序号 缩写 描述 单位

１ Ｔ２ 进气口温度 Ｒ

２ Ｔ２４ 低压压气机出口温度 Ｒ

３ Ｔ３０ 高压压气机出口温度 Ｒ

４ Ｔ５０ 低压涡轮温度 Ｒ

５ Ｐ２ 进气口压力 ｐｓｉａ

６ Ｐ１５ 涵道压力 ｐｓｉａ

７ Ｐ３０ 高压压气机出口压力 ｐｓｉａ

８ Ｎｆ 进气口风扇转速 ｒｐｍ

９ Ｎｃ 核心转速 ｒｐｍ

１０ ｅｐｒ 压比 －

１１ Ｐｓ３０ 高压涡轮出口静压 ｐｓｉａ

１２ ｐｈｉ 燃油量与高压涡轮出口静压比 ｐｐｓ／ｐｓｉａ

１３ ＮＲｆ 纠正风扇转速 ｒｐｍ

１４ ＮＲｃ 纠正核心转速 ｒｐｍ

１５ ＢＰＲ 涵道比 －

１６ ｆａｒＢ 燃烧室空气燃油比例 －

１７ ｈｔＢｌｅｅｄ 流焓 －

１８ Ｎｆ＿ｄｍｄ 风扇指示转速 ｒｐｍ

１９ ＰＣＮＦＲ＿ｄｍｄ 纠正风扇指示转速 ｒｐｍ

２０ Ｗ３１ 高压涡轮 ｌｂｍ／ｓ

２１ Ｗ３２ 低压涡轮 ｌｂｍ／ｓ

　　Ｒ：朗肯温度标度；ｐｓｉａ：每平方英寸绝对磅；ｒｐｍ：每分钟转数；

ｐｐｓ：每平方英寸的脉冲；ｌｂｍ／ｓ：磅每秒质量。

数据组的每个劣化周期内都包含了５类发动机机操作状

态，包括了马赫数、油门杆位置、大气高度，我们提取了其

中一个劣化周期内相同操作状态的数据如图所示，我们从图

８中的２１个传感器参数数据可以看出，有些参数在劣化过程

中变化不明显，有些参数数据随着发动机状态劣化变化趋势

明显。仅凭人工分析，很难分析出发动机寿命规律。

图８　发动机退化过程部分传感器信号

４２　结果分析

首先为了分析网络各层的训练情况，做出代价函数的

误差曲线图，如图９所示。从图中可以看出，第一隐含层

的预训练在迭代至１５０步时，代价函数的误差值趋于零且

波动性较小，可以说明此时网络达到收敛；同理，第二隐

含层约在５０步时达到收敛，输出层约在１００步时达到收敛，



第１２期 刘　康，等：


基于堆叠稀疏自编码神经网络的航空发动机剩余寿命预测方法研究 · ３３　　　 ·

网络微调过程则约在２００步时达到收敛。结果表明网络各

层预训练及网络微调的重构误差均达到收敛，说明此时的

网络结构及超参数的设置是较为合理的。

图９　代价函数误差曲线图

下面利用所提方法对航空发动机状态数据进行分析，

首先给发动机劣化数据打上寿命区间标签，再对其进行特

征提取，并实现寿命预测。首先是训练样本的构造：将每

一个发动机状态参数的操作数归一化，将归一化的数据分

类到１０个区间范围内，构成数据寿命标签，完成训练样本

的构造。实验中，选用测试集数据用于测试。然后是网络

参数设置：将训练样本输入到深度网络中进行训练，并确

定网络隐含层神经元个数，得到训练好的网络模型结构为

２４－１２５－７５－１０，即网络共有４层，每层神经元个数分别

为２４、１２５、７５、１０，其他网络参数的设置见表２。最后，

训练结束后可在第二隐含层处获得提取的特征向量，并在

输出层得到分类结果。

表２　网络参数设置表

每层预训练的稀疏度 ０．１／０．０６／０．２８

稀疏度惩罚系数 ３

权重惩罚系数 ０．０００３

噪声程度 ０．１５

训练步数 ４００

为了使分类结果稳定，分类测试共进行５０次，统计５０

次的误判样本个数，并取其平均值作为统计结果。同时为

了对比说明，采用相同的实验方法利用单层自编码网络对

航空发动机数据进行特征提取，对比两种方法的分类结果，

如表３所示。

表３　分类结果对比表

数据集 基于单层自编码网络 基于堆叠自编码网络

训练样本集 １ １

测试样本集 ０．８１５７ ０．９４９２

表中结果显示，与自编码神经网络相比，利用堆叠自

编码神经网络提取的特征在训练样本集和测试样本集上均

具有较高的分类正确率，这说明在实际应用中，堆叠自编

码神经网络提取的特征具有较好的可区分性，而且能够减

小工况干扰的影响。

５　结束语

文中，基于深度学习开发了一种新的数据驱动的发动

机剩余方法，该方法可以自己捕获有效的非线性特征并减

少人工干预。基于堆叠自编码神经网络是一种深度学习模

型，它不仅能够对发动机退化过程进行较好的建模，而且

能够充分挖掘数据内部信息，提取有效特征，排除无关数

据。将所提出的基于堆叠自编码神经网络的预测航空发动

机剩余寿命方法应用于２００８ＰＨＭ 数据挑战数据集以证明

所提出方法的有效性。实验结果显示预测精度达到预期，

并用单层自编码神经网络和堆叠自编码神经网络做了对比，

对别结果显示堆叠自编码神经网络在特征提取过程中有更

好的效果，预测准确率更高。所研究的航空发动机寿命预

测方法有助于提高飞机发动机的安全性，预测和管理飞机

发动机的健康状况，降低维护成本。
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