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基于混合准则的软测量建模辅助变量选择方法

郭　明，陈伟锋
（浙江工业大学 信息工程学院，杭州　３１００１３）

摘要：软传感器在工业中被广泛应用于预测与产品质量密切相关的关键过程变量，这些变量很难在线测量；要建立一个高精

度的软传感器，选择合适的辅助变量是至关重要的；针对这个问题，通过耦合训练集的ＢＩＣ准则以及验证集的 ＭＳＥ准则得到一

个混合整数非线性规划问题，并将该 ＭＩＮＬＰ问题分成内外两层结构，外层采用遗传算法对二元整数变量进行寻优，内层在整数

变量固定之后退化成了较易于求解的非线性规划问题；在此基础上经过进一步分析提出了基于混合准则的变量选择方法，然后将

所得辅助变量子集代入ＢＰ神经网络进行软测量建模；最后，通过４组案例对所提出方法进行验证；结果表明，所提出方法建立

的软测量模型具有较好的预测性能。

关键词：关键过程变量，辅助变量选择，混合整数非线性规划，ＢＩＣ准则
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０　引言

近年来，在现代生产过程中，对产品质量的要求越来

越高，必须对与产品质量密切相关的关键变量进行实时检

测。但是，在线分析仪表价格昂贵、维护保养复杂；而通

过离线实验室分析结果存在滞后大等原因，将导致控制质

量的性能下降，难以满足生产要求。为了解决这个问题，

以推断控制为基础的软测量建模方法及其应用技术取得了

广泛的关注［１３］。

软测量建模的基本思想就是选择一组与主导变量相关

的且易测量的辅助变量，并构造关于辅助变量和主导变量

的数学模型，实现对主导变量的在线估计［４５］，其中最为关

键的问题之一就是如何选取合适的辅助变量。目前，国内

外对辅助变量选择进行了大量的研究。其中，基于统计技

术的变量选择方法被较多的采用。２００６年，Ｅｍｅｔ等人
［６］提

出了一种直接优化 ＡＩＣ准则，将变量选择描述成一个混合

整数非线性 （ＭＩＮＬＰ，ＭｉｘｅｄＩｎｔｅｇｅｒＮｏｎｌｉｎｅａｒＰｒｏｇｒａｍ

ｍｉｎｇ）优化问题，该方法可以找到具有较优建模效果的辅

助变量子集，但是由于目标函数为非线性且非凸，当候选

辅助变量过多时，会导致求解时间过长，甚至难以找到最

优解；２０１７年，Ｊｉａｎ等人
［７］在 ＭＩＮＬＰ优化问题的基础上，

提出了一种基于ＢＩＣ准则的嵌套式 ＭＩＱＰ的变量选择方法，

该方法大大缩短了求解时间，但是该方法的求解结果容易

陷入局部最优。

除此之外，建立具有出众预测性能的软测量模型仍然

是一件困难的工作。一方面，现代工业通常存在很强的非

线性，导致主成分回归［８９］，偏最小二乘［１０１１］等线性软测量

模型的预测精度下降［１２］；另一方面，现代生产过程中，通

常存在多个重要且难以测得的主导变量。因此建立有非线

性解释能力的多输出软测量模型极为重要，而神经网络凭

借网络拓扑结构和非线性计算能力，广泛应用于软测量建

模、模式识别、预测等领域［１３１４］，２０１８年，Ｑｉｕ等人
［１５］提

出了一种基于深层神经网络的多输出软测量建模方法，其
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核心在于通过ＶＩＰ方法进行辅助变量选择，然后将所获得

辅助变量子集代入深度神经网络进行多输出软测量模型建

立，该方法所建立污水处理模型具有较优的预测性能，但

是通过ＶＩＰ方法选择辅助变量需要选取一个合适的ＶＩＰ阈

值，阈值过小，使得选取辅助变量过多，会导致模型过拟

合；而阈值过大，使得选取辅助变量太少，从而导致模型

欠拟合。

本文在嵌套式 ＭＩＱＰ的基础上进一步简化，将 ＭＩＮＬＰ

问题分成内外两层结构，外层采用启发式算法 （本文采用

遗传算法 （ＧＡ，ＧｅｎｅｔｉｃＡｌｇｏｒｉｔｈｍ）对二元整数变量进行

寻优，内层在整数变量固定之后退化成了最小二乘求解

（ＬＳ，ＬｅａｓｔＳｑｕａｒｅ），进一步分析提出了基于ＧＡ和ＬＳ的变

量选择方法 （ＧＡ－ＬＳ），实验结果表明，该方法能够较好

地避免局部最优的情况方法，而且当候选辅助变量过多时，

该方法能够以更快的速度获得更优的辅助变量子集。但是，

实验结果表明该方法存在精度不够的问题，即使用ＢＩＣ准

则虽然能够较好的估计预测误差，但是在某些数据集中与

真实预测误差仍存在较大差距。在后续研究中，为了更好

的估计预测误差，本文通过耦合训练集的ＢＩＣ准则以及验

证集的 ＭＳＥ准则用于更精确的估计预测误差，并且仍将其

描述为 ＭＩＮＬＰ优化问题，并进一步分析提出了基于混合准

则的变量选择方法 （ＧＡ－ＮＬＰ），该方法能够获得更优的

辅助变量子集。从而建立预测性能更好的模型。

综上所述，本文在基于ＢＩＣ准则的 ＭＩＮＬＰ优化问题的

基础上，提出了ＧＡ－ＬＳ和ＧＡ－ＮＬＰ两种辅助变量选择

方法。并且将所得到的辅助变量子集通过ＢＰ神经网络建立

软测量模型，实验结果表明：通过ＧＡ－ＬＳ方法能够以较

快的速度获得能够具有较优预测性能模型的辅助变量子集；

而通过ＧＡ－ＮＬＰ虽然求解时间较长，但是所获得的辅助

变量子集能够建立预测性能更优的模型。

１　犕犐犖犔犘以及 犕犐犙犘原理

１１　犕犔犚模型及评价准则

多变量统计分析方法，如主成分回归［１２１３］，多元线性

回归，偏最小二乘［１４１５］等，是最常用的软测量模型。其中，

ＭＬＲ模型基于其简便的分析表达式的特点
［１４］，被广泛用于

辅助变量选择。ＭＬＲ模型表示如下：

犢＝犡β＋ε

犈（ε）＝０

犆狅狏（ε）＝σ
２犐
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　　其中：
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　　对于软测量模型，其主要任务是预测未知数据。建立

模型的质量应根据其泛化性能进行评估。因此，在评估预

测模型时，需要关注的应该是测试数据的预测误差，而不

是训练数据的误差［７］。但是精确地测量测试数据的预测误

差是不可能的，只能通过其它方法对测试数据的预测误差

进行估计。其中一种方法就是计算模型的复杂性，然后将

其添加到模型训练误差中。而对于线性模型，模型中变量

的数量可以表征模型的复杂性。因此，本文选取上述ＢＩＣ

准则作为软测量评价准则，其定义如下：

犅犐犆＝－２ｌｎ犔＋狆ｌｎ狀 （２）

　　其中：犔为似然函数，由于本文使用 ＭＬＲ模型用于变

量选择，似然函数犔定义如下
［７］：

ｌｎ犔＝－
狀
２
ｌｎ（
１

狀
狔－犡β

２）＋犆 （３）

１２　犕犐犖犔犘及 犕犐犙犘方法

辅助变量选择旨在选择出主导变量密切相关的辅助变

量子集。Ｅｍｅｔ等人
［６］为了实现这个目的，引入一组０－１决

策变量狕犼，犼＝１，２，…，犿 用于选择辅助变量，若第犼个

变量被选中，则狕犼＝１，否则狕犼＝０。然后，通过引入大 犕

约束可以实现变量选择的目的：

－犕狕犼≤犫犼≤犕狕犼　（犼＝１，２，…，犿） （４）

　　其中：犕 为一个足够大的正数，－犕 和犕 分别为回归

系数向量犫犼的上下界。

由于ＢＩＣ是一个估计真实预测误差的有效指标，故将

ＢＩＣ准则作为模型的目标函数，最小化ＢＩＣ／ＡＩＣ准则，可

以将变量选择问题表示为如下 ＭＩＮＬＰ问题：

ｍｉｎ犑＝犌犐犆

狊．狋．　ε犻 ＝狔犻－（犫０＋∑
犿

犼＝１

犫犼狓犻犼）　（犻＝１，２，…，狀）

－犕狕犼≤犫犼≤犕狕犼　（犼＝１，２，…，犿）

狕犼∈ ｛０，１｝　（犼＝１，２，…，犿）

（５）

　　值得注意的是，由于 ＭＩＮＬＰ优化问题中的目标函数是

一个非线性且非凸的函数，当候选变量数量过大时 （犿＞

４０），将难以找到最优解。２００９年，Ｈａｓｔｉｅ等人的研究
［１］表

明随着模型复杂度的增加，测试误差会先降低；但当复杂

度高于某一临界值时，测试数据的预测效果却越来越差。

Ｊｉａｎ等人基于这个原理在 ＭＩＮＬＰ优化问题基础上，进一步

简化，提出了一种嵌套式 ＭＩＱＰ的变量选择方法，表示

如下：

ｍｉｎ犑＝犌犐犆

狊．狋．　ｍｉｎ犑＝∑
狀

犻＝１

ε（犽）
２
犻

狊．狋．　ε犻 ＝狔犻－（犫０＋∑
犿

犼＝１

犫犼狓犻犼）　（犻＝１，２，…，狀）

∑
犿

犼＝１

狕犼 ＝犽　狕犼∈ ｛０，１｝　（犼＝１，２，…，犿）

－犕狕犼≤犫犼≤犕狕犼　（犼＝１，２，…，犿） （６）

　　该优化问题通过外层目标函数，参数化所选变量个数

犽，并在内层中，持续求解一个 ＭＩＱＰ问题，直至外层目标

函数结果变差为止。
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２　犌犃－犔犛及犌犃－犖犔犘方法

２１　犌犃－犔犛

本文将 ＭＩＮＬＰ问题分成内外两层结构，外层采用启发

式算法 （本文采用遗传算法 （ＧｅｎｅｔｉｃＡｌｇｏｒｉｔｈｍ，ＧＡ））对

二元整数变量进行寻优，内层在整数变量固定之后退化成

了较易于求解的非线性规划问题 （ＮｏｎｌｉｎｅａｒＰｒｏｇｒａｍｍｉｎｇ，

ＮＬＰ）。在此基础上经过进一步分析提出了基于ＧＡ和最小

二乘 （ＬｅａｓｔＳｑｕａｒｅｓ，ＬＳ）的变量选择方法 （ＧＡ－ＬＳ）。

首先，通过固定每一次进行建模的辅助变量子集时，

原 ＭＩＮＬＰ优化问题进一步简化为ＮＬＰ问题，而该ＮＬＰ问

题的本质就是最小二乘求解；然后，通过搜索算法找到具

有最优预测性能 （ＧＩＣ）的辅助变量子集，而ＧＡ
［１７］具有直

接对结构对象进行操作的特点，正适合用来搜索最优辅助

变量子集。ＧＡ－ＬＳ的计算步骤总结如下：

１）数据预处理，对数据集进行归一化处理，并将数据

集按照７：３的比例分为训练集和测试集，训练集用于辅助

变量选择，测试集用于验证所选子集效果；

２）随机生成种群，即等概率０、１编码的标准化矩阵，

矩阵中行向量代表候选变量个数犿，列向量代表遗传算法

种群大小犖。并指定遗传算法最大迭代次数５００。

３）对于一组给定的有犿个候选辅助变量的数据集，通

过遗传算法种群个体固定了一个有狆个辅助变量的子集时，

原 ＭＩＮＬＰ优化问题进一步简化为一个ＮＬＰ问题：

ｍｉｎ狀ｌｏｇ
∑
狀

犻＝１

ε
２

烄

烆

烌

烎狀
＋狆ｌｎ狀

狊．狋．　ε＝狔犻－（犫０＋∑
狆

犼＝１

犫犼狓犻犼）　（犻＝１，２，…，狀） （７）

　　４）其中狆已知，故式 （７）中的狆ｌｎ狀是一个常数。

故该ＮＬＰ问题实质为均方误差最小化问题：

ｍｉｎ∑
狀

犻＝１

ε
２

狊．狋．　ε＝狔犻－（犫０＋∑
狆

犼＝１

犫犼狓犻犼）　（犻＝１，２，…，狀） （８）

　　即简化为最小二乘法求解，其求解结果如下：

β＝ （犡
犜犡）－１犡犜犢 （９）

　　当目标数据集为多输出数据集时，即主导变量为犎 ＝

（犢１，犢２，…，犢犺），则此时的求解结果为：

β＝ （犡
犜犡）－１犡犜犢 （１０）

　　５）建立子集模型后，通过式 （４）计算个体的适应度

值，表达如下：

犳狏犪犾＝∑
犺

犼＝１

犅犐犆（犼） （１１）

　　用于评价该子集模型的预测性能。

６）计算出种群中各个个体的适应度后，保留适应度最

优个体，共犚个。

７）对其余个体进行交叉和变异操作，其中选交叉算子

为０．８５，变异算子为０．０２。

８）一轮遗传迭代结束后，求出最佳个体，并与上一轮

求得的最佳个体比较，较优个体留下。转到第１）步，开始

新一轮的迭代。

９）达到ＧＡ设定迭代次数，则迭代结束。

２２　犌犃－犖犔犘

上述ＧＡ－ＬＳ方法中的广义信息标准 （ＧＩＣ）虽然能够

较好的估计预测误差，但是不够精确。于是本文通过耦合

训练集的ＢＩＣ准则和验证集的 ＭＳＥ准则用于更精确的估计

预测误差。进一步提出了ＧＡ－ＮＬＰ方法，该方法在ＧＡ－

ＬＳ方法基础上对步骤１、２、４、５进行改进，改进如下：

１）数据预处理，对数据集进行归一化处理，并将数据

集按照５：２：３的比例分为训练集、验证集和测试集，训练

集、验证集用于辅助变量选择，测试集用于验证所选子集

效果；

２）通过耦合训练集的ＢＩＣ准则和验证集的 ＭＳＥ准则

用于更精确的估计预测误差，仍表达为 ＭＩＮＬＰ优化问题，

其表达如下：

ｍｉｎ犑＝狀１ｌｎ
１

狀１∑
狀
１

犻＝１

ε１（ ）２ ＋狆ｌｎ狀１＋狀２ｌｎ
１

狀２∑
狀
２

犻＝１

ε２（ ）２

狊．狋．　ε１
犻
＝狔犻－ 犫０＋∑

犿

犼＝１

犫犼狓犻（ ）犼 （犻＝１，２，…，狀１）

ε２
犻
＝狔犻－ 犫０＋∑

犿

犼＝１

犫犼狓犻（ ）犼 （犻＝１，２，…，狀２）

－犕狕犼≤犫犼≤犕狕犼　（犼＝１，２，…，犿）

狕犼∈ ｛０，１｝　（犼＝１，２，…，犿） （１２）

式中，狀１，狀２分别为训练集和验证集的过程数据长度，ε１，ε２分

别为训练集和验证集的模型预测误差。

４）对于一组给定的有犿个候选辅助变量的数据集，通

过遗传算法种群个体固定了一个有狆个辅助变量的子集时，

原 ＭＩＮＬＰ优化问题进一步简化为一个ＮＬＰ问题：

ｍｉｎ犑＝狀１ｌｎ
１

狀１∑
狀
１

犻＝１

ε１（ ）２ ＋狆ｌｎ狀１＋狀２ｌｎ
１

狀２∑
狀
２

犻＝１

ε２（ ）２

狊．狋．　ε１
犻（犼）＝狔犻－ 犫０＋∑

犿

犼＝１

犫犼狓犻（ ）犼 （犻＝１，２，…，狀１）

（１３）

　　当目标数据集为多输出数据集时，即主导变量为犎 ＝

（犢１，犢２，…，犢犺），则需要多次求解ＮＬＰ问题。

５）通过求解ＮＬＰ问题建立子集模型，通过式 （１４）计

算个体适应度值；

犳狏犪犾＝∑
犺

犻＝１

犑（犻） （１４）

式中，犑（犻），犻＝１，…，犺是犎 中每个主导变量犢，犻＝１，…，犺

对应的ＮＬＰ求解结果。

３　结果与讨论

３１　实验数据

本文从ＵＣＩ数据库中选取了３组数据集以及１组废水
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处理数据集［１８］ （ＷＷＴＰ）进行了仿真实验。其中，数据集

ＷＷＴＰ有四个输出变量可以被预测 （生物需氧量、化学需

氧量、悬浮固体和沉积物）。

对于ＣＣＰＰ
［１９］数据集，本文在原始数据集的基础上生成

了二阶多项式特征，对于数据集Ｃｒｉｍｅ
［２０］和 ＷＷＴＰ数据

集，原始数据集中包含缺失值的变量被剔除。在辅助变量

选择前，对所有实验数据进行标准化处理，即它们的列均

值 （每一个过程变量的均值）都为０，方差都为１。

３２　单输出测试

本文使用ＣＣＰＰ及Ｃｒｉｍｅ两个数据集作为单输出测试用

例。为了评估ＧＡ－ＬＳ和ＧＡ－ＮＬＰ的性能，本文对该算

法进行了实验仿真及分析，并与 ＭＩＮＬＰ－ＭＬＲ、ＭＩＱＰ－

ＭＬＲ两种方法进行比较，其中 ＭＩＮＬＰ－ＭＬＲ使用ＢＡＲ

ＯＮ求解器进行求解；ＭＩＱＰ－ＭＬＲ使用ＣＰＬＥＸ求解器进

行求解。求解的结果通过ＢＰ模型进行建模，并且采用测试

集的均方根误差犚犕犛犈犘和测试集的模型决定系数犚２犘两

个指标对模型的性能进行评价。两个指标定义如下：

犚犕犛犈犘 ＝
１

狀∑
狀

犻＝１
（狔犻－狔犻

∧

）槡
２ （１５）

犚２犘＝１－
∑

狀

犻＝１
（狔犻－狔犻

∧

）２

∑
狀

犻＝１
（狔犻－珔狔）

２
（１６）

式中，狔犻为训练集中第犻个样本的实际值，狔犻
∧

为训练集的模

型预测值，珔狔为测试集中实际值的均值。三种方法比较结果

如表２所示。

在表２中，显示了４种方法的预测效果。其中，狆表示

最终辅助变量子集的变量个数；犚犕犛犈犘 和犚２犘 为预测模

型评价指标，其中，犚犕犛犈犘的值越小越好，犚２犘的值越接

近１越好。犆犘犝 （狊）代表该方法进行变量选择所使用的时

间。所有比较方法的最佳犳狏犪犾／犚
２犘／犚犕犛犈犘 值和最小时

间成本用粗体字表示。

由表２可得，本文所提出两种方法所得预测精度优于

ＭＩＮＬＰ以及 ＭＩＱＰ两种方法。其中又以ＧＡ－ＮＬＰ方法所

得预测精度最高。

综上所述，通过ＧＡ－ＬＳ方法能够以较快的速度获得

能够具有较优预测性能模型的辅助变量子集；而通过ＧＡ－

ＮＬＰ虽然求解时间较长，但是所获得的辅助变量子集能够

建立预测性能更优的模型。

３３　多输出测试

本文使用 ＷＷＴＰ数据集作为多输出测试用例。为了评

估ＧＡ－ＬＳ以及ＧＡ－ＮＬＰ方法的性能，本文对该算法进

行了实验仿真及分析，并与 ＶＩＰ方法进行比较。三种方法

比较结果如表３所示。

在表３中，显示了３种方法的预测效果。其中，狆表示

最终辅助变量子集的变量个数；犚犕犛犈犘 和犚２犘 为预测模

型评价指标，其中，犚犕犛犈犘的值越小越好，犚２犘的值越接

近１越好。所有比较方法的最佳犚２犘／犚犕犛犈犘值用粗体字

表示。

由表３可得，本文所提出两种方法所得预测精度优于

ＶＩＰ方法。其中又以ＧＡ－ＮＬＰ方法所得预测精度最高。

预测输出曲线如图１～４所示。

表１　ＵＣＩ数据集

数据集 数据集简写 狀 犿 原始数据集

ＣｏｍｂｉｎｅｄＣｙｃｌｅＰｏｗｅｒＰｌａｎｔ ＣＣＰＰ ９５６８ １４ ＣｏｍｂｉｎｅｄＣｙｃｌｅＰｏｗｅｒＰｌａｎｔ

Ｃｒｉｍｅ Ｃｒｉｍｅ １９９４ ９９ ＣｏｍｍｕｎｉｔｉｅｓａｎｄＣｒｉｍｅ

Ｂｉｏｌｏｇｉｃａｌｄｅｍａｎｄｏｆｏｘｙｇｅｎ ＲＤ－ＤＢＯ－Ｇ ３７９ ３４ ＷａｔｅｒＴｒｅａｔｍｅｎｔＰｌａｎｔ

Ｃｅｍｉｃａｌｄｅｍａｎｄｏｆｏｘｙｇｅｎ ＲＤ－ＤＱＯ－Ｇ ３７９ ３４ ＷａｔｅｒＴｒｅａｔｍｅｎｔＰｌａｎｔ

Ｓｕｐｅｎｄｅｄｓｏｌｉｄｓ ＲＤ－ＳＳ－Ｇ ３７９ ３４ ＷａｔｅｒＴｒｅａｔｍｅｎｔＰｌａｎｔ

Ｓｄｉｍｅｎｔｓ ＲＤ－ＳＥＤ－Ｇ ３７９ ３４ ＷａｔｅｒＴｒｅａｔｍｅｎｔＰｌａｎｔ

表２　单输出数据集预测结果

Ｃａｓｅ 犿 狀 Ｍｏｄｅｌ 犽 犳 犚犕犛犈犘 犚２犘 犆犘犝（ｓ）

ＣＣＰＰ ９５６８ １４

Ｃｒｉｍｅ １９９４ ９９

ＭＩＮＬＰ（ＢＩＣ） １３ －１８３９５．２ ０．２０４ ０．９４５ ４６９．４

ＭＩＱＰ（ＢＩＣ） ４ －１８０７３．１ ０．２０８ ０．９４３ ８６．８

ＧＡ－ＬＳ（ＢＩＣ） ８ －１８４０８．５ ０．２５１ ０．９４７ ３５０．７

ＧＡ－ＮＬＰ ８ ／ ０．１９９ ０．９４８ １４５７．７

ＭＩＮＬＰ（ＢＩＣ） １４ －１０４７．５ ０．５４９ ０．６６２ １８０００．８

ＭＩＱＰ（ＢＩＣ） ９ －１１４８．２ ０．５７５ ０．６３０ ３５０８．５

ＧＡ－ＬＳ（ＢＩＣ） １４ －１１６１．９ ０．５５４ ０．６５６ ４９９．２

〗ＧＡ－ＮＬＰ １４ ／ ０．５３７ ０．６７８ ２３３６．８
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表３　多输出数据集预测结果

Ｃａｓｅ ｍ ｎ Ｍｏｄｅｌ ｋ ＲＭＳＥＰ Ｒ２Ｐ

ＲＤ－ＤＢＯ－Ｇ ３７９ ３４

ＶＩＰ ８ ０．４３２ ０．５６５

ＧＡ－ＬＳ（ＢＩＣ） １５ ０．０３９ ０．９９６

ＧＡ－ＮＬＰ（ＢＩＣ） １６ ０．０３４ ０．９９８

ＲＤ－ＤＱＯ－Ｇ ３７９ ３４

ＶＩＰ ８ ０．０９７ ０．９８４

ＧＡ－ＬＳ（ＢＩＣ） １５ ０．１１３ ０．９７６

ＧＡ－ＮＬＰ（ＢＩＣ） １６ ０．０４１ ０．９９９

ＲＤ－ＳＳ－Ｇ ３７９ ３４

ＶＩＰ ８ ０．３２３ ０．８０４

ＧＡ－ＬＳ（ＢＩＣ） １５ ０．０６４ ０．９９２

ＧＡ－ＮＬＰ（ＢＩＣ） １６ ０．０３１ ０．９９８

ＲＤ－ＳＥＤ－Ｇ ３７９ ３４

ＶＩＰ ８ ０．１５０ ０．８３７

ＧＡ－ＬＳ（ＢＩＣ） １５ ０．０７２ ０．９６３

ＧＡ－ＮＬＰ（ＢＩＣ） １６ ０．０６２ ０．９７０

图１　ＲＤ－ＤＢＯ－Ｇ的预测输出与实际输出

图２　ＲＤ－ＤＱＯ－Ｇ的预测输出与实际输出

图３　ＲＤ－ＳＳ－Ｇ的预测输出与实际输出

用过上面４幅预测输出与实际输出对比图可以发现，本文

提出的两种方法所得预测输出明显优于 ＶＩＰ方法所得预测

输出；而所提出的耦合准则 （ＢＩＣ＋ＭＳＥ）方法所得结果也

图４　ＲＤ－ＳＳ－Ｇ的预测输出与实际输出

优于单一准则 （ＢＩＣ）方法所得结果。

４　总结

辅助变量选择对于构建软传感器非常重要。为了选择

最佳的辅助变量子集，提出了一种遗传算法结合 ＭＩＮＬＰ问

题的辅助变量选择方法 （ＧＡ－ＬＳ），并在ＧＡ－ＬＳ的基础

上，通过耦合训练集的ＢＩＣ准则以及验证集的 ＭＳＥ准则提

出了一种更精确的辅助变量选择方法 （ＧＡ－ＮＬＰ），并将

所得辅助变量子集通过ＢＰ神将网络建立软测量模型。与其

他方法相比，本文所提出的方法能够很好保证所选变量的

质量。通过４组数据集的实验结果表明，该方法可以得到

具有良好泛化能力的模型。本文还介绍了该方法在污水处

理厂案例上的应用，结果表明，所提出的变量选择方法能

够好的与关键变量相关性高且变量数尽可能少地辅助变量

子集，从而建立预测性能良好的模型。
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