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深度学习语义分割方法在遥感影像

分割中的性能分析
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摘要：针对如何应用深度学习语义分割方法实现遥感影像高性能分割的问题，选择了当前流行的ＳｅｇＮｅｔ、ＰＳＰｎｅｔ以及Ｄｅｅｐ

ｌａｂｖ３＋三种基于深度学习语义分割算法，利用南方某区域无人机高分辨率遥感影像中４类要素分割为实验，以总体精度、平均精

度及平均交并比 （ＭＩｏＵ）作为精度衡量指标，全面对比分析了３种算法的精度；结果表明，在迁移学习支持下，３种算法总体精

度可提升２至５个百分点；通过对ＰＳＰＮｅｔ算法运用不同骨干网络，验证了不同结构网络对精度的贡献，优选出复杂度低的骨干

网络；采用集成学习的思路，利用投票法对多算法模型进行结果融合可提升总体精度１％左右；３种算法对植被及水体的分割效

果均要优于建筑物及道路，其中Ｄｅｅｐｌａｂｖ３＋算法精度最高，总体精度达到８９．３％，ＭＩｏＵ达到８０．４％，可实现要素的鲁棒分割。

关键词：遥感影像；深度学习；语义分割；总体精度；迁移学习
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０　引言

遥感影像分割作为遥感影像解译的重要分支之一，是

将图像分割为若干对象区域，每个区域内的像素之间具有

较好的相似性，同时保证对象区域之间有较大的异质性［１］。

智能的遥感影像分割可实现典型要素自动提取，如快速提

取道路网数据，能够为导航图提供数据支持。传统分割方

式一般使用随机森林［２］或者纹理基元森林方法［３］来构建用于

语义分割的分类器，这类方法需要人工制作复杂特征，鲁

棒性差，难以满足大范围自动化作业需求。近年来，深度

学习在多种高级计算机视觉任务中取得成功，特别是监督

学习下的卷积神经网络在图像分类、目标检测方面成功鼓

舞着研究人员探索此类网络对于像素级标记，如语义分割

方面的能力。２０１４年ＪｏｎａｔｈａｎＬｏｎｇ等提出的全卷积神经网

络 （ＦｕｌｌｙＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｔｗｏｒｋ，ＦＣＮ）
［４］，是深度学习应

用于图像语义分割的开山之作，将传统卷积神经网络

（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ，ＣＮＮ）中的全连接层转化

成卷积层，编码部分通过卷积和池化操作获取特征图，解

码部分通过反卷积上采样恢复原图尺度，实现像素级分割。

然而，相比于ＣＮＮ下采样阶段的结构规整，ＦＣＮ上采样时

的结构相对凌乱。因此，２０１５年ＶｉｊａｙＢａｄｒｉｎａｒａｙａｎａｎ提出

ＳｅｇＮｅｔ算法
［５］，采用了几乎和下采样对称的上采样结构，

分割精度及效率均得到提升。针对现有模型由于没有引入

足够的上下文信息及不同感受野下的全局信息而存在分割

出现错误的情景，ＺｈａｏＨ提出了使用全局场景下的类别信

息的ＰＳＰＮｅｔ算法
［６］，另外还提出了引入辅助损失的深度残

差网络 （ＲｅｓＮｅｔ）
［７］优化方法。Ｄｅｅｐｌａｂ系列 （ｖ１，ｖ２，ｖ３，

ｖ３＋）是由Ｌｉａｎｇ－ＣｈｉｅｈＣｈｅｎ等
［８１０］提出的，通过不断优

化，最近的 Ｄｅｅｐｌａｂｖ３＋
［１０］在引用多孔空间金字塔池化
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（ＡＳＰＰ）网络模块，利用解码编码的形式，扩展了感受野，

获取更多的上下文信息，能够实现图像鲁棒分割。总而言

之，这些基于深度学习的语义分割算法不断优化，性能得

到提升，但这些算法都基于公开自然场景数据集上评价分

析，当前针对于高分辨率遥感影像分割分析较少，因此，

研究分析这些算法在遥感影像中的分割性能，对于选择合

适算法用于遥感图像语义分割具有参考价值。

本文将基于无人机遥感影像，通过定性对比试验和定

量评价分析典型的３种语义分割算法ＳｅｇＮｅｔ、ＰＳＰＮｅｔ、

Ｄｅｅｐｌａｂｖ３＋的分割性能。本文首先介绍了这３种语义分割

算法基本原理，其次阐述了优化策略，最后通过实验进行

全面分析评价。

１　算法原理

１１　ＳｅｇＮｅｔ算法

ＳｅｇＮｅｔ类似于全卷积网络的解码编码形式，但编码和

解码使用的技术不一致，其网络结构如图１所示。该网络

结构是一种对称结构，编码部分使用的是ＶＧＧＮｅｔ网络
［１１］

的前１３层卷积网络，通过卷积提取高维特征，并通过池化

使图片变小，解码部分通过上采样与反卷积操作使特征图

像变大，恢复至原输入图像大小，最后通Ｓｏｆｔｍａｘ层，输出

每个像素点不同分类的最大值。由于最大池化和子采样的

叠加，会导致边界细节损失增大，因此ＳｅｇＮｅｔ在编码特征

图过程中储存了最大池化标记位置，并且在上采样过程恢

复最大池化位置。

图１　ＳｅｇＮｅｔ算法原理

１２　犘犛犘犖犲狋算法

针对大部分全卷积网络的模型都缺少合适的策略去利

用全局场景下的类别信息，ＰＳＰＮｅｔ算法引入金字塔池化模

块，其原理示意图如图２所示。输入图像通过特征提取网

络得到原来图像尺寸１／８的特征图像，特征图像送入金字

塔池化模块，金字塔池化分为４种不同尺度，池化之后可

得到不同尺寸的特征图，对每个金字塔层级特征图进行１

１卷积降维操作，然后直接对低维的特征图进行上采样，得

到原图尺寸。最后，不同层的特征图与原特征图融合连接

后经过卷积输出结果。

１３　犇犲犲狆犾犪犫狏３＋算法

Ｄｅｅｐｌａｂｖ３＋算法采用类似于ＦＣＮ的编码器－解码器的

方式，其原理示意图如图３所示。

输入图像利用特征提取网络生成比原图缩小１６倍特征

图。该算法以Ｘｃｅｐｔｉｏｎ网络作为骨架网络，其网络结构由

一系列深度可分离卷积、类似ＲｅｓＮｅｔ中的残差连接和一些

图２　ＰＳＰＮｅｔ算法原理

图３　Ｄｅｅｐｌａｂｖ３＋原理示意

其他常规的操作组成，由于Ｄｅｅｐｌａｂｖ２版本采用的是Ｒｅｓ

Ｎｅｔ作为骨架网络，Ｄｅｅｐｌａｂｖ３＋精度较Ｄｅｅｐｌａｂｖ２提升，因

此本文不再对该算法下以ＲｅｓＮｅｔ作为骨架网络进行训练。

Ｘｃｅｐｔｉｏｎ网络中引入了 ＡＳＰＰ模块，可以在多尺度上捕获

信息，实现鲁棒分割。然后将特征图输入到一个２５６通道

的１１卷积层中。最后，将卷积后的特征图输入至解码器

部分实现恢复至原图像大小的分割结果。该解码器借鉴全

卷积网络的跳步连接方式，首先利用４８通道１１卷积对低

层次特征图卷积，实现特征图降维，再将其与经４倍双线

性内插上采样的高层次特征图融合，最后进行３３卷积操

作后经４倍的双线性内插恢复至原图大小，获得分割预

测图。

２　优化策略

２１　迁移学习

受限于硬件环境能力，实际训练中可能不具备分布式

ＧＰＵ环境，并且训练样本规模有限，如果随机给定初始化

模型参数权值，训练效果不一定良好。

迁移学习是将算法中的骨架网络在经过海量图像分类

数据预训练好的权值，迁移至训练任务中，对网络权值进

行初始化。通过迁移学习可加速网络训练速度，提高训练

精度［１２］。但语义分割算法中的骨干网络和图像分类任务预

训练的模型不一定完全一致，如ＰＳＰＮｅｔ算法中的ＲｅｓＮｅｔ

网络引入空洞卷积策略，而实际预训练ＲｅｓＮｅｔ模型不具备

该参数，导致两者参数无法一一对应，因此，实际只从预

训练模型中加载模型中包含的相关参数字段。

２２　犆犖犖网络替换

骨干网络是语义分割算法的基础网络，对于提取特征

至关重要，网络结构越合理，模型算法效果将更优，也更

容易进行训练。为寻求更优的骨干网络，可对算法骨干网

络部分进行替换实验，例如，针对ＰＳＰＮｅｔ算法，文献 ［６］
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中特征提取网络采用的是带有空洞卷积的ＲｅｓＮｅｔ网络，为

对比不同骨架网络下的算法性能，本文同时设计采用

ＤｅｎｓｅＮｅｔ网 络
［１３］作 为 特 征 提 取 网 络 进 行 对 比 实 验。

ＤｅｎｓｅＮｅｔ是一种具有密集连接的卷积神经网络，其基本思

路与ＲｅｓＮｅｔ一致，但相对于ＲｅｓＮｅｔ的 “短路连接”，其建

立的是前面所有层与后面层的密集连接，可实现特征重用，

提升效率。在图像分类领域里，同等精度下，ＤｅｎｓｅＮｅｔ的

参数量要小于ＲｅｓＮｅｔ。

在ＰＳＰＮｅｔ算法基础上，本文利用ＲｅｓＮｅｔ和ＤｅｎｓｅＮｅｔ

不同网络层数的网络结构作为骨干网络设计模型进行实验，

分 别 为 ＲｅｓＮｅｔ－ ３４，ＲｅｓＮｅｔ－ ５０、ＲｅｓＮｅｔ－ １０１、

ＤｅｎｓｅＮｅｔ１２１、ＤｅｎｓｅＮｅｔ１６９以及 ＤｅｎｓｅＮｅｔ２０１，算法生成

模型大小如表１所示，其中以ＤｅｎｓｅＮｅｔ１２１为骨架网络的

ＰＳＰＮｅｔ模型参数最少，模型复杂度最低，训练时需要梯度

下降的参数更少。本文将在节３．３对不同骨干网络进行精

度分析。

表１　模型参数大小

算法 骨架网络 参数量（Ｍ） 骨架网络 参数量（Ｍ）

ＰＳＰＮｅｔ

ＲｅｓＮｅｔ－３４ １１０．４ ＤｅｎｓｅＮｅｔ１２１ ７６．８

ＲｅｓＮｅｔ－５０ ２１４．７ ＤｅｎｓｅＮｅｔ１６９ １４０．３

ＲｅｓＮｅｔ－１０１ ２９０．９ ＤｅｎｓｅＮｅｔ２０１ １８３．１

３　实验分析

３１　实验平台与数据

实验硬件为联想 Ｐ９２０工作站，操作系统为 Ｕｂｕｎ

ｔｕ１６．０４，配置９６Ｇ内存及ＮＶＩＤＩＡＴＩＴＡＮＸｐ显卡。编程

语言为Ｐｙｔｈｏｎ，深度学习框架为Ｐｙｔｏｒｃｈ。

实验训练数据为南方某区域２０１５年５张不同像素大小

及区域的无人机遥感影像及相应标记数据，标记分为５类，

分别为背景、植被、建筑、水体及道路。将其中４张裁切为

３００３００大小图片１９００张，另外１张裁切为３００３００大

小图片３００张作为验证集。另有多张不同场景的测试影像

数据 （不带标记）作为分割效果可视化对比验证。由于训

练样本数据量有限，仅利用上述样本训练，会造成过拟合

现象，为解决这个问题，本文设计了适应遥感数据特点的

数据增强器，该数据增强器相比于常规的通过图像单个变

换方式增强，不同之处在于其以概率的形式对多种图像变

换方式进行组合操作，再将数据固定到指定尺寸，如图４

所示。

在该图像增强器的处理下，每次输入网络中的图片能

从色彩、亮度、纹理、尺度等方面保持差别。因此，通过

数据增强器能够有效丰富样本的数量。

３２　精度评价指标

传统影像分类方法采用总体精度 （ｏｖｅｒｒａｌｌａｃｃｕｒａｃｙ，

ＯＡ）、平均精度 （ａｖｅｒａｇｅａｃｃｕｒａｃｙ，ＡＡ）和Ｋａｐｐａ系数作

为评价指标［１５］。本文将继续采用 ＯＡ和 ＡＡ指标，并引入

深度学习标准度量 ＭＩｏＵ作为评价指标。假设图像共有犽＋

１个待分割签类别 （从犔０到犔犽，其中犔０为背景类），狆犻犻 表

图４　数据增强器设计

示本属于类犻但被预测为类犼的像素数量。即狆犻犻表示真正例

的数量，而狆犻犼 、狆犼犻 则分别为假正例和假负例。则总体精度

可表示为：

犗犃 ＝
∑

犽

犻＝０
狆犻犻

∑
犽

犻＝０∑
犽

犼＝０
狆犻犼

（１）

　　平均精度是总体精度的一种简单提升，计算每个类别

被正确分类像素数量的比例后，计算所有类别的平均值，

可表示为：

犃犃 ＝
１

犽＋１∑
犽

犻＝０

狆犻犻

∑
犽

犼＝０
狆犻犼

（２）

　　ＭＩｏＵ是计算真实值和预测值两个集合的交集和并集之

比，在每个类别计算ＩｏＵ后取平均值，可表示为：

犕犐狅犝 ＝
１

犽＋１∑
犽

犻＝０

狆犻犻

∑
犽

犼＝０
狆犻犼＋∑

犽

犼＝０
狆犼犻－狆犻犻

（３）

　　该指标综合反映了目标的捕获程度 （使预测标签与标

注尽可能重合）和模型的精确程度使并集尽可能重合）

情况。

３３　迁移学习支持下的性能分析

以ＰＳＰＮｅｔ和ＳｅｇＮｅｔ算法为例，骨干网络分别采用

ＲｅｓＮｅｔ－１０１和ＶＧＧ１６网络，对迁移训练和未迁移训练的

总体精度随着训练ｅｐｏｃｈ （训练集中的全部样本训练一次为

１个ｅｐｏｃｈ）变化情况进行对比分析，如图５所示，两种算

法均训练１５０个ｅｐｏｃｈ，批处理尺寸为８，初始学习率为

０．００１，每５０个ｅｐｏｃｈ下降为原来０．１倍。

从图５可知，在ＳｅｇＮｅｔ及ＰＳＰＮｅｔ算法中迁移训练方

式结果均要优于随机初始化权值方式，总体精度大概能提

升２～５个百分点。收敛速度方面，迁移训练方式快于初始

化权值方式，尤其ＰＳＰＮｅｔ算法表现更明显，ＰＳＰＮｅｔ学习

率为０．００１的情况下，迁移训练方式训练前２０个ｅｐｏｃｈ精

度上升较快，在第５０个ｅｐｏｃｈ降低学习率后，第６０个ｅｐ

ｏｃｈ达到收敛，初始化权值方式明显经过训练更多ｅｐｏｃｈ后

收敛。因此，利用迁移学习方式是一种有效提升训练效率

和精度的方式，尤其是在数据量小或深度学习设备性能有

限情况下，迁移学习方式作用更突出。

３４　不同骨干网络下的性能分析

在迁移学习的基础上，对表１设计的不同骨干网络模
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图５　迁移学习支持下的总体精度对比

型进行训练，训练参数设置同上，训练总体精度随着ｅｐｏｃｈ

变化 情 况 如 图 ６ 所 示。结 合 表 １ 及 图 ６ 可 知，以

ＤｅｎｓｅＮｅｔ１２１为基础的ＰＳＰＮｅｔ算法参数量最少，约为以

ＲｅｓＮｅｔ－３４为基础的０．７倍，但最终精度略高于ＲｅｓＮｅｔ－

３４。ＲｅｓＮｅｔ和 ＤｅｎｓｅＮｅｔ相互对应的几种级别网络中，

ＤｅｎｓｅＮｅｔ精度总体与ＲｅｓＮｅｔ相当，表明ＤｅｎｓｅＮｅｔ这种密

集连接型的卷积神经网络更加优化，能够保证精度的前提

下降低模型复杂度，从而降低训练难度。

３５　验证集精度分析

通过以上实验，验证了迁移学习方式对于训练效果的

提升。本文将使用迁移学习对以上３种算法进行训练，其

中 ＰＳＰＮｅｔ 算 法 采 用 ＲｅｓＮｅｔ－ ５０、ＲｅｓＮｅｔ－ １０１、

ＤｅｎｓｅＮｅｔ１６９以及 ＤｅｎｓｅＮｅｔ２０１ 网络，ＳｅｇＮｅｔ算法采用

ＶＧＧ网络，Ｄｅｅｐｌａｂｖ３＋采用Ｘｃｅｐｔｉｏｎ网络，３种算法均训

练１５０个ｅｐｏｃｈ，批处理大小为８，初始学习率为０．００１，每

５０个ｅｐｏｃｈ下降为原来０．１，统计分析总体精度、平均精度

以及ＭＩｏＵ如表３所示。从总体精度和平均精度来看，Ｄｅｅ

ｐｌａｂｖ３＋算法达到最高的总体精度 ８９．３％ 及平均精度

８８．９％，相对于 ＳｅｇＮｅｔ和 ＰＳＰＮｅｔ算法提升幅度较大，

ＰＳＰＮｅｔ算法中不同骨架网络精度略有不同，但总体变化幅

度不大，以ＲｅｓＮｅｔ－１０１为骨架网络精度最高。从ＭＩｏＵ来

看，Ｄｅｅｐｌａｂｖ３＋算法达到最高８０．４％，较ＳｅｇＮｅｔ和ＰＳＰＮｅｔ

图６　迁移学习支持下的总体精度对比

算法提升较大。从分类别精度 （ＡＡ和ＩｏＵ）来看，所有类

别Ｄｅｅｐｌａｂｖ３＋算法均达到最高精度，ＳｅｇＮｅｔ算法所有类别

精度均不如ＰＳＰＮｅｔ算法，道路及建筑物分割由于复杂程度

高于水体及植被，其精度相对于水体及植被更低。为尝试

集成学习方法对结果的影响，以ＰＳＰＮｅｔ算法与ＳｅｇＮｅｔ算

法为基础，利用简单的多数投票法的方式对各模型结果进

行融合［１６］，获得最终结果，从表２可知，融合后的 ＭＩｏＵ

值相对于ＰＳＰＮｅｔ可以提升１个百分点。

综合以上可知，Ｄｅｅｐｌａｂｖ３＋算法精度远高于其他两种

算法，是深度学习语义分割方法运用于遥感影像高精度分

割的不错选择。在各种模型算法精度较差情况下，通过多

模型投票融合可提升分割精度。ＰＳＰＮｅｔ算法精度虽不如

Ｄｅｅｐｌａｂｖ３＋算法，但其优势是较为模块化的结构，便于更

换ＣＮＮ网路，降低模型复杂程度。

图７分别采用以上３种算法及ＳｅｇＮｅｔ与ＰＳＰＮｅｔ投票

融合的方式对验证集图片进行分割可视化 （黑色为背景，

绿色为植被，蓝色为河流，红色为建筑物，白色为道路），

从图７可知，Ｄｅｅｐｌａｂｖ３＋算法分割效果最优，边界信息较

其他方法更完整，ＳｅｇＮｅｔ算法分割图像较粗糙，要素信息

完整性不如其他两种算法。通过ＳｅｇＮｅｔ与ＰＳＰＮｅｔ算法融

合后，分割效果较单个算法更优。

３６　测试集上结果过对比

测试数据上的分割结果如图８所示，输入图像选择３张

１５００１５００像素大小的无人机影像，Ｄｅｅｐｌａｂｖ３＋分割完整

性及边缘信息均要优于ＰＳＰＮｅｔ算法及ＳｅｇＮｅｔ算法，尤其

是道路的连通性，建筑物的边界效果，说明Ｄｅｅｐｌａｂｖ３＋算

法能够实现目标的鲁棒分割。

４　结论

基于深度学习的语义分割算法基本结构均是采用解码和

表２　不同算法精度统计情况 （％）

算法 骨架网络
总体

精度

类别像素精度

背景 植被 建筑 水体 道路
平均

ＩｏＵ

背景 植被 建筑 水体 道路
ＭＩｏＵ

ＳｅｇＮｅｔ ＶＧＧ１６ ７６．９ ７５．１ ８３．６ ７２．３ ８８．０ ６８．９ ７７．６ ５７．７ ７０．４ ６０．６ ７３．１ ５４．６ ６３．３

ＰＳＰＮｅｔ

ＲｅｓＮｅｔ－５０ ８１．９ ８１．０ ８５．４ ７９．４ ９１．１ ７３．３ ８２．０ ６４．５ ７５．５ ６９．２ ７７．０ ６２．６ ６９．８

ＲｅｓＮｅｔ－１０１ ８２．１ ８２．７ ８３．２ ８１．１ ９０．１ ７０．４ ８１．５ ６５．１ ７４．３ ７１．１ ７７．６ ６１．１ ６９．９

ＤｅｎｓｅＮｅｔ１６９ ８１．９ ８２．３ ８４．０ ８０．１ ８８．１ ７０．２ ８１．１ ６４．８ ７４．５ ７０．０ ７７．０ ６２．５ ６９．８

ＤｅｎｓｅＮｅｔ２０１ ８１．５ ８４．２ ８１．１ ７９．８ ８８．４ ７０．８ ８０．９ ６４．５ ７２．５ ６９．６ ７９．１ ６１．９ ６９．５

Ｄｅｅｐｌａｂｖ３＋ Ｘｃｅｐｔｉｏｎ ８９．３ ８７．０ ９１．２ ８９．６ ９３．１ ８１．２ ８８．９ ７５．３ ８６．６ ８１．１ ８６．２ ７２．８ ８０．４

ＳｅｇＮｅｔ与ＰＳＰＮｅｔ融合 ８２．８ ８４．８ ８４．３ ８０．７ ９０．５ ６９．８ ８２．０ ６６．５ ７５．２ ７１．５ ７８．９ ６３．０ ７１．０
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图７　不同算法在验证集上的预测效果对比

图８　测试图片分割效果对比

编码形式，但通过在算法结构中引入不同模块，可达到不

同分割效果。本文对比分析了代表性的３种３种深度学习语

义分割方法ＳｅｇＮｅｔ、ＰＳＰＮｅｔ、Ｄｅｅｐｌａｂｖ３＋的性能。通过

无人机影像数据分割试验分析，可得到以下结论：利用迁

移学习方式训练，可提升训练精度和加快训练进度，提升

总体精度２－５个百分点。编码器部分不同骨架网络可达到

不同精度效果，选择一种结构最优且精度较高的骨架网络

（如ＤｅｎｓｅＮｅｔ），可保证精度的前提下，降低模型复杂度。

通过投票集成方式对不同模型或者同模型不同尺度下的预

测结果进行融合，可提升训练精度。Ｄｅｅｐｌａｂｖ３＋算法较其

两种算法精度更优，能够实现目标的鲁棒分割，将其应用

于遥感影像高精度解译是较好的选择。

本文分析的几种典型的算法，对于将深度学习方法用

于遥感影像分割方面具有一定参考价值，但由于当前深度

学习发展迅速，可能会涌现出更多好的算法，如在网络中

引入全局上下文信息模块的ＥｎｃＮｅｔ
［１７］，同样能够达到较好

效果，后续可对这些算法作进一步研究。
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