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基于多元线性回归的锂动力

电池荷电状态鲁棒预测

张　松１，林伟钦１，陈德旺１，汤　平２，郑其荣２
（１．福州大学 数学与计算机科学学院，福州　３５０１０８；

２．福建星云电子股份有限公司，福州　３５００１５）

摘要：目前广泛使用的锂电池荷电状态 （ｓｔａｔｅ－ｏｆ－ｃｈａｒｇｅ，ＳＯＣ）预测方法的训练数据需要通过大量的仿真实验获取，而

电动汽车在充电过程中产生的大量的充电记录数据并没有得到合理利用；为了能有效利用这些充电记录数据，将多元线性回归算

法应用到ＳＯＣ预测中；多元线性回归方法将电压、电流、电容等物理量作为与ＳＯＣ直接相关的输入变量从而对ＳＯＣ进行回归预

测；由于ＳＯＣ的时序特征，将ＳＯＣ预测分为多个子预测过程，不断迭代计算，循环预测ＳＯＣ的下一时刻输出值；同时为了克服

异常样本对ＳＯＣ预测精度的影响，采用两种常见的鲁棒回归算法 （Ｔｈｅｉｌ－ｓｅｎ算法与ＲＡＮＳＡＣ算法）来进行ＳＯＣ预测；实验结

果表明，鲁棒回归算法及多元线性回归算法能够很好地捕捉到ＳＯＣ的增长规律，相比之下，Ｔｈｅｉｌ－ｓｅｎ算法精度更高，误差约

１．３９８％，能够很好地满足ＳＯＣ预测的实际需求。

关键词：多元鲁棒回归；ＳＯＣ；时序特征；Ｔｈｅｉｌ－ｓｅｎ；ＲＡＮＳＡＣ
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０　引言

新能源电动汽车作为原有的燃油汽车替代品能够有效

缓解油能源紧张、减少尾气污染等问题从而成为未来汽车

制造的主要发展方向。其中锂动力电池由于其容量大、循

环使用寿命长、安全性高、体积小等优点成为电动汽车的

主要动力来源。电池荷电状态 （ｓｔａｔｅ－ｏｆ－ｃｈａｒｇｅ，ＳＯＣ）

是电动汽车电池管理系统的重要指标，ＳＯＣ的精确预测能

够有效提高电池的利用率，防止电池过充电和过放电从而

避免对电池造成损害，进而提高电池的使用寿命、降低使

用成本。目前来说，ＳＯＣ的预测方法主要分为：安时积分

法、开路电压法、卡尔曼滤波法、神经网络法和数据驱

动法。

安时积分法是最常用的ＳＯＣ估测方法
［１］，它通过对充

放电过程中的电流进行积分从而求得电池电量变化。该方

法适用于任何类型电池的状态估计，所以许多学者将其应

用于ＳＯＣ估测
［２４］。安时积分法的计算需要精确的电流测量

值，如果电流值测量不准确，在不断的迭代计算中误差不

断累积进而导致预测结果的偏差。开路电压法是最简单的
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ＳＯＣ预测方法，所以该方法得到了大量应用
［５７］。但是该方

法在测量电池电压时需将电池长时间放置以达到电压稳定

才能继续实验，因此开路电压法不能用于ＳＯＣ的实时预测

且精度较低。卡尔曼滤波法是一种精确预测电池状态的算

法，它的核心思想是对动力系统的状态做出最小方差意义

上的最优估计。卡尔曼滤波法的优点是它可以实时动态预

测ＳＯＣ，但电池参数之间一般为非线性关系，所以许多非

线性预测的改进版本被用于ＳＯＣ估计
［８１０］。缺点就是卡尔

曼滤波预测结果好坏取决与电池模型能否精确表达电池的

动态状态，但复杂的电池模型意味着计算时间的增加。此

外卡尔曼滤波算法对模型噪声和测量噪声的统计特性作了

假设，而实际情况中这些假设条件可能难以成立。神经网

络以其复杂的结构、强大的计算力非常适合ＳＯＣ预测这种

高度非线性参数关系计算，该方法被用在ＳＯＣ预测并取得

了非常好的效果［１１１３］。但是该方法需要大量的训练数据且

计算量非常大。此外ＳＯＣ预测值的精确度与神经网络结构、

输入变量的选择等因素有着直接关系，不合理的设置将导

致预测值偏差很大。数据驱动法在ＳＯＣ预测中也可以称为

回归拟合法。该方法不需要对电池系统进行建模，是一种

简单易行且预测精度较高的方法。该方法需要大量的训练

数据，训练方法的选择、输入变量的设置合适与否关系着

拟合结果的精确性。目前来说，对于此方法在ＳＯＣ预测方

面的研究［１４１５］相对较少，因此有着很大的发展空间。

本文采用多元线性回归方法对ＳＯＣ进行预测，该方法

是数据驱动法中的一种。与其它预测方法不同的是，基于

多元线性回归的ＳＯＣ预测方法可以直接利用充电桩记录的

电池充电数据进行训练从而不需要行大量充放电实验获取

数据。此外，由于数据中存在异常样本，我们选用了线性

回归、Ｔｈｅｉｌ－ｓｅｎ和ＲＡＮＳＡＣ算法来进行对比实验。实验

结果表明，３种算法对ＳＯＣ预测都有着很高的精度。相比

线性回归算法，ＲＡＮＳＡＣ和Ｔｈｅｉｌ－ｓｅｎ算法的预测误差分

别降低了１５．４％和２３．３８％。

１　多元回归模型

１１　多元线性回归模型

多元线性回归模型是一种常用的回归模型，它使用多

个特征向量作为条件从而得到一个输出变量和多个输入变

量间的线性关系。在确定输入变量与输出变量后可使用相

关数据对模型进行训练，求得符合真实变量关系的系数从

而建立反映输入变量和输出变量之间关系的数学模型。多

元线性回归模型一般数学表示为：

（狔（狑，狓）＝狑０＋狑１狓１＋狑２狓２＋…＋狑狀狓狀 （１）

　　其中：狀为自变量的个数，狑＝ ｛狑０，狑１，…，狑狀｝参

数向量，也就是需要通过训练才能确定的系数。犡犻 （犻＝１，

２，．．．，狀）为自变量，犢 为因变量。

求解多元回归问题的常用机器学习方法为最小二乘法。

最小二乘法对狑的估计，是基于模型中变量之间相互独立

的基本假设的，即输入向量犡 中的任意两项犡１ 和犡２ 之间

是相互独立的。多元线性模型的本质是多元线性回归方程

的求解。求解方法有梯度下降法、ＮｏｒｍａｌＥｑｕａｔｉｏｎ等等。

当特征数量较大时使用梯度法，反之则使用后者。

其中，ＮｏｒｍａｌＥｑｕａｔｉｏｎ求解系数矩阵的计算公式为：

狑＝ （犡
犜犡）－１犡犜犢 （２）

　　由于 ＮｏｒｍａｌＥｑｕａｔｉｏｎ方法中需要进行矩阵的求逆运

算，所以当特征数量较大时计算量会变得非常大，这里就

需要采用最小二乘法来求解参数。梯度下降法是最常用的

迭代优化算法，可以用于求解最小二乘问题。在确定损失

函数后通过梯度下降法逐步减小损失函数的取值，当取得

损失函数的最小值时便得到最终的模型参数值。其中与的

等价关系为：

犢 ＝狑犡 （３）

　　定义损失函数为残差的平方，则最小化损失函数为：

犔（犡，狑，犢）＝
１

２
（犢－狑犡）

２ （４）

　　这里对于狑求导为
犱犔
犱狑
，设学习率犾狉，则参数的更新过

程为：

狑＝狑－犾狉
犱犔
犱狑

（５）

　　经过不断的迭代更新，当损失函数值或迭代次数达到

预设的相应阈值时训练过程结束，这时的狑 便为最终参

数值。

１２　鲁棒回归模型

鲁棒回归是一种回归分析形式，旨在克服传统参数和

非参数方法的一些局限性。和一般回归分析方法相比，鲁

棒回归 （ＲｏｂｕｓｔＲｅｇｒｅｓｓｉｏｎ）不容易受离群值的影响。一些

常 见 的 鲁 棒 回 归 算 法 包 括：Ｔｈｅｉｌ－ Ｓｅｎ、Ｈｕｂｅｒ、

ＲＡＮＳＡＣ。鲁棒线性回归的数学表达式如下：

狔（狑，狓）＝狑０＋狑１狓１＋狑２狓２＋…＋狑狀狓狀＋（６）

　　其中：狑＝ ｛狑０，狑１，…，狑狀｝参数向量，狓为训练样

本，为模型的随机误差。

多元线性回归方法的常用求解方法为最小二乘法，而

最小二乘法的参数拟合结果非常容易受到异常数据的影响。

为了提高模型的鲁棒性，鲁棒回归模型引入了作为模型的

随机误差。其中围绕随机误差的优化从而引出了两种不同

的改进思路：１）使用一定的采样方法先除去数据样本中异

常样本再进行学习；２）保留异常值但采取一定的方法减弱

其对回归结果的影响。本文选取了Ｔｈｅｉｌ－Ｓｅｎ和ＲＡＮＳＡＣ

算法作为ＳＯＣ鲁棒预测算法，其中Ｔｈｅｉｌ－Ｓｅｎ属于减弱异

常值影响的优化方法，ＲＡＮＳＡＣ算法为剔除异常数据的重

采样方法。

１．２．１　Ｔｈｅｉｌ－Ｓｅｎ

Ｔｈｅｉｌ－ｓｅｎ回归是一种非参数统计方法，该方法对数据

分布没有严格要求，是处理有部分异常数据的理想回归方

法。该回归算法需要计算数据两两之间的斜率；然后取这

些斜率的中位数为回归方程的斜率；之后通过变量狓与变



第８期 张　松，等：


基于多元线性回归的锂动力电池荷电状态鲁棒预测 ·１７９　　 ·

量狔的中位数计算出截距，从而得到回归方程。

Ｔｈｅｉｌ－Ｓｅｎ回归是一个参数中值估计器，它适用泛化

中值，对多维数据进行估计，因此其对多维的异常点有很

强的稳健性。其一元回归模型为：

狔＝α＋β狓＋ （７）

　　其中：α，β为模型的参数，为模型的随机误差。对于

单变量的Ｔｈｅｉｌ－Ｓｅｎ回归，斜率的计算方程如下：

犫犻犼 ＝ Ｍｅｄｉａｎ
狔犻－狔犼
狓犻－狓犼

：狓犻≠狓犼，犻＜犼＝１，２…，狀｛ ｝｝ （８）
　　这里有犫犻犼＝犫犼犻，之后将求得的这些斜率的中位数作为

总体回归系数的估计值。截距α的计算公式如下：

　　（α犻 ＝犕犲犱（狔犻）－β犕犲犱（狓犻） （９）

　　如此取求得的狀个值的中位数作为截距α的估计值，则

模型参数求解完毕。

Ｔｈｅｉｌ－Ｓｅｎ回归是一个参数中值估计器，它适用泛化

中值，对多维数据进行估计，因此其对多维的异常点有很

强的稳健性。同时该算法原理简单，易于实现。但Ｔｈｅｉｌ－

Ｓｅｎ回归只是取数据参数的平均值并不能消除异常点对参数

估计的影响，且不适用于数据维数较高的情况。

１．２．２　ＲＡＮＳＡＣ

ＲＡＮＳＡＣ （ｒａｎｄｏｍｓａｍｐｌｅｃｏｎｓｅｎｓｕｓ）是一个求解已知

模型的参数的框架，可以用于解决计算机视觉问题、统计

数学问题以及模型参数估计问题。ＲＡＮＳＡＣ算法在运行前

需要设定几个参数：１）迭代次数犽；２）内外点距离阈值

狋１；３）一致性集合大小阈值狋２。ＲＡＮＳＡＣ的算法流程为：

１）从数据中随机选取模型参数估计的最少的数据 （对

于多元线性回归问题，则取随机的一组数据），计算出参数

方程；

２）计算出数据集中其余点与已算出模型的距离犱，当

时犱＜狋１就判定该点为内点 （ｉｎｌｉｅｒ），当犱２＞狋１ 时就判定该

点为外点 （ｏｕｔｌｉｅｒ）；

３）接着统计内点个数狀，当狀＞狋２时就判定该模型为最

优模型犿犫犲狊狋，并记录该模型的统计误差犲ｍｉｎ，即每个内点与

求得模型的距离；

４）重复步骤１）～３），当得到新模型时，比较新模型

的误差犲与犲ｍｉｎ的大小，如果犲＜犲ｍｉｎ则更新犿犫犲狊狋和犲ｍｉｎ；

５）最终输出犿犫犲狊狋，得到最终的参数模型。

ＲＡＮＳＡＣ回归原理简单、可以应用在很多问题中。该

方法本质上是对数据集的重采样，很好地避免了异常点对

参数估计的影响。但ＲＡＮＳＡＣ算法的计算量较大，同时停

止条件和阈值的设定对结果影响很大。

２　犛犗犆回归预测

２１　犛犗犆定义

目前来说，较为统一的是从电量角度定义ＳＯＣ。所以

ＳＯＣ可以定义为：电池在一定放电倍率下，剩余电量与相

同条件下可用容量的比值。

犛犗犆＝
犙狀
犆狀

（１０）

　　其中：犙狀为当前剩余电量，犆狀 表示当前可用容量。因

此，当犛犗犆＝１时说明电池充电完成，当犛犗犆＝０时电池电

量耗尽。

２２　犛犗犆预测模型

本文采用多元线性模型对锂动力电池进行犛犗犆充电预

测，其中用到的对比方法有线性回归、Ｔｈｅｉｌ－ｓｅｎ 和

ＲＡＮＳＡＣ算法。采用的实验数据是电动汽车在充电站充电

时充电桩所记录的充电数据。由于目前研究问题的特殊性，

我们从维数众多的数据中提取出与本文实验相关的特征。

此外，为了简化问题模型以及犛犗犆预测系统易于实现，我

们并没有考虑温度、内阻等物理因素。从最终的实验结果

来看，简化的问题模型不仅使问题变得简单，而且取得了

非常高的犛犗犆预测精度。其中我们提取的输入特征如表１

所示。

表１　输入特征表

特征名称 字段解释 代表符号

ＳｔａｒｔＳＯＣ／％ 初始ＳＯＣ Ｓ

ＢａｔＣｈａｒｇｅｒＶｏｌｔ／Ｖ 电池电压 Ｖ

ＢａｔＣｈａｒｇｅｒＡ／Ａ 电池电流 Ａ

ＣｈａｒｇｅＴｉｍｅ／ｓ 充电时间 Ｔ

ＭＡＨ／Ａｈ 充电容量 ｍ

所以犛犗犆预测模型可表示为：

狔＝狑０＋狑１犛＋狑２犞＋狑３犃＋狑４犜＋狑５犿＋

（１１）

　　其中：狔表示模型预测结果犛犗犆，狑０…狑５ 为模型训练

参数，为鲁棒回归的随机误差。

由于犛犗犆是一种时间序列型的变量，本文将充电数据

中的两条充电记录时间间隔作为一次计算过程，输出结果

设为变量犈狀犱犛犗犆。预测过程如卡尔曼滤波算法一般不断迭

代计算，循环预测犛犗犆的下一时刻输出值。训练前需要对

数据进行预处理，例如归一化等，训练时采用最小二乘法

进行参数拟合，最终求得犛犗犆的预测模型。

３　评价标准

为了量化线性回归、Ｔｈｅｉｌ－ｓｅｎ和ＲＡＮＳＡＣ算法预测

ＳＯＣ的结果精确度，本文使用了４个常用的模型性能评估

指标：平均误差、绝对平均误差、均方根误差 （ｒｏｏｔｍｅａｎ

ｓｑｕａｒｅｅｒｒｏｒ，ＲＭＳＥ）和标准差 （Ｓｔａｎｄａｒｄｄｅｖｉａｔｉｏｎ，Ｓｔｄ）。

为了更好地分析算法性能，本文在数据集上对３种算法进

行５０次试验，并给出其平均结果。

１）误差定义

首先针对预测值与实际值之间的差异我们定义了误差

公式：

犲＝犛犗犆狋－犛犗犆狆 （１２）

　　其中：犲为模型误差，犛犗犆狋为真实值，犛犗犆狋为模型输
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出值。

２）平均误差

μ＝
∑

狀

犻＝１
狘犲犻狘

狀
（１３）

　　３）平均绝对误差

犕犃犈 ＝
∑

狀

犻＝１
犲犻

狀
（１４）

　　 （４）标准差

犛狋犱＝
∑

狀

犻＝１
（犲犻－μ）

２

槡 狀
（１５）

　　 （５）均方根误差

犚犕犛犈 ＝
∑

狀

犻＝１
（犲犻）

２

槡 狀
（１６）

　　犛狋犱指标的计算公式如公式 （８）所示。犛狋犱是一种度

量数据分散程度的标准，可以作为评价数据值偏离算术平

均值程度的依据。该指标可以用来衡量算法在训练阶段和

测试阶段的稳定性。犚犕犛犈指标的计算公式如公式 （９）所

示。其中，狀表示样本的个数，犲犻表示第犻个样本所对应的

预测值，均方根误差能够很好地反映出模型的预测误差。

４　实验结果与分析

４１　数据预处理

本文采用的实验数据是从充电桩上采集的汽车充电记

录数据，由于公司考虑到未来的多方面应用，所以这些数

据中特征数量非常多。我们首先需要从中选取与ＳＯＣ预测

相关的特征。出于对问题模型的简化以及预测系统的易实

现性，我们只提取了少数相关的特征变量，这一点在２．２

节中有说明。但原始的数据与需要的数据形式有着很大的

不同，所以我们要对数据进行一定的处理。

首先是犛犗犆数据的离散化问题。由于充电桩记录的电

池犅犕犛输出犛犗犆 的精度为１％，所以导致数据中的犛犗犆

值表现为离散化且存在众多相同值。为了解决这一问题，

我们假设在较短的时间间隔内犛犗犆为线性增长，因此可以

对原始数据中的重复值进行线性插值处理。处理的结果如

图１所示：

在图１中，（ａ）图中深色代表的是原始犛犗犆值，浅色

表示的是线性插值处理后的值。可以看到总体上来说线性

插值并没有改变犛犗犆曲线的趋势及规律。此外，图 （ｂ），

（ｃ），（ｄ）分别显示的是犛犗犆为１％，５０％，９９％处的ＳＯＣ

值，这里浅色代表的处理后犛犗犆值，与深色代表的原始值

相比，处理后的连续值更适合ＳＯＣ的预测。

接着是对训练数据进行分片处理。犛犗犆是一种时间序

列型的变量，所以需要将ＳＯＣ预测处理为许多ＳＯＣ子预

测。这里我们将两次记录间作为一次ＳＯＣ子预测过程，每

个子预测中输入有初始ＳＯＣ及其它相关特征 （如电压、电

量等），输出为子预测的结果：ＥｎｄＳＯＣ。这里的ＥｎｄＳＯＣ

接着作为下一个子预测过程的初始ＳＯＣ，从而实现ＳＯＣ预

测的不断迭代计算，最终完成整个过程的ＳＯＣ预测。

图１　ＳＯＣ处理前后对比图

最后，由于电子仪器本身的原因，记录数据中不可避

免的会出现一些异常数据，这里我们我们以电压、电流数

据为例。

图２　电压、电流数据图

如图２所示，（ａ）图表示的是电压与ＳＯＣ之间的关系。

从中可以看出，电压随着ＳＯＣ的增加而增长，但是存在一

些局外点分布在边缘区，同时在 （ｂ）图中也存在异常数据

点。这些异常数据可能会影响多元线性回归结果的准确性，

但是人工剔除异常数据的代价过大。由于数据样本中异常

数据点相对较少，所以鲁棒回归非常适用于本文的ＳＯＣ

预测。

４２　实验结果

本文采用了线性回归、Ｔｈｅｉｌ－ｓｅｎ和ＲＡＮＳＡＣ算法预

测ＳＯＣ，具体的训练结果如表２所示，其中测试的最优结

果用加粗字体表示。

表２　ＳＯＣ预测结果量化表

评价

标准

实验算法

线性回归 Ｔｈｅｉｌ－ｓｅｎ ＲＡＮＳＡＣ

训练 测试 训练 测试 训练 测试

μ ．０００１ －０．９７４ ．０００２３ ０．７７２８ ．００００１ －０．９７４

犕犃犈 ．００２３６ ０．９７４８ ．００２４６ １．２５６ ．００２３７ ．９７４７

犛狋犱 ．００３２８ １．５４２８ ．００３３６ １．１６５ ．００３２８ １．２４５

犚犕犛犈 ．００３２８ １．８２４６ ．００３３７ １．３９８ ．００３２８ １．５４２８
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从表２的结果来看，线性回归的训练结果最好，其４项

指标都是最优。而ＲＡＮＳＡＣ算法的训练结果与线性回归结

果非常接近，这里的接近同样表现在参数拟合结果上。这

里我们认为是由于数据样本中异常样本与正常样本的数量

不均衡所导致的。异常样本数量过少，导致ＲＡＮＳＡＣ算法

筛选出的正常数据样本与原始样本之间的差异不够明显。

不过在测试结果中我们发现ＲＡＮＳＡＣ算法预测结果的犛狋犱

与犚犕犛犈 比线性回归分别降低了１９．３％和１５．４％。这说明

ＲＡＮＳＡＣ算法一定程度上能够降低异常数据对ＳＯＣ预测的

影响。Ｔｈｅｉｌ－ｓｅｎ算法的拟合结果除了犕犃犈劣于线性回归

与ＲＡＮＳＡＣ外，其μ、犛狋犱、犚犕犛犈 与线性回归相比分别

降低了２０．６％、２４．４８％和２３．３８％。这说明与线性回归和

ＲＡＮＳＡＣ算法相比，Ｔｈｅｉｌ－ｓｅｎ算法即便在异常数据的影

响下更能够有效预测ＳＯＣ。

图３　线性回归ＳＯＣ预测结果图

图３显示的训练后的线性回归对ＳＯＣ的拟合结果图，

其中ａ图为总拟合结果图，其中深色表示的是ＳＯＣ实际值，

浅色表示的是ＳＯＣ预测值。总体上来看，线性回归拟合结

果非常接近实际值，这一情况在ｂ和ｃ图得到了体现。但当

ＳＯＣ实际达到８５％左右时拟合值与实际值之间出现了很大

的偏差，图ｄ显示了预测值与实际值之间有着１．５％左右的

平均误差。

图４显示的训练后的ＲＡＮＳＡＣ算法对ＳＯＣ的拟合结果

图，其中ａ图为总拟合结果图，其中细线表示的是ＳＯＣ实

际值，粗线表示的是ＳＯＣ预测值。与线性回归结果相似，

除后小段外 ＲＡＮＳＡＣ算法拟合结果非常接近实际值，当

ＳＯＣ实际达到８５％左右时 （图ｄ）拟合值与实际值之间出

现了较大的偏差。

图５显示的训练后的Ｔｈｅｉｌ－ｓｅｎ算法对ＳＯＣ的拟合结

果图，其中ａ图为总拟合结果图，其中浅色表示的是ＳＯＣ

实际值，深色表示的是 ＳＯＣ 预测值。与线性回归和

ＲＡＮＳＡＣ结果不同，除开始小段Ｔｈｅｉｌ－ｓｅｎ算法拟合结果

与实际值较接近外，Ｔｈｅｉｌ－ｓｅｎ算法在其它阶段的预测值与

实际值之间都有着不小的误差。但当ＳＯＣ实际达到８５％左

图４　ＲＡＮＳＡＣ算法ＳＯＣ预测结果图

图５　Ｔｈｅｉｌ－ｓｅｎ算法ＳＯＣ预测结果图

右及之后的阶段中，拟合值与实际值之间的偏差处于不断

缩小的状态。这说明Ｔｈｅｉｌ－ｓｅｎ算法在８５％～９９％范围内

对ＳＯＣ的预测精度要远高于另外两种算法。

５　结论

出于对问题模型的简化以及对ＳＯＣ预测系统易于实现

的考虑，本文采用了多元线性回归方法来进行锂动力电池

充电时ＳＯＣ预测，同时将充电桩记录的充电数据作为实验

数据样本。由于在数据样本中存在异常数据，我们选用了

Ｔｈｅｉｌ－ｓｅｎ和ＲＡＮＳＡＣ算法对ＳＯＣ进行鲁棒预测。实验结

果表明，基于多元线性模型的回归算法对ＳＯＣ预测都有着

很高的精度。其中，由于异常数据的影响，线性回归的预

测结果在ＳＯＣ实际值为８５％之后的范围内偏差相对较大；

同时异常数据的数量较正常样本数量非常小使得ＲＡＮＳＡＣ

算法没有发挥相应的作用；Ｔｈｅｉｌ－ｓｅｎ算法则很好地减少了

异常数据对参数拟合产生的影响，其预测精度在３种算法

中最高。

但是，这３种算法都没能完全精确地预测ＳＯＣ，例如
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