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基于奇异值分解的雷达性能组合预测方法

吴　婕，吕永乐
（南京电子技术研究所，南京　２１００３９）

摘要：对雷达实施健康管理过程中，预测是重要的功能环节；雷达的性能参数监测序列反映其健康状态，在对其进行建模预

测过程中，单一模型难以满足预测准确度要求；为了提高预测准确度，需选用与雷达失效机理相适应的模型；在自回归模型、径

向基函数神经网络和奇异值滤波算法的基础上，提出了一种联合两类模型的最优化组合预测方法，将奇异值分解滤波恰当地应用

于辨识雷达性能的非同源影响因素并对雷达性能监测序列进行最优拆分；仿真结果表明，该方法相较于单一模型预测和传统的组

合预测算法，预测准确度指标提升至少一个数量级。

关键词：雷达健康管理；奇异值分解；组合预测；自回归模型；径向基函数神经网络模型
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０　引言

雷达是复杂的电子信息系统，在国防和现代化建设中

发挥着至关重要的作用。近年来，随着雷达研制技术的日

益进步，其数字化、集成化和智能化程度越来越高，伴随

而来的是保障作业难度的不断加大。雷达交付使用后，维

修保障能力已经成为衡量其性能的重要指标。为了适应未

来信息化战争对雷达保障手段的快速响应能力、故障隔离

能力和战时修复能力的更高要求，迫切需要引入故障预测

与健康管理技术［１］ （ＰｒｏｇｎｏｓｔｉｃｓａｎｄＨｅａｌｔｈＭａｎａｇｅｍｅｎｔ，

ＰＨＭ）。ＰＨＭ技术是对传统ＢＩＴ和状态监控功能的进一步

拓展，预测能力的引入是其显著特征。

对雷达进行故障预测，可跟踪雷达部件的性能降级变

化，预防和排除故障，确定其剩余使用寿命并及时规划备

件。常用的预测方法分为三类：基于模型的预测方法、基

于知识经验的预测方法以及基于数据驱动的预测方法。基

于模型的方法需要研究对象的物理模型和失效机理，虽然

预测准确度高，但不适用于复杂系统；基于知识经验的预

测方法包括专家系统法、可靠性数据分析法等等。专家系

统中知识推理一般存在模糊性和不确定性，因此预测准确

度较低。可靠性数据分析法也存在可靠性指标难以获取、

统计分析得到的结果具体到个体时意义不大等不足。相比

之下，基于数据驱动的故障预测方法，在高性能计算存储、

数据分析挖掘技术飞速发展的今天，有现实的应用价值。

时间序列［２］是按照时间顺序采集得到的一系列监测样

本数据集合。通过监测雷达的如接收信噪比、发射功率等

关键部件性能参数，进行建模和预测分析，能够掌握雷达

健康状态的变化趋势，以便在性能下降时及时采取措施，

排除故障隐患，避免对所执行任务造成消极影响。

雷达结构组成复杂，失效机理多样，各种线性与非线

性因素相互交织。受元器件老化、环境应力和工作应力累

积损伤等因素影响，性能监测序列除了包含测量噪声和异

常值外，也呈现出某种趋势性。雷达内部不确定的相互作

用又使得序列具有随机性。对雷达性能监测序列进行建模
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预测，常用的模型包括如 ＡＲ、ＡＲＭＡ等线性模型
［３］和如

神经网络［４］、函数系数自回归模型等非线性模型。基于线

性模型的建模算法简单高效、运算速度快，但准确度不高；

基于非线性模型的算法建模效果好，但速度较慢，且易发

生 “过拟合”现象，当系统运行机理复杂时难以彻底了解

数据的规律，模型选择困难。单一模型通常难以满足预测

的准确度要求，利用组合预测克服单一预测模型缺陷［５］，

方法主要包括：一是加权组合法，对多个模型的预测结果

赋权，加权组合得到最终预测值；二是序列分解法，将序

列分解为多个成分的叠加，对各成分分别执行建模预测［６］；

其他方法诸如对建模预测的残差进行修正等［７］。

序列分解常采用的小波分解方法单纯从频域拆分序列，

并未考虑隐藏在性能监测序列中的物理规律。通常认为雷

达性能参数的趋势成分和随机成分是由互不相关的失效因

素或作用机制产生的，相应地，性能监测序列中的趋势子

序列和随机子序列也彼此不相关，若采用单一模型对序列

建模预测，难以结合序列真实规律，导致预测准确度不高。

奇异值分解滤波 （ＳｉｎｇｕｌａｒＶａｌｕｅＤｅｃｏｍｐｏｓｉｔｉｏｎＦｉｌｔｅｒｉｎｇ

Ａｌｇｏｒｉｔｈｍ，ＳＶＤＦＡ）算法
［８］可以将原始序列拆分成若干互

不相关的成分，因此，研究采用ＳＶＤＦ算法来获得雷达性

能监测序列的趋势和随机两种成分，更符合真实物理规律。

然后，分别对两种序列成分采用相适应的模型进行建模预

测，以获得最佳的预测效果。为了便于讨论，研究的监测

序列为经过异常值剔除和滤波消噪后的序列。

１　犃犚和犚犅犉犖犖预测模型

１１　自回归模型

自回归模型 （ＡｕｔｏｒｅｇｒｅｓｓｉｖｅＭｏｄｅｌ，ＡＲ）是一种应用

广泛的时间序列分析模型。模型建立了零均值平稳序列

｛犢狋｝当前时刻狋的监测值和之前狆个时刻点的监测值之间的

关系，通常记为犃犚（狆），狆为模型的阶数。模型形式为：

犢狋＝φ１犢狋－１＋φ２犢狋－２＋…＋φ狆犢狋－狆＋ε狋，狋∈犖 （１）

　　φ１，…，φ狆为待定参数，｛ε狋｝为零均值独立同分布随机序

列。

ＡＲ模型的单步预测值可表示为：

犢^狋＋１＝＾φ１犢狋＋^φ２犢狋－１＋… ＋^φ狆犢狋－狆＋１，狋∈犖 （２）

　　构建ＡＲ模型的算法流程如图１所示。

常用的定阶准则有传统的Ｂｏｘ－Ｊｅｎｋｉｎｓ方法
［９］、白噪

声检验准则、误差平方和最小准则、Ａｋａｉｋｅ信息准则

等［１０］。建模过程如下。

Ｓｔｅｐ１：对序列进行平稳性检验，若不平稳，则进行差

分处理直至序列平稳，记下差分次数；

Ｓｔｅｐ２：将平稳序列零均值化，记下均值；

Ｓｔｅｐ３：采用ＢＩＣ定阶准则确定模型阶数狆；

Ｓｔｅｐ４：估计模型参数＾φ１，^φ２，…，^φ狆；

Ｓｔｅｐ５：基于构建的 ＡＲ模型执行单步预测，并且对预

测结果均值、差分还原。

序列的平稳性检验可采用逆序检验、游程检验等方

法［１１］。传统的Ｂｏｘ－Ｊｅｎｋｉｎｓ方法利用数据的自相关和偏自

图１　ＡＲ模型建模预测流程

相关函数确定模型阶数，受主观因素影响大且不适用于工

程。这里采用 ＢＩＣ准则为 ＡＲ 模型定阶。ＢＩＣ
［１０］准则值

如下：

犅犐犆狉 ＝ｌｎ（^σε
２）＋狉ｌｎ（狀）／狀＋犮 （３）

　　其中：狉为待确定的参数个数，^σε
２是对序列建模误差方

差的极大似然估计值，狀是建模所用样本序列的长度，犮为一

常数。认为最小准则值对应的阶数狆为最佳阶数。常用极

大似然、最小二乘法等方法估计模型参数。模型的多步预

测可由一步预测结果迭代得到。

１２　径向基函数神经网络模型

径向基函数神经网络 （ＲａｄｉａｌＢａｓｉｓＦｕｎｃｔｉｏｎＮｅｕｒａｌ

Ｎｅｔｗｏｒｋ，ＲＢＦＮＮ）是一种多输入、单输出的神经网络，

结构简单，通常由输入层、隐层、输出层三层结构组成。

学习速度较快，逼近能力强。输入层与隐层之间全连接的

权值为１，隐层通过一系列中心对称的非线性函数对输入层

的输入矢量进行非线性映射，在输出层进行加权输出。对

监测值序列 ｛犢１，犢２，…，犢狀｝构建ＲＢＦＮＮ预测模型，狋时刻

的输入矢量为犿 维矢量 ｛犢狋，犢狋－１，…，犢狋－犿＋１｝。结构如图２

所示。

图２　径向基函数网络结构示意图

输入层节点数目确定的常见方法主要有：伪邻近点

法［１２］、饱和关联维数法［１３］、自相关法［１４］和奇异值分解法

等。传统的隐层节点数目确定方法主要包括 “均方误差门

限法”、“留一法”［１５］等。本文利用偏自相关法确定输入矢量

维数。采用高斯函数作为隐层神经元激活函数：
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φ犼（珝犢狋－犮犼 ）＝ｅｘｐ －
珝犢狋－犮犼

２

２犫２（ ）犼

，犼＝１，２，…，犕

（４）

　　其中：犮犼为激活函数的中心点，犫犼为宽度参数，犕为隐层

节点数，则输出层的输出：

犢^狋＋１＝∑
犕

犼＝１

ω犼φ犼
珝犢狋－犮（ ）犼

（５）

２　奇异值分解滤波算法

ＳＶＤＦ算法
［８］简单易用，且占用计算机资源少。将

ＳＶＤＦ算法应用于监测序列的分解，后续对不同成分分别建

模预测。对于零均值化的监测序列 ｛犢１，犢２，…，犢狀｝，ＳＶＤＦＡ

算法可以将序列分解成若干个子序列且互不相关，算法步

骤如下：

Ｓｔｅｐ１：根据监测值序列构造犖×犿维矩阵：

Π＝

犢１ 犢２ … 犢犿

犢２ 犢３ … 犢犿＋１

   

犢犖 犢犖＋１ … 犢

熿

燀

燄

燅狀 犖×犿

（６）

　　其中：犿＝ ［（狀＋１）／２］，［·］表示取整数，犖 ＝狀－犿＋

１。

Ｓｔｅｐ２：将矩阵Π犖×犿 进行奇异值分解：

Π＝犝Γ犞
犜 （７）

　　犝 为犖 阶正交矩阵，犞为犿 阶 正交矩阵，

Γ＝
Δ狇×狇 犗狇×（犿－狇）

犗（犖－狇）×狇 犗（犖－狇）×（犿－狇
［ ］） 犖×犿

（８）

　　其中：Δ狇×狇是矩阵Π的奇异值δ１，δ２，…，δ狇组成的对角矩

阵，且δ１≥δ２≥ … ≥δ狇＞０。

Ｓｔｅｐ３：门限η设定 （０＜η＜１），得到正整数狉：

∑
狉

犻＝１

δ
２
犻

∑
狇

犻＝１

δ
２
犻

＝η （９）

　　保留前狉个奇异值，将后狇－狉个奇异值置０，得到：

Γ′＝
Δ狉×狉 犗狉×（犿－狉）

犗（犖－狉）×狉 犗（犖－狉）×（犿－狉
［ ］） 犖×犿

（１０）

　　其中：Δ狉×狉是矩阵Π 的前狉个奇异值δ１，δ２，…，δ狉组成的

对角矩阵。

Ｓｔｅｐ４：重新构建矩阵：

Π′＝犝Γ′犞
犜
＝

犛′１ 犛′２ … 犛′犿

犛′２ 犛′３ … 犛′犿＋１

   

犛′犖 犛′犖＋１ … 犛′

熿

燀

燄

燅狀 犖×犿

（１１）

　　将矩阵还原为输出值序列。

利用奇异值分解滤波算法将序列分为犿 个子序列，与

每个奇异值对应的互不相关的序列如图３所示。奇异值越

大，所对应的序列成分越大。将较大奇异值对应的部分序

列看作雷达监测序列中占主要成分的趋势部分，剩余部分

看作是随机成分。ＳＶＤＦＡ划分的犿个子序列组成了这两种

成分，不同模型将分别用来对两成分建模预测。

图３　互不相关的随机序列

３　基于犛犞犇犉的组合预测方法

雷达中不同的影响因素使得性能监测序列包含不同成

分，应当根据各成分特点选择相适应的模型进行建模。性

能监测序列中的趋势成分体现了雷达工作性能的中长期变

化规律，经平稳化处理后采用ＲＢＦＮＮ模型进行建模，对随

机成分采用ＡＲ模型建模，发挥ＡＲ和ＲＢＦＮＮ模型各自优

势，提高预测准确度。联合两类模型的组合预测原理如图４

所示。

图４　联合ＲＢＦＮＮ与ＡＲ的组合预测原理

将监测序列分成趋势成分和随机成分时，奇异值分解

算法滤波门限的选取直接影响预测的效果。采用均方误差

来衡量预测性能，并将其作为代价函数 犕犛犈（η），认为使

得 ＭＳＥ最小的阈值η是划分趋势子序列和随机子序列的最

佳门限，符合产生序列的物理规律。

犕犛犈（η）＝
１

犖∑
犖

犻＝１

（^犢犻（η）－犢犻）
２ （１２）

犢^犻（η）＝ （^犢犻）犃犚 ＋ （^犢犻）犚犅犉犖犖 （１３）

　　其中：犖 为样本数，^犢犻（η）为组合预测值，犢犻 为原监测

值。（^犢犻）犃犚 和 （^犢犻）犚犅犉犖犖 分别是随机成分和趋势成分的预测

值。（^犢犻）犃犚 的计算参见公式 （２），（^犢犻）犚犅犉犖犖 的计算参见公式

（５）。

选取门限时，首先选定合适的上下限和逼近步长。当

步长大时，总计算时间短，但易错过最佳门限；步长小时，

虽然接近最佳门限的概率更大，但计算量也更大。求解最

佳分解门限的算法步骤如下：

Ｓｔｅｐ１：设定门限η的上限ηｍａｘ和下限ηｍｉｎ以及步长Δη；

Ｓｔｅｐ２：初始分解门限η＝ηｍｉｎ＋Δη，循环次数犼＝１；

Ｓｔｅｐ３：按照当前门限用ＳＶＤＦ方法分解序列，分别对
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两条子序列建模，对未来值进行单步预测，计算组合预测

误差 ＭＳＥ；

Ｓｔｅｐ４：η＝η＋Δη，犼＝犼＋１，重复Ｓｔｅｐ３直至η＝ηｍａｘ；

Ｓｔｅｐ５：输出最小 ＭＳＥ对应的犼，最终选定的阈值为η

＝ηｍｉｎ＋犼·Δη。

特别地，在工程应用中，基于奇异值分解的滤波算法

动态地执行，预测算法流程如图５所示。每获得一个新的

样本点，都利用当前阈值η重新对固定长度为犔 的序列

｛犢狋－犔＋１，…，犢狋｝调用ＳＶＤＦ算法进行趋势和随机成分拆分，

以获得最佳的预测准确度，用最先建得的ＡＲ和ＲＢＦＮＮ模

型分别预测下一时刻的值 （^犢狋＋１）犃犚 和 （^犢狋＋１）犚犅犉犖犖。以此类推，

当模型不再满足预测准确度指标要求时，重新建模。

图５　基于ＳＶＤＦ的组合预测算法流程

主要步骤如下。

Ｓｔｅｐ１：输入历史值监测序列；

Ｓｔｅｐ２：确定拆分门限η；

Ｓｔｅｐ３：设定当前时刻为初始时刻；

Ｓｔｅｐ４：利用η 值将序列 ｛犢狋－犔＋１，犢狋－犔＋２，…，犢狋｝调用

ＳＶＤＦＡ拆分为趋势子序列和随机子序列；

Ｓｔｅｐ５：若当前时刻为初始时刻，则对趋势子序列进行

平稳化和ＲＢＦＮＮ建模，对随机子序列进行ＡＲ建模，预测

两成分序列下一时刻值；若当前时刻不是初始时刻，采用

之前建得的ＲＢＦＮＮ和ＡＲ模型继续预测；

Ｓｔｅｐ６：合并成分子序列的预测值得到下一时刻预测

结果；

Ｓｔｅｐ７：判断预测结果是否满足准确度要求，若满足且

预测未结束，返回Ｓｔｅｐ４；若不满足，则返回Ｓｔｅｐ３。流程

结束时，得到预测值序列。

４　仿真实验

仿真采用的监测序列为雷达信噪比的监测序列，如图６

所示，已经过异常值剔除和滤波消噪处理。信噪比越小，

意味着有用信号中混杂的噪声越多，表示雷达的工作性能

下降，是表征雷达健康状态的重要参数。

图６　信噪比监测序列

设置建模序列长度为５００，预测评价序列长度为１００。

设置阈值下限为０．６０，上限为０．９６，步长０．０２。序列 ｛犢狋｝

＝ ｛犢１，犢２，…，犢５００｝的成分可表示为：

｛犢狋｝＝ ｛犜狋｝＋｛犚狋｝ （１４）

　　其中：｛犜狋｝＝ ｛犜１，犜２，…，犜５００｝为趋势部分，｛犚狋｝＝

｛犚１，犚２，…，犚５００｝为随机部分。如图７所示。

图７　ＳＶＤ方法分解子序列

为使得ＲＢＦＮＮ模型的建模和预测准确度更高，对分解

所得的趋势子序列进行平稳化处理，将趋势子序列进行一

阶多项式拟合，分离出线性趋势部分，再对剩余趋势部分

利用ＲＢＦＮＮ模型建模预测。根据仿真结果，选出ＳＶＤＦ

方法序列分解的阈值为０．９０。阈值条件下构建的 ＡＲ模型

阶数为１０。构建的ＲＢＦＮＮ模型输入维数为１８，隐层节点

数为４６。对趋势子序列平稳化处理时用于拟合的一阶多项

式为犜
狋 ＝－０．０１２９狋＋３１．６５６６。所建ＡＲ （１０）模型的参数

值如表１所示。由于 ＲＢＦＮＮ 模型参数较多，不再单独
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列出。

表１　所建ＡＲ（１０）模型参数

ＡＲ（１０） ＾
φ１ ～

＾
φ５

＾
φ６ ～

＾
φ１０

参数值

２．１４７９ ０．１３７６

－１．１４８１ ０．０６２６

－０．３５８９ －０．０８７１

０．１０５１ －０．３１５１

０．１９６０ ０．２１８４

利用 ＳＶＤＦ 组合方法、单一 ＡＲ 模型方法、单一

ＲＢＦＮＮ模型方法、均方误差倒数加权组合方法的预测结果

对比如图８、表２所示。

图８　预测效果对比

表２　不同预测方法的均方误差对比

预测方法 ＭＳＥ

ＳＶＤＦ组合预测 ２．６５４２ｅ－０４

单一ＡＲ预测 ０．００６６

单一ＲＢＦＮＮ预测 ０．１７３７

均方误差倒数加权组合预测 ０．００７２

仿真结果表明，基于奇异值分解的组合预测算法的预

测 ＭＳＥ仅是单一ＡＲ模型的４．０２％，是单一ＲＢＦＮＮ模型

的０．１５％；即使与均方误差倒数加权组合预测算法比较，

也仅为后者的３．６８％。由于单一的 ＡＲ模型难以准确建模

序列中的非线性成分，预测效果并不理想；而单一的

ＲＢＦＮＮ模型较适用于平滑序列的建模预测，且对数据质量

有着苛刻要求，未能发挥其优势。均方误差倒数加权的预

测方法要求各预测结果独立无偏，在实际应用中难以满足

适用条件。

５　结束语

针对雷达性能参数进行建模预测，所选用的模型应能

真实反映隐藏在监测序列中的物理规律。雷达结构组成复

杂，彼此不相关的线性与非线性失效因素使得单一模型很

难发挥效力。研究基于奇异值分解滤波算法提出了一种联

合ＡＲ、ＲＢＦＮＮ模型的组合预测算法，在最小化代价函数

的条件下寻优确定阈值来拆分序列，使所得的趋势成分和

随机成分最大程度上与真实失效规律匹配，同时发挥两种

模型的各自优势，从而提高预测准确度。仿真结果证实了

算法的有效性，将预测性能提升一个数量级。

如何更加准确地选取分解阈值，如何针对更多的不相

关失效因素细分序列，以及发挥模型在预测中的最佳性能，

将是下一步研究的方向。
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