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基于不相似性的软件缺陷预测算法
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摘要：软件缺陷预测是典型的类不均衡学习问题，其中有缺陷的样本数量远少于无缺陷的样本数量，但有缺陷的样本通常是预测的

重点；现有的软件预测模型大多建立在基于静态度量元的软件缺陷数据集上，重点关注如何平衡类分布，而忽略了数据集中属性特征对

软件缺陷的判别能力；当软件缺陷数据集中的属性特征对类目标概念缺乏判别能力时，传统机器学习算法难以构建有效的软件缺陷预测

模型，从而无法获得有效的预测性能；为此，提出了一种基于不相似性的软件缺陷预测算法，通过改善软件缺陷数据集中属性的判别能

力，进而提升软件缺陷预测性能；实验证明：基于不相似性的软件缺陷预测算法能够有效地改善传统机器学习算法在软件缺陷数据集上

的预测性能。

关键词：类不均衡学习；软件缺陷预测；原型选择；不相似性转换
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０　引言

软件缺陷数据集中有缺陷的样本数量往往比无缺陷的样本

数量少得多，因此，软件缺陷预测可被视作一个类不均衡学习

问题。在类不均衡学习学习过程中，不同类别的误分代价各不

相等，少数类 （有缺陷）的误分代价远高于多数类 （无缺陷）

的误分代价，为尽可能地降低误分代价，预测算法更重视那些

有缺陷的少数类样本的预测结果。然而，传统的分类算法通常

建立在类分布均衡且误分代价相等的前提下，以最小化分类误

差为最终目标，因此直接采用决策树分类［１３］、神经网络［３］、

贝叶斯分类［４］、支持向量机［３６］及ｋ－最近邻分类
［１，７］等传统的

机器学习算法并不能获得较好的软件缺陷预测性能。

近年来，类不均衡学习问题受到了学术界的广泛关注，机

器学习和数据挖掘领域专家们在 ＡＡＡＩ’００
［８］、ＩＣＭＬ’０３

［９］及

ＡＣＭＳＩＧＫＤＤ’０４
［１０］等权威研讨会上，对类不均衡问题的本

质、解决方法及其性能评估指标进行了深入地探索与研究，并

从数据层和算法层两方面提出了许多行之有效的解决方法。

数据层方法，主要通过 （１）抽样或生成新样本的方式，

使类分布恢复均衡，如随机欠抽样［１１］ （ＲＵＳ）和随机过抽

样［１２］ （ＲＯＳ）。重复抽样可以平衡类分布，但欠抽样往往会忽

略某些重要样本，导致信息缺失；反之，过抽样会引入大量副

本，产生冗余信息，导致过拟合。

算法层方法，侧重于改进已有分类算法或研究新的分类算

法，以更好地解决类不均衡学习问题。 （１） “Ｏｎｅ－Ｃｌａｓｓ

Ｌｅａｒｎｉｎｇ”方法
［１３］，该方法仅在多数类上构建分类模型，难以

准确预测少数类；（２）组合学习方法，通过重复抽样构建多个

分类模型、迭代更新训练样本的权重或组合多个决策树的方

式，获得稳定的分类精度，如Ｂａｇｇｉｎｇ
［１４］、Ｂｏｏｓｔｉｎｇ

［１５］及Ｒａｎ

ｄｏｍＦｏｒｅｓｔ
［１６］等算法。特别是，当分类模型间存在显著差异

时，组合分类模型比基本分类模型更准确，但其计算量大且复

杂度较高；（３）代价敏感分析，以最小化误分类代价为学习目

标，如 ＭｅｔａＣｏｓｔ
［１７］不依赖于分类算法，且可应用于任意形式

的代价矩阵上，但如何确定代价矩阵目前仍然是一个难题。

学者们［１８］发现：除不均衡的类分布以外，小样本、高维

度及问题复杂度等因素也会影响算法性能。预测算法本质上是

在挖掘数据集中属性特征与类目标概念间内在的关联关系，并

建立相应的形式化预测模型。当不均衡数据集自身属性对类目

标概念缺乏判别能力时，预测算法的性能将会有所下降，特别

是少数类样本的预测。

现有的类不均衡学习方法侧重于如何调整类分布或改进

算法，而忽略了类不均衡数据集中属性特征的判别能力。为

了提升数据集属性特征的判别能力，Ｐｅｋａｌｓｋａ和Ｄｕｉｎ等人
［１９］

提出了一种基于不相似性的表示法，用样本间不相似性替代

原始属性特征，不仅保留了数据集原有统计信息，也能够获
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取到数据集内在的结构信息，该方法已被证实有利于预测模

型的构建［２０２１］。基于已有的研究成果，提出了一种基于不相

似性的软件缺陷预测算法 （Ｄｉｓｓｉｍｉｌａｒｉｔｙ－ｂａｓｅｄＳｏｆｔｗａｒｅＤｅ

ｆｅｃｔＰｒｅｄｉｃｔｉｏｎＡｌｇｏｒｉｔｈｍ，ＤＳＤＰＡ），用以提升软件缺陷的预

测性能。

ＤＳＤＰＡ主要由原型选择、不相似性转换和缺陷预测三部

分组成。实验过程中，采用随机选择法进行原型选择，欧几里

德距离衡量样本间的不相似性，将１８个软件缺陷数据集转换

到不相似性空间；然后，采用最近邻分类算法 （１－ＮＮ，

ＩＢ１）、决策树 （ＤｅｃｉｓｉｏｎＴｒｅｅ，ＤＴ）、神经网络 （Ｍｕｌｔｉ－ｌａｙｅｒ

Ｐｅｒｃｅｐｔｒｏｎ，ＭＬＰ）、朴素贝叶斯 （ＮａｉｖｅＢａｙｅｓ，ＮＢ）、随机森

林 （Ｒａｎｄｏｍ Ｆｏｒｅｓｔ，ＲＦ）和支持向量机 （ＳｕｐｐｏｒｔＶｅｃｔｏｒ

Ｍａｃｈｉｎｅ，ＳＶＭ）６种传统机器学习算法，在基于不相似空间

中的软件缺陷数据集上构建预测模型；最后，对比分析了基于

不相似性的软件缺陷预测方法ＤＳＤＰＡ的预测性能。实验结果

表明，ＤＳＤＰＡ能够有效地改善软件缺陷预测的准确性。

１　算法原理及框架

当利用机器学习算法预测软件缺陷时，预测模型的建立通

常基于静态度量元的软件缺陷数据集上，而基于不相似性的软

件缺陷预测算法 （ＤＳＤＰＡ）则是将原始数据集预先映射到不

相似性空间，而后在不相似性空间中构建软件缺陷预测模型。

ＤＳＤＰＡ主要由原型选择、不相似性转换和分类三部分组成。

图１给出了ＤＳＤＰＡ的基本框架，主要由基于不相似性预测模

型的构建和软件缺陷预测两大环节组成。

图１　基于不相似性的软件缺陷预测算法框架

１）基于不相似性预测模型的构建。

基于不相似性的软件缺陷预测算法的构建过程主要由原型

选择、不相似性转换及构建预测模型三部分组成。首先，采用

原型选择方法从原始数据集中筛选出具有代表性的样本作为原

型，创建原型集；然后，计算原始数据集与原型集样本间的不

相似性，从而将其映射到相应的不相似性空间中；最后，利用

传统分类算法在不相似性空间中构建软件缺陷预测模型。

２）软件缺陷预测。

当未知样本到来时，首先计算未知样本与原型集中各样本

间的不相似性，将其映射到到不相似性空间；然后，利用已构

建的软件缺陷预测模型对不相似性空间中的未知样本进行预

测，即可获悉未知样本是否有缺陷。

１１　原型选择

原型选择旨在从原始数据集中选取具有代表性的样本作为

原型，作为不相似性转换时的参照。为了更好的选取原型，学

者们提出了 基 于 共 享 最 近 邻 （Ｓｈａｒｅｄ ＮｅａｒｅｓｔＮｅｉｇｈｂｏｒｓ，

ＳＮＮ）的Ｊａｒｖｉｓ－Ｐａｔｒｉｃｋｃｌｕｓｔｅｒｉｎｇ （ＪＰＣ）算法
［２１］、随机选

择［２２］ （ＲａｎｄｏｍＣ，ＲＣ）、线 性 规 划
［２３］ （ＬｉｎＰｒｏ）、属 性 选

择［２４］ （ＦｅａＳｅｌ）、模式搜索
［２５］ （ＭｏｄｅＳｅｅｋ）、基于聚类的线性

规划［２６］ （ＫＣｅｎｔｅｒｓ－ＬＰ）及编辑压缩 （ＥｄｉＣｏｎ）等方法。其

中，随机选择法 （ＲＣ），即随机地从原始数据集中抽取指定数

量的样本作为原型，是最简单且有效的一种原型选择方法。

Ｐｅｋａｌｓｋａ等人
［２６，２１］对比分析了上述原型方法对基于不相似性

分类方法性能的影响，实验结果表明：ＲＣ和ＫＣｅｎｔｅｒｓ总体表

现较好，但ＲＣ更便捷。

为了保证ＤＳＤＰＡ算法的性能，选用ＲＣ作为原型选择方

法，从原始软件缺陷数据集中抽取具有代表性的样本，创建原

型集。假设犇代表一个软件缺陷数据集，属于二类分类问题，

即犆＝ ｛犮１，犮２｝，犇狋为训练集，犇１ 和犇２ 分别代表有缺陷和无缺

陷类的训练集。从犇抽取狉个样本作为原型集合犘，利用随机

选择的方法分别从犇１ 和犇２ 中随机抽取狉１ 和狉２ 个样本，使原

型集犘＝ ｛狉１，狉２｝。

１２　不相似性转换

不相似性转换旨在将原始数据集映射到不相似性空间，图

２给出了不相似性转换的详细过程。

图２　不相似性转换

假设犇＝ ｛狓１，狓２，．．．，狓狀｝代表样本数量为狀的软件缺陷

数据集。其中，狓犻 ＝ ｛犪犻１，犪犻２，．．．，犪犻犿，犮犻｝代表数据集犇中第犻

个样本；狓犻 由犿 个独立属性和一个类属性组成。犘 ＝ ｛狆１，

狆２，．．．，狆狉｝表示由狉个具有代表性的样本构成的原型集，其中

狆犻＝ ｛犪
犻１
′，犪

犻２
′，．．．，犪

犻犿
′，犮犻′｝代表第犻个原型。

参照原型集犘，通过计算原始的软件缺陷数据集犇与原型

集犘 中样本间的不相似性，将数据集犇映射到相应的不相似

性空间，得到基于不相似性的数据集犇^＝ ｛^狓犻１，^狓犻２，．．．，^狓犻狀｝，^犇

由狀个样本构成。每个样本狓^犻 ＝ ｛^犪犻１，^犪犻２，．．．，^犪犻狉，犮犻｝由狉＋１

个属性组成，其中犪^犻犼 代表样本狓犻与原型狆犼 间的不相似性。

当评估密集、连续型样本间的不相似性时，基于度量的距

离样本间的不相似性通常用距离度量来描述，距离越大，越不

相似；反之，则越相似。目前最常用的距离度量有欧几里德距
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离、曼哈顿距离及闵可夫斯基距离。其中，闵可夫斯基距离是

欧几里德距离和曼哈顿距离的推广，其计算方法见公式 （１）：

犪^犻犼 ＝犱犻狊（狓犻，狆犼）＝ （∑
犿

犽 ＝１

狘犪犻犽－犪
犻犽
′狘

犾）
１
犾 （１）

式中，犾是实数，犾≥１。

当犾＝１时，曼哈顿距离，即犔１ 范数；

当犾＝２时，欧几里德距离，即犔２ 范数，常用于度量密

集、连续的数据集中样本间的不相似性；

当犾＝ ∞ 时，上确界距离，又称犔∞ 范数和切比雪夫距

离，度量样本间的最大值差。

不相似性转换过程

输入：犇＝ ｛狓１，狓２，．．．，狓狀｝为原始的软件缺陷数据集；

犘＝ ｛狆１，狆２，．．．，狆狉｝为原型集合；

输出：^犇 ＝ ｛^狓犻１，^狓犻２，．．．，^狓犻狀｝为不相似性空间中的软件缺陷数

据集；

１：ｆｏｒｅａｃｈ狓犻∈犇ｄｏ

２：ｆｏｒｅａｃｈ狆犼∈犘ｄｏ

３：^犪犻犼 ＝犱犻狊（狓犻，狆犼）；／／计算样本间的不相似性

４：ｅｎｄ

５：^狓犻＝ ｛^犪犻１，^犪犻２，．．．，^犪犻狉，犮犻｝；

６：ｒｅｔｕｒｎ^犇 ；

由于软件缺陷数据集中大多数属性特征是密集连续的，所

以选用基于度量的欧几里德距离来度量样本间的不相似性，以

实现软件缺陷数据集从原始特征空间到不相似性空间的转换。

１３　时间复杂度分析

ＤＳＤＰＡ算法由原型选择、不相似性转换及分类三个环节

组成，其算法时间复杂度即各环节时间复杂度的总和。给定一

个软件缺陷不均衡数据集犇，样本数量为狀，属性数量为犿，利

用ＤＳＤＰＡ算法在犇上进行缺陷预测时，各环节时间复杂度的

计算方法如下所述：

１）原型选择的时间复杂度。

从样本数量为狀的不均衡数据集中选取狉个原型时，不同

的原型选择方法的时间复杂也不相同。随机选择方法无放回抽

样，重复狉次的时间复杂度为犜犚犆 ＝犗（狉）。

２）不相似性转换的时间复杂度。

不相似性转换旨在计算原始的软件缺陷数据集与原型集中

样本间的不相似性，从而将其转换到不相似性空间，不相似性

转换的时间复杂度为犜犇犜 ＝犗（狀·狉）。

３）缺陷预测的时间复杂度。

在样本数量为狀，属性数量为狉＋１的基于不相似性的软件

缺陷数据集上进行预测时，时间复杂度依赖于所选用的机器学

习算法，犜犆 ＝犗（犆（狀，狉＋１））。

ＤＳＤＰＡ算法的时间复杂度犜犇犛犇犘犃 ＝犜犚犆 ＋犜犇犜 ＋犜犆，即

犜犇犛犇犘犃 ＝犗（狉）＋犗（狀·狉）＋犗（犆（狀，狉＋１））。

２　实验结果与分析

为了保证实验的客观性和可再现性，在公开的软件缺陷数

据集上对ＤＳＤＰＡ的预测性能进行了实验评估与验证。

２１　实验数据

本实验在１８来自Ｐｒｏｍｉｓｅ
［２７］数据库的软件缺陷数据集，

其中５个源自ＰＲＯＭＩＳＥ软件工程数据库，１３个源自美国宇

航局 （ＮＡＳＡ）ＭＤＰ项目的数据集。ＭＤＰ是由美国宇航局提

供一个软件度量库，并通过网站提供给普通用户。ＭＤＰ数据

存储了系统在模块 （函数／方法）级的软件产品的度量数据和

相关的缺陷数据；实验数据集的样本数量分布在３６～１７１６８

之间，属性数量分布于２２～４１之间，不均衡率分布在１．０４９２

～１３８．２１之间。表１给出了１８个软件缺陷数据集的统计信

息，其中Ｉ、Ｆ、Ｃｍｉｎ、Ｃｍａｊ和ＩＲ分别代表样本数量、属性

数量、少数类样本数量 （有缺陷的样本数量）、多数类样本数

量 （无缺陷的样本数量）以及不均衡率 （Ｃｍａｊ／Ｃｍｉｎ）。

表１　１８软件缺陷数据集的统计信息

ＩＤ 数据集 Ｉ Ｆ Ｃｍｉｎ Ｃｍａｊ ＩＲ

１ ａｒ１ １２１ ３０ ９ １１２ １２．４４４

２ ａｒ３ ６３ ３０ ８ ５５ ６．８７５

３ ａｒ４ １０７ ３０ ２０ ８７ ４．３５

４ ａｒ５ ３６ ３０ ８ ２８ ３．５

５ ａｒ６ １０１ ３０ １５ ８６ ５．７３３３

６ ＣＭ１ ５０５ ４１ ４８ ４５７ ９．５２０８

７ ＪＭ１ １０８７８ ２２ ２１０２ ８７７６ ４．１７５１

８ ＫＣ１ ２１０７ ２２ ３２５ １７８２ ５．４８３１

９ ＫＣ３ ４５８ ４１ ４３ ４１５ ９．６５１２

１０ ＫＣ４ １２５ ４１ ６１ ６４ １．０４９２

１１ ＭＣ１ ９４６６ ４０ ６８ ９３９８ １３８．２１

１２ ＭＣ２ １６１ ４１ ５２ １０９ ２．０９６２

１３ ＭＷ１ ４０３ ４１ ３１ ３７２ １２

１４ ＰＣ１ １１０７ ４１ ７６ １０３１ １３．５６６

１５ ＰＣ２ ５５８９ ４１ ２３ ５５６６ ２４２

１６ ＰＣ３ １５６３ ４１ １６０ １４０３ ８．７６８８

１７ ＰＣ４ １４５８ ４１ １７８ １２８０ ７．１９１

１８ ＰＣ５ １７１８６ ４０ ５１６ １６６７０ ３２．３０６

２２　实验设置

为了全面地验证基于不相似性软件缺陷预测算法 （ＤＳＤ

ＰＡ）的有效性，并保证实验的可再现性，本节对实验中的各

环节进行了如下设置：

１）软件缺陷预测算法。

不同的机器学习算法在软件缺陷数据集上的预测性能也不

相同。为了考察ＤＳＤＰＡ能否有效地改善软件缺陷数据集上的

预测性能，采用了６种最常用的机器学习算法作为候选预测算

法［２８２９］，包括：基于实例学习的ｋ－最近邻算法 （１－ＮＮ，

ＩＢ１）、决策树 （Ｊ４８）、神经网络 （ＭＬＰ）、朴素贝叶斯 （ＮＢ）、

随机森林 （ＲａｎｄｏｍＦｏｒｅｓｔ）和支持向量机 （ＳＶＭ），用以对不

相似性空间中的软件缺陷数据集进行预测。

２）性能评估方法。

在评估不均衡学习方法的性能时，采用１０×１０折交叉验

证，充分利用数据信息的同时，尽可能地减少随机序列产生的

偶然误差。

３）性能评价指标。

为了评价软件缺陷预测性能，特别是有缺陷样本的预测准

确率，采用ＡＵＣ评估各算法在软件缺陷数据集上的预测准

确性。

２３　结果与分析

表２给出了采用ＤＳＤＰＡ与原始数据上 （Ｏｒｇ）时，最近邻

（ＩＢ１）、决策树 （Ｊ４８）、神经网络 （ＭＬＰ）、朴素贝叶斯 （ＮＢ）、随
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表２算法性能比较（ＡＵＣ）

Ｄａｔａ
ＩＢ１ Ｊ４８ ＭＬＰ ＮＢ ＲＦ ＳＶＭ

Ｏｒｇ ＤＳＤＰＡ Ｏｒｇ ＤＳＤＰＡ Ｏｒｇ ＤＳＤＰＡ Ｏｒｇ ＤＳＤＰＡ Ｏｒｇ ＤＳＤＰＡ Ｏｒｇ ＤＳＤＰＡ

ａｒ１ ０．５７ ０．７７ ０．５０ ０．５５ ０．６７ ０．７４ ０．６３ ０．７０ ０．６２ ０．６９ ０．４５ ０．５０

ａｒ３ ０．５５ ０．６９ ０．６０ ０．７５ ０．６７ ０．８３ ０．６７ ０．８２ ０．６２ ０．７８ ０．４ ０．６２

ａｒ４ ０．６０ ０．６０ ０．６２ ０．６２ ０．７１ ０．７１ ０．８０ ０．８０ ０．７６ ０．７５ ０．５０ ０．６３

ａｒ５ ０．５７ ０．７１ ０．６１ ０．７６ ０．７０ ０．８８ ０．７２ ０．９０ ０．６９ ０．８２ ０．４１ ０．７５

ａｒ６ ０．６３ ０．６７ ０．５６ ０．５６ ０．７６ ０．７６ ０．７２ ０．７３ ０．６５ ０．６５ ０．５ ０．５６

ＣＭ１ ０．５５ ０．５４ ０．５６ ０．５８ ０．７１ ０．６７ ０．７５ ０．７０ ０．７３ ０．７０ ０．５ ０．５０

ＪＭ１ ０．６１ ０．６３ ０．６７ ０．６７ ０．７１ ０．７１ ０．６９ ０．６９ ０．７２ ０．７２ ０．５０ ０．５０

ＫＣ１ ０．６６ ０．７３ ０．６９ ０．６９ ０．７９ ０．７９ ０．７９ ０．７９ ０．８０ ０．８０ ０．５０ ０．５２

ＫＣ３ ０．５９ ０．５９ ０．６３ ０．５８ ０．７４ ０．６６ ０．８２ ０．６８ ０．７７ ０．７３ ０．５ ０．５２

ＫＣ４ ０．６９ ０．６９ ０．７８ ０．７８ ０．７５ ０．７５ ０．７７ ０．７７ ０．７９ ０．７９ ０．６９ ０．７２

ＭＣ１ ０．７６ ０．９４ ０．７７ ０．７７ ０．９０ ０．９０ ０．９１ ０．９２ ０．８８ ０．８８ ０．５ ０．５０

ＭＣ２ ０．６９ ０．６７ ０．６２ ０．６０ ０．７２ ０．７１ ０．７３ ０．７２ ０．７１ ０．６９ ０．５４ ０．６０

ＭＷ１ ０．６１ ０．５９ ０．５４ ０．５４ ０．６９ ０．６５ ０．７６ ０．７５ ０．６８ ０．６８ ０．５ ０．５０

ＰＣ１ ０．６７ ０．６６ ０．６７ ０．６８ ０．７４ ０．８１ ０．７６ ０．７９ ０．８２ ０．８１ ０．５ ０．５０

ＰＣ２ ０．４９ ０．７６ ０．５１ ０．５１ ０．８５ ０．８６ ０．８４ ０．８６ ０．６７ ０．６８ ０．５ ０．５０

ＰＣ３ ０．６２ ０．６６ ０．６１ ０．６５ ０．７９ ０．８０ ０．７７ ０．７６ ０．８０ ０．８１ ０．５ ０．５０

ＰＣ４ ０．６９ ０．７１ ０．７４ ０．７４ ０．８９ ０．８９ ０．８４ ０．８４ ０．９２ ０．９２ ０．５ ０．５６

ＰＣ５ ０．７５ ０．９３ ０．７８ ０．７８ ０．９４ ０．９４ ０．８３ ０．９４ ０．９４ ０．９４ ０．５１ ０．５４

ＡＶＧ ０．６３ ０．７０ ０．６４ ０．６６ ０．７６ ０．７８ ０．７７ ０．７９ ０．７５ ０．７７ ０．５０ ０．５６

机森林 （ＲＦ）及支持向量机 （ＳＶＭ）６种机器学习方法在１８

个软件缺陷数据集上的预测性能 ＡＵＣ。由表可见，提出的

ＤＳＤＰＡ方法能够有效地改善传统机器学习方法在软件缺陷数

据集上的预测性能，特别是在使用ＩＢ１和支持向量机ＳＶＭ 算

法进行软件缺陷缺陷预测时，ＩＢ１算法在软件缺陷数据集上的

分类性能平均提升了１１．１１％；ＳＶＭ 算法在软件缺陷数据集

上的分类性能平均提升了１２％。Ｊ４８、ＭＬＰ、ＮＢ算法在软件

缺陷数据集上的平均分类性能也得到了提升，提升率分别为

３．１２％、２．５％、２．６％及２．７％。

３　结论

从改善软件缺陷数据集中属性特征判别能力的角度出

发，提出了一种基于不相似性的软件缺陷预测算法 （ＤＳＤ

ＰＡ），主要由原型选择、不相似性转换及缺陷预测三部分组

成。针对最近邻、决策树、神经网络、朴素贝叶斯、随机森

林及支持向量机６种传统机器学习算法，对比分析了ＤＳＤＰＡ

在软件缺陷数据集上的预测性能 ＡＵＣ。实验结果表明：ＤＳ

ＤＰＡ算法能够有效地改善传统机器学习算法在软件缺陷数据

集上的预测性能。
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以最大灵敏度的激励方式激励各个单元产生的四条波束的

方向图如图１３所示。

图１３　天线方向图

通过图１２和图１３可以看出，馈源阵列在整个频段内的驻

波比在１．０５１．３５之间，驻波性能良好。通过仿真还可以得到单

个波束的效率最高可达７４．７％，增益达到６３．３６ｄＢ，达到项目

要求的６０ｄＢ，天线的噪声温度为９１．９Ｋ，满足项目的要求，

单个波束的灵敏度为１．０７７ｍ２／Ｋ，相邻波束性能基本一致。

４　结束语

本文以ＳＫＡ项目为依托，针对具体的反射面天线，进行

了Ｋｕ频段的相控阵馈源设计。首先对焦面场进行分析，确定

阵列的尺寸，然后根据项目需求确定阵元的形式，设计并以驻

波比为目标对阵元进行优化。通过仿真对比了六边形阵列和矩

形阵列对系统性能的影响，最终选定了六边形的布阵方式。接

下来对阵元间距对灵敏度的影响进行仿真，得到了系统灵敏度

随阵元间距的变化规律，得到了是系统灵敏度最优的阵元间

距。最后对相控阵馈电反射面天线的模型进行仿真，可以看出

系统的效率高，波束性能优良且近似，满足了项目的需求。
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