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改进的犎犕犕模型在特征抽取上的应用

陈昌浩，范太华
（西南科技大学 计算机科学与技术学院，四川 绵阳　６２１０１０）

摘要：目前，情感分类常用的特征抽取方法是基于词典的向量空间模型 （ＶＳＭ），潜在的语义分析 （ＬＳＡ）和基于无监督算法的词

嵌入 （ｗｏｒｄ２ｖｅｃ），随机词向量法，这些方法都是对单个词语进行处理；通过哈工大词云对采集的豆瓣评论数据集进行语义角色进行的标

记以后，采用了改进的隐马尔科夫模型 （ＭＨＭＭ）对词对向量进行特征构建，并将其作为一个序列片段作为长短记忆门 （ＬＳＴＭ）的输

入，最后使用ｓｏｆｔｍａｘ函数对动态循环神经网络输出的序列进行分类；实验使用了交叉熵作为优化函数，采用了随机梯度下降法对优化

函数进行迭代产生最优解；实验结果证明了该方法对豆瓣影评数据进行情感分类产生了更好的效果。

关键词：向量空间模型；词嵌入；改进的隐马尔科夫模型；情感分析
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０　引言

传统的情感分析方式是基于简单统计的情感倾向分类，

Ｔｓｏｕ等
［１］利用大众对名人的评价语料，全面地统计分析极性

元素分布密度和语义强度得到词语的语义倾向。

接着，基于机器学习的文本倾向性研究开始兴起，Ｐａｎｇ

等［２３］利用ｂａｇ－ｏｆ－ｗｏｒｄｓ技术并且朴素贝叶斯、最大熵、支

持向量机 （ＳＶＭ）分类器方法对电影影评进行情感倾向分析；

Ｗｈｉｔｅｌａｗ等
［４］提取文本中形容词和修饰语词组作为特征结合

词袋技术形成向量空间模型并采用 ＳＶＭ 对电影影评分类；

Ｔｕｒｎｅｙ使用一些固定句法模式来抽取基于词性标注的标签。

Ｔａｂｏａｄａ
［５］提出基于词库的方法，用带有一定倾向和强度的情

感词及词组的词典采用集约化方法计算每个文本的情感分值。

向量空间模型的假设是特征与特征之间是相互独立的 （正交假

设），这在实际中难以满足。

为了改善向量空间模型的缺陷，ＬＳＡ （ＬａｔｅｎｔＳｅｍａｎｔｉｃ

Ａｎａｌｙｓｉｓ）
［６］潜在语义分析的方法被提出了，并且在信息检索

方面取得了一定的成功。

随着，计算机计算的存储能力和计算性能不断地提高，深

度学习的方法再次进入人们的视野，并成为情感分类研究的热

点。ＲＮＮ具有很强大的抽取文本信息的能力，并且循环神经

网络 （ＲＮＮ）在 ＮＬＰ里应用广泛，论文
［７］证明了 ＲＮＮ在文

本分类和情感分类上效果很好，但是，ＲＮＮ解决不了长期依

赖的问题，ＬＳＴＭ模型能解决任何长度的序列，并且能够捕获

长时间的独立性。

随着对 ｗｏｒｄ２ｖｅｃ的深入，以及谷歌对 ｗｏｒｄ２ｖｅｃ开源以

后，在论文［８］中作者运用的是基于ｗｏｒｄ２ｖｅｃ加权的ｓｖｍ算法，

作者通过计算每一个文档当中词语的ｔｆ－ｉｄｆ作为权值，最后

得出一个比较好的结果。在文章［９］中，作者将连续的三个词作

为一个嵌入向量对进行输入，通过神经网络模型，最后测评分

类结果，在这篇文章中，所有的词汇在空间上相邻，作为一个

输入，这样的做法是ＶＳＭ的扩展，相当于把词对作为一个单

元进行处理，忽略了词对之间的关联性。因此，对词对的关联

性如果按照论文的处理方式是空间位置的相邻。

１　特征抽取模型的设计

１１　概率图模型

设犡＝ ｛狓１，…，狓犽，…，狓犾｝表示的是训练集，狓犽＝

（狓犽
１
），…，狓犽

犻
），…，狓犽

狆
），其中犽∈ ｛１，２，…，犾｝，犻∈

｛１，２，…，狆｝，狓犽 表示的是第犽个样本，狓犽
犻
表示的是第犽个

样本中的第犻个观测值，犾表示的是训练集的样本容量，狆表

示的是是组成样本狓犽 的序列长度。

集合犛＝ ｛狊１，狊２，…，狊狀｝为训练集当中所有的状态集

合，集合犗＝ ｛狅１，狅２，…，狅犿｝为观测值的集合 （其中犿为

观测集合的长度，狀为状态值的长度）。那么隐马尔科夫模型

所涉及概率图模型就如图１。

图１表示的是训练集中任意一个序列对应的状态和观测值

之间的关系。从上面的概率图模型中我们可以看出三个基本的

变量，状态集，观测矩阵，状态转移矩阵。因此对于隐马尔科
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图１　概率图模型

夫模型，我们定义三个最基本的矩阵和向量。状态转移矩阵犃

＝ ［犪犻犼］（其中犻，犼∈ ｛１，２，…，狀｝），犅＝ ［犫犻犼］，其中犻∈

｛１，２，…，狀｝，犼∈ ｛１，２，…，犿｝。设π＝ ［π１，π２，…，

π狀］^犜 表示状态向量，用来表示每个状态的权重。

其中对于以上的犪犻犼＝犘 ｛犛＝狊犼｜犛＝狊犻｝表示从狊犻 状态转

移到狊犼 状态的一步转移概率，犃表示的是一步转移概率矩阵，

犫犻犼＝犘 ｛犛＝狊犻｜犗＝狅犼｝表示观测值对应的某一个状态的概率

值。π犻＝犘 ｛犛＝狊犻｝表示某一个状态对应状态概率。

而对于训练集要获得上面三个参数Φ＝ （犃，犅，π）。针

对自然语言的特殊要求，在构建模型之前，我们定义一种运算

如公式 （１）：

αβ＝λ （１）

　　在公式 （１）中α、β、λ都是狀维向量，对于它们的任意

分量都有λ犻＝α犻×β犻。

计算某一个观测值对应的状态表示值用公式 （２）进行计算：

γ＝犃
犜·βπ （２）

　　这里犃表示的是状态转移矩阵，β表示某观测矩阵犅 中的

某一个观测值对应的观测向量，π表示的是状态向量。

１２　获取犎犕犕的三要素的方法

在实验过程中，按照Ｂａｕｍ－Ｗｅｌｃｈ算法对构成中文的语

料库进行训练。获得隐马尔科夫模型的三要素Φ＝ （犃，犅，

π），根据哈工大语言云得到结果，其中的隐含变量是词对的语

义标注，观测向量是观测词汇，可以获得马尔科夫模型的初始

化，随后，根据Ｂａｕｍ－Ｗｅｌｃｈ或者ＥＭ 算法进行迭代获得马

尔科夫模型的三要素，其流程如图２所示。

图２　ＨＭＭ训练过程

１３　犕犎犕犕表示词对向量

根据马尔科夫链的一步转移概率，可以很清楚的知道某一

个词对出现的概率。状态矩阵表示的是一步转移概率，而词汇

的观测矩阵表示的词对在每个状态下的观测概率。因此，用公

式 （２）表示的是词对在语义特征上的抽取概率和。接下来用

马尔科夫链的性质，说明算法的合理性。

定义１：转移概率在离散序列马尔科夫链 ｛犡狀｝中，其具

有有限或者无限的状态犛＝ ｛狊１，狊２，…，狊狀｝，假设狓＝狓

（狋狀）表示序列狋＝狋狀 时的状态，则条件转移矩阵表示的是在所

有的观测序列当中从上一步转移到下一个状态的概率统计值，

用其对应的频率来估计。即是说转移概率矩阵为犘＝ ［狆犻犼］＝

犘 ｛狓 （狋狀＋１）＝狊犼｜狓 （狋狀）＝狊犻｝，其中狊犼，狊犻∈犛。

定义２：观测向量表示的是，在整个观测当中，某一个观

测值狅在某一个状态上的概率值。假设观测向量用β表示，β
是一个犿 维的向量。其中假设：

β＝ ｛犫１，犫２，…犫犻，…，犫犿｝

　　其中：对于犫犻的解释表示如下。

犫犻 ＝犘｛犛＝狊犻狘犗＝狅｝

　　上式表示的是某一个观测词对在狊犻状态下的概率。

用马尔科夫链的知识，很容易知道在整个马尔科夫过程

中，条件转移概率用的是狀个状态，而每个状态对应的概率为

犫犻，那么一次词对向量对应的每个状态的输出就是：

犘＝犃
犜
β （３）

　　如果再乘以每个状态对应的权重，上面是用π来表示的，

那么就可以看成是这个词汇对在出现的每个对应的权重概率

值。在公式 （３）中，这个权重用π表示，这里的π表示的是

每个状态在训练集中对应的状态的概率。

而且根据马尔科夫链的一步转移矩阵，以及在每个状态下

的概率分布，很容易算出这个观测变量在每个状态下的概率。

因此，用这个方法来表示一个语义词对，具有一定的科学性。

２　算法有效性验证

２１　数据获取与预处理

本文的数据集通过网络爬虫，采集了豆瓣的影评数据，对

采集的数据进行后续处理：第一部是将整个数据集进行过滤，

把影评数据里面重复的字段删除；第二部是将单个测评数据当

中连续几个重复的词条进行过滤；第三，去除里面的停顿词。

第四部是将评分替换成差评和好评，标准是低于６分的判定是

差评，高于６分的判定是好评。

对中文分词，从分词效果上来看，哈工大的自然语言处理

工具的作用效果更好，分词的正确率较高，而且，本文考虑了

隐含变量的运用，因此，在进行数据预处理的时候，选择了哈

工大词云的语义角色标注。

在哈工大的词云上，根据词对的语义特征，将语义标注分

成了：施事关系，当事关系，等等大约１００种关系，而这种关

系可以用这样的一个序列表示 （狓１，狓２，…，狓狀，狉）其中狓犻

表示的是某一个词语，前面的狓１ 至狓狀 表示的是在语义标注里

面存在的词汇，狉表示这狀个词语之间的语义关系。

２２　特征抽取

２．２．１　ＲＮＮ

ＲＮＮ是循环神经网络，它的结构单元如图３所示。

图３　ＲＮＮ单元

ＲＮＮ的计算过程如下，假设输入序列是：

其中狓狋表示的是一个狀维的向量。

狓狋＝ ［狓１，狓２，…，狓狀］

　　记忆单元的初始值为：

犆＝ ［犮１，犮２，…，犮狀］

　　ＲＮＮ的激活函数为线性激活函数，输入权值矩阵为狑犻狀，
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输出权值矩阵为狑狅狌狋。根据前向算法，很容易得到的下面的

算法：

犆犻 ＝狑
犜
犻狀·［狓犻，犆犻－１］ （４）

式中，［狓１，犆犻－１］中表示将两个向量拼接在一起。那么输出

就为：

狅犻 ＝狑狅狌狋·犆犻 （５）

２．２．２　ＬＳＴＭ

同样的道理，ＬＳＴＭ单元如图４所示。

图４　ＬＳＴＭ结构示意图

可以从图中看出 ＬＳＴＭ 由：输入门、输出门和遗忘门，

三个门进行控制其输出以及在细胞单元里面的输入值和输出值

的变化，而且这三个门的权重值都是通过ＬＳＴＭ本身学到的。

按照上面的要求，可以得到如下的步骤 （以下的σ （·）

表示的是ｓｉｇｍｏｉｄ函数）：

第一步：决定单元状态保留的信息，是通过遗忘门来实现

的。对应的是图中的犳狋，其计算如下：

犳狋 ＝σ（狑犳·［狓狋，犺狋－１］＋犫犳） （６）

　　第二步：通过输入门，来确定哪些值会被更新。此时，更

新的值对应图中的犻狋和犆槇狋它们的计算公式如下：

犻狋 ＝σ（狑犻·［狓狋，犺狋－１］）＋犫犻 （７）

犆槇狋 ＝狋犪狀犺（狑犮·［狓狋，犺狋－１］＋犫犮） （８）

　　第三步：更新记忆状态，对应图中的犆狋，其计算过程

如下。

犆狋 ＝犳狋×犆狋－１＋犻狋×珟犆 （９）

　　第四步：最后输出犗狋和犺狋，它们的计算过程如下：

犗狋 ＝σ（狑狅·［狓狋，犺狋－１］） （１０）

犺狋 ＝狅狋×狋犪狀犺·（犆狋） （１１）

　　运用ＬＳＴＭ神经单元的多个层次对输入序列进行迭代会

产生很多个输出，然后在实验过程中取出序列的最后一个输出

作为句子向量。

２．２．３　句子特征抽取方式

进行特征抽取以前，通过哈工大语言云对原始数据进行语

义分析，并将训练数据存储为ｊｓｏｎ数据，作为训练数据，然

后根据里面的词对训练 ＨＭＭ 的精确参数 （犃，犅，π），其中

犃表示状态矩阵，犅 表示观测矩阵，π表示状态向量。训练

ＨＭＭ的过程如２．２介绍的那样。在进行特征抽取的时候采用

的是 ＭＨＭＭ模型，用改进的隐马尔科夫模型对一个语义词对

进行表示。并且按照 ＭＨＭＭ模型，获得句子当中出现的某一

个词对出现的特征按照如图５所示的过程去进行词对特征抽

取，并将其输入到ＬＳＴＭ 神经元中，并且将最后的输出作为

句子特征向量。

考虑到整个过程当中，每个词对形成的词对向量存在一定

的稀疏性，因此，在对整个数据输入到 ＬＳＴＭ 之前，运用

ｓｏｆｔｍａｘ函数对数据进行归一化处理。

图５　词对向量的训练过程

接下来，将特征抽取以后的每个词对向量组成的序列，放

入ＬＳＴＭ单元当中，用动态ＲＮＮ对输入的词对序列迭代处理，

神经单元的最后一个输出向量作为评论样本表示的特征向量。

２３　情感分类模型建立

在构建模型之前，对模型输入的词对或者词汇进行了预训

练，获得句子向量，然后根据句子向量和类别标签产生分类训

练器。在实验过程中，建立了如下的分类器模型：

１）基于ｗｏｒｄ２ｖｅｃ的ＳＶＭ：先将所有的词汇用 ｗｏｒｄ２ｖｅｃ

进行训练产生了词向量，对每一条评论分词产生的序列进行遍

历获得词汇向量后，用每个分量的其平均值表示句子向量，用

这个句子向量输入到ＳＶＭ中进行模型训练。

２）标准的ＬＳＴＭ 算法：通过 ｗｏｒｄ２ｖｅｃ对词汇进行训练

以后，把词汇按照分词顺序进行排列并按照这个词序在

ｗｏｒｄ２ｖｅｃ的模型中找到对应的向量，输入到ＬＳＴＭ 的神经元

中，获得其句子的向量，最后按照这个向量进行３０００次的迭

代产生，使用交叉熵作为优化器，采用随机梯度下降法进行优

化求得最优值。

３）基于词对的ＬＳＴＭ 算法：通过 ｗｏｒｄ２ｖｅｃ对词汇进行

训练以后，将三个在语序上相邻的词汇放在一起，求其平均

值，然后将这些平均值作为输入，输入至ＬＳＴＭ 单元中进行

计算，其训练器的优化过程同上。

４）基于 ＭＨＭＭ的ＬＳＴＭ算法：通过３．２．３的过程进行

特征抽取，然后输入到ＬＳＴＭ 的输入单元中，其优化过程和

迭代过程同上。

５）基于随机向量的ＬＳＴＭ算法：对词向量的初始化采用

的是随机向量，输入到ＬＳＴＭ 单元当中，其训练和优化的过

程与第二种方式基本相同。

２４　犕犎犕犕用于情感分类

基于 ＭＨＭＭ的ＬＳＴＭ实验做法是将评论集通过训练马

尔科夫模型的三要素，得到每个单词对的词向量，将它们

ＬＳＴＭ的一个输入，再将序列按照顺序逐个输入到ＬＳＴＭ 神

经元中，其处理结构如图６所示。

输入层：经过ＬＴＰ产生的语义词对。

ＭＨＭＭ：经过 ＭＨＭＭ对产生的词对进行处理，得到每

个词对在语义上产生的概率分布，然后用ｓｏｆｔｍａｘ进行归一化

处理，产生的输出。

Ｚ：经过 ＭＨＭＭ产生的输出，经过归一化处理，用来训

练神经网络。

ＬＳＴＭ：ＬＳＴＭ用来作为特征提取的一个工具，每个序列

都会产生一个对应的输出。

Ｓｏｆｔｍａｘ层：用ｓｏｆｔｍａｘ层作为分类的依据。

根据以上的说明，ＭＨＭＭ 用于ＬＳＴＭ 模型的情感分类
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图６　基于 ＭＨＭＭ的ＬＳＴＭ情感分类图

算法如算法１所示。

算法１：

输入：无标签的数据Ｄ，训练集Ｄ－ｔｒａｉｎ，测试集Ｄ－ｔｅｓｔ

输出：测试集的情感标签

１）将训练集和测试集中的数据进行预处理

２）获取隐马尔科夫参数（Ａ，Ｂ，π），并且用来得到词汇对的向量表示

３）初始化ＬＳＴＭ－ＲＮＮ的参数，训练模型

４）ＦｏｒＳｅｎｔｅｎｃｅｓｓｉｎＤ－ｔｒａｉｎ：

ａ）对于ｓ中的每个词汇，找到其对应的词向量，放入输入层

ｂ）通过ＬＳＴＭ－ＲＮＮ产生输出，用输出的最后一个向量作为ｓｏｆｔ

ｍａｘ的输入。

ｃ）通过ｓｏｆｔｍａｘ层产生分类的依据

ｄ）通过反向传播调节参数获得最后的模型

Ｅｎｄｆｏｒ

５）导出模型，用于测试集的情感分类

６）ＦｏｒＳｅｎｔｅｎｃｅｓｓｉｎＤ－ｔｅｓｔ：

ａ）对于ｓ中的每个词汇，找到其对应的词对向量，放入输入层

ｂ）通过ＬＳＴＭ－ＲＮＮ产生输出，用输出的最后一个向量作为ｓｏｆｔ

ｍａｘ输入。

ｃ）通过ｓｏｆｔｍａｘ层产生分类

Ｅｎｄｆｏｒ

３　实验结果分析

３１　实验测评参数的定义

本文采用正确率，召回率和ｆ－ｍｅａｓｕｒｅ对分类产生的结

果进行测评，在进行测评之前首先对几个符号进行定义：

ＴＰ：通过分类算法，将原本的正类预测成为正类的数目；

ＦＮ：通过分类算法，将原本的正类预测成为负类的数目；

ＴＮ：通过分类算法，将原本的负类预测成为负类的数目；

ＦＰ：通过分类算法，将原本的负类预测成为正类的数目；

那么，可以定义以下的公式进行分类的测评。

正确率：

犪犮犮狌狉犪犮狔＝
（犜犘＋犜犖）

（犜犘＋犉犘＋犜犖＋犉犖）
（１１）

　　召回率：

狉犲犮犪犾犾＝
犜犘

犜犘＋犜犖
（１２）

　　犳－犿犲犪狊狌狉犲：

犳－狊犮狅狉犲＝
２犜犘＋犜犖

２犜犘＋犉犘＋犉犖
（１３）

３２　实验结果及实验结论

３．２．１　训练阶段

在爬取的豆瓣影评数据集中抽取四万条左右的评论数据，

经过哈工大词云进行语义角色标注，获得词对表示的语义标

签，把词对作为观测矩阵、把语义标签作为潜在的隐含特征，

通过训练 ＨＭＭ的三要素获得了词对的表示，并且将这些语

义用来训练 ＨＭＭ 模型。对这四万多条的数据进行统计其评

论情感极性见表１。

表１　训练集情感极性统计结果表

训练集

正例 负例

２１３００ ２１０５０

并且将这些特征输入到ＬＳＴＭ－ＲＮＮ模型中，并且抽取

最后的一个词汇特征作为神经网络的输入，再进行分类，在训

练的时候，选择的优化器是交叉熵，使用随机梯度下降法进行

学习，其学习率设置为０．０００１，在训练模型的时候，每次用

于训练模型的评论集的ｂａｔｃｈ大小设置为５１２条，经过大约２

千万次的训练，各个模型－算法正确率见表２。

表２　数据集情感极性统计结果表

特征选取－算法 正确率／％

Ｗｏｒｄ２ｖｅｃ－ＳＶＭ ８４．７６

词对向量－ＬＳＴＭ ９６．４８

ＭＨＭＭ－ＬＳＴＭ ９７．４０

随机向量－ＬＳＴＭ ８６．７０

Ｗｏｒｄ２ｖｅｃ－ＬＳＴＭ ９２．５３

从表中，可以很容易得出的是，运用 ＭＨＭＭ进行特征抽

取的效果比词对向量进行特征抽取的效果要高１个百分点，用

词对向量进行特征抽取比标准的 ｗｏｒｄ２ｖｅｃ进行词向量的表示

要１１个高百分点，因此 ＭＨＭＭ 的在特征的抽取上有较好的

作用效果。

３．２．２　测试阶段

通过对测试集的情感极性分析获得了数据统计情况见

表３。

表３　测试集情感极性统计结果表

测试集

正例 负例

１５０００ １５０００

通过对数据的测试，获取了的测评数据包括：模型的正确

率，模型的召回率和模型的犳－狊犮狅狉犲，其详细情况见表４。

从表４中可以看出来，使用三个模型进行特征抽取的时

候，ＭＨＭＭ的正确率比词对向量高出１个百分点，比标准的

ｗｏｒｄ２ｖｅｃ进行特征抽取词向量的模型高０．０４百分点。召回率

最大的是运用ｗｏｒｄ２ｖｅｃ进行特征抽取的模型，其比词对向量

高２个百分点，比 ＭＨＭＭ－ＬＳＴＭ词向量进行特征抽取３个

高百分点。犳－狊犮狅狉犲值最高的是使用 ｗｏｒｄ２ｖｅｃ进行特征抽取

的，其比其他两个模型高出的百分点依次是：１．５个百分点和

１．４个百分点。

运用ＭＨＭＭ产生的词向量和空间相邻的词语产生的词向

（下转第２２４页）




