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灰色极限学习机在滚动轴承故障预测中的应用

徐　遥
（北京交通大学 电气工程学院，北京　１０００４４）

摘要：针对较强噪声环境下的滚动轴承故障预测问题，为提高轴承故障预测的精度，提出并研究了一种新的滚动轴承预测技术；采

用将灰色模型和极限学习机 （ＥＬＭ）相结合的方法，针对轴承运行状态值的非线性特点，先将样本数据进行灰色处理，解决数据的随机

性和波动性问题，然后代入学习速度快，泛化精度高的ＥＬＭ神经网络进行训练；在训练完毕后，对未来的轴承运行状态数据进行分析，

将其与轴承设备的理论诊断标准相比较以达到故障预测的目的。
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０　引言

在旋转机械中，滚动轴承是一种使用极其广泛的易损机

械零件，其运行状况往往能够直接影响到整个机械系统的正

常运作，即便是出现一点小故障也极有可能造成重大事故。

根据相关数据显示，有三成左右的旋转机械设备故障是由于

滚动轴承造成的［１］。因此，识别滚动轴承运行状态是否正常，

并根据反应运行态势的状态数据进行分析预测，对防止机械

事故、确保机械设备正常运作都极为重要，同时也能避免和

减少不必要的经济损失。在轴承的实际运行中，反应其工作

状态的数据具有非线性和时变的特点［２］，灰色理论则比较擅

长处理这种类型的数据［３］，波动和不规则的原始数据通过灰

色理论的方法能演变成具有一定规律性的生成数列，在此基

础上进行运算就可建立灰色预测模型对未态势进行预测［４］。

但是轴承工作时同时也会受噪声等环境因素的影响，因此待

处理的数据也会收起波动性的影响。灰色理论在处理波动性

较大的数据时的拟合效果较差［５］，因此本文引入具有高线性

映射特性的 ＥＬＭ
［６］神经网络来帮助拟合数据，减少预测误

差。在工业应用中，训练数据往往是单个或批量化获得，而

传统ＥＬＭ必须要在获得全部的训练数据之后才可以进行。对

此在传统ＥＬＭ上进行改进，使其能单个或者批量地学习样本

数据，扩展其应用范围，减少网络的学习时间。

１　基本原理与方法

１１　灰色预测模型

在传统的时间序列拟合预测中，通常我们需要大量的数

据作为基础才能得到一个相对确切的预测值［７］。而灰色预测

模型被证明可以用于有效的处理那些数量较少，信息贫乏的

数据，即便是在表征系统行为特征的原始数据序列较少的情

况下，它也能够通过变换原始数据序列来构建微分方程［８］。

在外部噪声较强时，考虑到系统会受到外部环境的强烈干扰，

使轴承状态值呈现离乱状态，将反映这种状态的数据提取出

来，即成为我们要处理的灰色数据，灰色模型即是针对这种

类型的数据建立的模型。灰色模型通常用一般微分方程表示，

其描述了某段时间内系统内部事物发展变化的过程。灰色模

型的建立有三个基本的步骤： （１）对原始数据进行累加生成

（ＡＧＯ）；（２）对累加生成数据在灰色模型中进行灰色预测；

（３）将数据进行累减生成，使得在灰色预测中得到的数据重

新回到初始形态，以此得到准确的预测值。在灰色预测模型

中在最常应用到的是 ＧＭ （１，１）模型
［９］，下面对 ＧＭ （１，

１）模型的基本建模原理进行阐述。

设原始灰色数据为狓
（０）（１），狓

（０）（２），…，狓
（０）（狀），记为：

狓
（０）
＝ （狓

（０）（１），狓
（０）（２），…，狓

（０）（狀））

对其作累加，得到：

狓
（１）
＝ （狓

（１）（１），狓
（１）（２），…，狓

（１）（狀）），犽＝１，２，…，狀
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其中：狓
（１）（犽）＝∑

犽

犻＝１

（狓
（０）（犻）

这个过程称之为 ＡＧＯ （ＡｃｃｕｍｕｌａｔｅｄＧｅｎｅｒａｔｉｎｇＯｐｅｒａ

ｔｉｏｎ），ＡＧＯ通过将原始数列转化为递增数列的方式来解决随

机性和波动性问题，由于其有规律可循，故而很好的提高了

构建基于微分方程形式的预测模型的精度。

建立如下ＧＭ （１，１）模型：

犱狓
（１）

犱狋
＋犪狓

（１）
＝狌 （１）

　　灰色预测模型即方程 （１）所示，其中采用最小二乘法拟

合便可求得犪，狌两个常数的值：

（）
犪

狌
＝ （犅犜犅）－１犅犜犢狀

其中：

犅＝

－
１

２
（狓

（１）（１）＋狓
（１）（２）） １

－
１

２
（狓

（１）（２）＋狓
（１）（３）） １

… …

－
１

２
（狓

（１）（狀－１）＋狓
（１）（狀））

熿

燀

燄

燅
１

，

犢狀 ＝ （狓
（０）（２），狓

（０）（３），…，狓
（０）（狀））

微分方程 （１）的解 （定义其为时间响应函数）如下：

狓
∧
（１）（犽＋１）＝ （狓

（０）（１）－
狌
犪
）犲－犪犽 ＋

狌
犪

（２）

　　 数列的预测公式如 （２）式所示，可以根据公式 （３）对

原始数列的还原预测值进行求解，其中式 （２）是对一次累加

生成数列的预测值，这个过程也叫做ＩＡＧＯ （ＩｎｖｅｒｓｅＡｃｃｕｍｕ

ｌａｔｅｄＧｅｎｅｒａｔｉｎｇＯｐｅｒａｔｉｏｎ）。

狓
∧
（０）（犽）＝狓

（１）（犽）－狓
（１）（犽－１） （３）

　　

１２　犈犔犕算法

灰色理论与传统神经网络相结合组成的预测模型已在实

际中取得应用［１０１２］，但传统ＢＰ神经网络存在学习速率固定，

收敛速度慢，训练时间长的缺点［１３］。针对其存在的问题，

Ｈｕａｎｇ等人提出了ＥＬＭ 算法
［１４］，该算法区别于传统的应用

迭代求解的学习算法，相较于传统算法运行速度更快，同时

具备很高的泛化性能。

假设有犖 个任意的不同的输入样本 （狓犻，狋犻）∈犚
狀
×犚

犿 ，

在这里狓犻是一个狀×１的输入向量，狋犻为犿×１的目标向量。我

们把ＳＬＦＮ的隐含层节点数定义为珦犖 个，则可以得到如下的

输出表达式：

∑
珦犖

犻
β犻犌（犪犻·狓犼＋犫犻）＝犳珦犖（狓犼）

狓∈犚
狀，犪犻∈犚

狀，β犻∈犚
犿 （４）

　　 在此式中，犪犻 ＝ ［犪犻１，犪犻２，…犪犻犿］
犜 是权值向量，链接第犻

个隐含层节点与输入层，犫犻 代表　第犻个隐含层节点偏差；β犻

＝ ［β犻１，β犻２，…β犻犿］
犜 代表第犻个隐含层节点的输出权值向量；犪犻

·狓表示向量犪犻与输入狓犼 之间的内积。

若在误差为零的情况下此ＳＬＦＮ能够逼近犖个输入样本，

此种情况等效于 ∑
珦犖

犼＝１

‖犳珦犖（狓犼）－狋犼‖ ＝０，则存在犪犻，β犻，犫犻

使得：

∑
珦犖

犻＝１
β犻犌（犪犻·狓１＋犫犻）＝狋１，



∑
珦犖

犻＝１
β犻犌（犪犻·狓犖 ＋犫犻）＝狋犖 （５）

　　 现在将式 （５）合并矩阵格式为：

犎β＝犜 （６）

　　式 （６）的犎矩阵定义为隐含层输出矩阵。犎 矩阵的犻列

与第犻个隐含层节点关于狓１，狓２，…，狓犖 的输出向量相对应，隐

含层关于狓犼 的输出则于犎 矩阵的犼列相对应。

在ＥＬＭ算法里，当输入权值及隐含层节点偏差被取随机

值设定后，隐含层矩阵犎 就被确定为一具体的矩阵，在这种

条件下通过求解输出权值矩阵获得其最小二乘范数解便能起

到训练前馈神经网络的作用，最小二范数可以通过对 ‖犎珔β－

犜‖ ＝ｍｉｎ
β

‖犎β－犜‖ 的求解得到。进一步简化此线性系统的

最小二乘范数解为：

珔β＝犎
＋犜 （７）

　　 其中：犎＋为隐含层输出矩阵犎的广义逆矩阵。

２　轴承故障预测模型

２１　针对轴承故障预测的改进犈犔犕算法

轴承的工作数据在实际应用中通常是接连到达的［１５］，为

使ＥＬＭ能够对这种类型的样本进行学习，可在原算法基础上

作如下优化：

假设一开始到达的训练样本集为犡０，将其表示为：

犡０ ＝ ｛（狓犻，狋犻）｝
犖
０犻＝１，犖０ ≥珦犖 （８）

　　根据ＥＬＭ 算法，应当将‖犎０β－犜０‖进行最小化，通过

下式可以计算出‖犎０β－犜０‖的最小化解：

β
（０）
＝犓－

１
０ 犎

犜
０犜０

犓０ ＝犎
犜
０犎｛ ０

（９）

　　假设又收到一组训练样本，设该组训练样本为 犡１ ＝

｛（狓犻，狋犻）｝
犖
０＋
犖
１犻＝犖０＋
１ ，其中犖１ 为样本的长度，于是问题便可转化

为求解下式的最小化解：

犎０

犎［ ］１ β－
犜０

犜［ ］１ （１０）

　　 对这两组训练样本和进行综合分析，此时输出权值的表

达式变为

β
（１）
＝犓－

１
１

犎０

犎［ ］１
犜 犜０

犜［ ］１ （１１）

　　其中，

犓１ ＝
犎０

犎［ ］１
犜 犎０

犎［ ］１ ＝犓０＋犎
犜
１犎１ （１２）

　　 为了满足顺序学习的要求，将β
（１）的表达式变换为与

β
（０）、犘１、犎１ 及犜１ 相关的函数式：

犎０

犎［ ］１
犜 犎０

犎［ ］１ ＝ （犘１－犎１
犜犎１）β

（０）
１ （１３）

　　 如此便可以将式 （１１）的表达式写为如下形式：

β
（１）
＝β

（０）
＋犓－

１
１ 犎

犜
１（犜１－犎１β

（０）） （１４）

　　 通过分析上述过程，每当有新的样本到达网络，一般的

递归最小二乘法与对最小二乘解的更新的递归算法基本一

致１６］。因此当第犽＋１组数据达到时，便可用下式表达：
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犽＋１

犻＝０

犖
犻犻＝ ∑
犽

犻＝０

犖（ ）犻 ＋１ （１５）

式中，犖犽＋１ 代表第犽＋１组的数据长度。此时的输出权值β便

可用下面的公式表示：

β
（犽＋１）

＝β
（犽）
＋犎

犜
犽＋１（犜犽＋１－犎犽＋１β

（犽）） （１６）

　　 值得注意的是，为了使得修改后的模型达到与原ＥＬＭ

同等的学习性能，不损失其原有的识别准确率，隐含层节点

的数目和犎０ 的秩应当保持一致，这就要求在初始化数据时应

当合理界定其数量，使其不小于隐含层节点数目。

２２　灰色犈犔犕组合预测模型

从上面介绍的方法我们可以看到，ＧＭ （１．１）灰色预测

模型在运用最小二乘法对微分方程进行求解，很难反映出复杂

的非线性映射的灰色数列的动态过程。因此我们引入一个简

单的解决方案，运用ＥＬＭ神经网络来拟合非线性系统下的输

入输出映射。这样一来，灰色预测模型和ＥＬＭ神经网络的结

合能显著的减弱数据的不确定性带来的影响，同时也能为组

合模型良好的收敛速度和非线性等优点。二者的组合预测模

型如图１所示。

图１　灰色ｅｌｍ预测模型

在封闭的虚线内的ＥＬＭ神经网络包含如下三层：输入层

直接向隐藏层传递输入信号；隐藏层对输入层产生响应，在

本文中，高斯函数被应用为隐藏层的激活函数，输出层将隐

藏层的各个节点线性的链接起来。ＡＧＯ和ＩＡＧＯ模块分别对

应灰色预测中的累加生成和累减生成。

训练数据经过累加生成后进入ＥＬＭ神经网络，通过对训

练数据的学习，各层的连接系数在ＥＬＭ算法的帮助下进行了

不断的修正，最后将神经网络输出的数据作累减生成处理，

得到最终的预测数据。

３　轴承故障预测实例

要进行故障预测，如何确定诊断标准是首选要解决的问

题，本文运用测振仪对发电机轴承的振动加速度值进行监测，

在积累一定的历史数据后，以概率统计为依据，结合实践经

验并根据轴承实际运行情况，制订出中频发电机的诊断标准

如表１所示。

表１　轴承故障诊断标准

状态区间 诊断值／ｇ 评价 应对措施

小于（μ＋σ） 小于１．５５ 正常 无

（μ＋σ）～ １．５５～ 有待 允许

（μ＋２．５σ） ２．３６ 观察 工作

（μ＋２．５σ）～ ２．３６～ 重点 状态

（μ＋４σ） １．３７ 观察 维修

大于（μ＋４σ） 大于３．１７ 故障 停机

表１中μ为轴承设备在一定的正常工作时间内运行所得

值的平均值，σ为该时间内正常值的标准差，σ的系数可根据

轴承设备的重要性和实际应用情况进行确定，轴承在不同运

行条件下σ系数应结合现场的具体情况进行修正。

选取一定量的监测数据作为训练数据，采用 ＭＡＴＬＡＢ作

为数据处理平台，应用灰色ＥＬＭ神经网络模型进行训练，步

骤如下：

１）建立灰色 ＡＧＯ模型对训练数据进行累加生成处理，

以达到弱化数据随机性的目的。

２）将经过灰色处理的数据代入到ＥＬＭ神经网络模型中，

在对网络输入层的权值和隐含层的偏差取随机值后，便可得

到隐含层的具体矩阵。

３）根据优化后的ＥＬＭ 算法，求解输出权值矩阵，在这

个求解过程中神经网络各层的系数被不断的进行修正，直到

在得到输出权值矩阵的最小二乘范数解后修正过程才结束，

完成对ＥＬＭ神经网络训练。

４）神经网络输出的数据最终流入到灰色ＩＡＧＯ模型中，

经过累减生成处理最终将数据还原到灰色处理以前的形态。

为验证上述轴承预测模型的效果，选取一定量接近重点

观察区域的监测数据作为测试样本，代入到训练好的模型中

进行预测，同时为起到对比参照的作用，将其也代入到灰色

ＧＭ （１．１）模型中进行预测，仿真结果如图２和图３所示，

通过比较可以看到，灰色ＧＭ （１．１）预测模型基本反映了轴

承从正常工作阶段到重点观测阶段的走势，但有些点的误差

较大；而灰色ＥＬＭ神经网络模型的预测值更贴合实际值，精

确的贴合了数据变化的趋势，显著提高了预测精度。

图２　灰色预测仿真结果

图３　灰色ＥＬＭ预测仿真结果

（下转第６９页）
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确。至此，问题解决。

４）说明。

地面试验是多个环节配合完成，实时数据处理软件采用自

主研制，试验中必须严格按照软件要求解析：参数名长度不大

于２４字节，个数不大于５００个；试验中服务器与客户端必须

连接交换机，组成局域网 （服务器端数据是通过网络分发给客

户端的），且端口号服务器端与客户端必须一致；００７卡卡槽

与实时／预处理设备连接可能会出现虚连接，导致数据无法

传输。

５　结束语

文章针对飞行载荷实测的海量参数难以测试问题，提出了

一种通道复用的方案。针对通道复用过程中的技术难点，采用

点、线、面的方法进行排查和分析，验证了该方案的可行性，

良好的解决了海量数据难以实时测量问题。该方案现已成功运

用于在某型号飞行载荷海量数据实测中，并取得了预期的

效果。
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在将图３中灰色ＥＬＭ神经网络得到的预测值和制定的故障诊

断标准作分析比较后，可以发现在时刻犽＝３４时候轴承加速度

的预测值已经达到２．４２ｇ，处于重点观察区域，为避免事故发

生减少不必要的损失，应当针对实际情况采用有效的维修手

段，杜绝其工作到停机线附近的可能。

ＥＬＭ跟传统的神经网络相比训练速度和泛化能力都很优

秀，然而在实际训练过程中ＥＬＭ 因左侧权值是随机确定的，

因此在稳定性和模型精度上还有待改进。ＥＬＭ 和灰色理论的

结合，是利用了组合预测方法结合单项预测方法的优势，综合

应用单项预测所提供的信息，从而有效的减少了预测误差，提

高了预测精度。在轴承故障预测领域中，灰色理论和ＥＬＭ 神

经网络的结合所建立的轴承故障预测模型，有效的解决了轴承

故障类别多样化所引发的单一模型预测精度有限的问题，拓宽

了使用范围。在原始样本数据有限的情况下依然能够通过获取

高精度的拟合数据来提高预测的精度，实现对轴承的运行趋势

的预测，在实际的工业生产中有着现实的意义。

４　结论

本文分别应用灰色预测模型与灰色ＥＬＭ 神经网络模型，

对提取的反应轴承振动加速度的少量样本数据进行分析预测，

从仿真结果可以看出，灰色ＥＬＭ神经网络模型与灰色预测模

型相比，预测效果更好，精度更高，跟实际数据更为贴合。对

轴承特征量加速度的研究，不仅为工作状态中的故障的预测提

供一种可行有效的方法，也能为轴承寿命及可靠性等性能指标

的提供一定的参考价值；同时预测选取的特征量也不局限于加

速度，亦可将采用其他特征量，运用到灰色ＥＬＭ 神经网络预

测模型的中实现其故障预测。
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