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摘 要：随着工程测量和工业控制的发展，在多样的工程测量环境和工业控制环境中选择合适的测量和控制理论、方法和技术也将成为难题，推荐技术的引入可以提升工程测量的的自动化程度和工业控制的实时性。但是推荐系统中经典的相似性度量方法在数据稀疏的情况下处理能力较弱，影响了推荐的准确性。针对这一问题，将杰卡徳相似系数加以修正，并利用杰卡德相似系数能够衡量两个集合的相似度的特点，将修正后的杰卡德相似系数作为权重系数，对经典的相似性度量方法加以修正，得到新的相似性度量方法。选取5个测评指标，分别在基于用户和基于项目的协同过滤推荐算法中，对经典的相似性度量方法和改进的相似性度量方法进行测试。对比实验表明，改进的相似性度量方法表现优于传统的相似性度量方法，提升比例约为20%。
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A new similarity measurement method in collaborative filtering
ZhanYuan,Xiao Rong,MiaoZhongKai,ZhouShuange
Abstract: With the development of engineering survey and industrial control, selecting the appropriate theories, methods, and techniquese in various engineering survey and industrial control environment will become a problem, the introduction of recommendation technology can improve the degree of automation of engineering survey and real-time performance of industrial control. At the same time, the classical similarity measurement method in recommendation system is weak in the case of sparse data, which affects the accuracy of recommendation. To solve this problem, Jaccard similarity coefficient is improved, because Jaccard similarity coefficient is able to measure the similarity coefficient of two sets, the improved Jaccard similarity coefficient is is used as the weight coefficient of the classical similarity measurement result, and a new similarity measurement method is obtained. MovieLens datasets and 5 evaluation indicators are selected, and the classical similarity measurement methods and the improved similarity measurement methods are tested respectively on the user-based and item-based collaborative filtering recommendation algorithm. The contrast experiment shows that the improved similarity measure is superior to the traditional similarity measure, and the promotion ratio is about 20%.
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0 引言
随着信息技术的快速发展，网络上各种信息暴增，使用户准确找到自己所需信息成为难题，在工程测量和工业控制中也是如此。为了获得用户的依赖，各种服务提供商都不同程度地将个性化推荐算法引入自己的平台。在众多推荐算法中，协同过滤推荐是迄今为止应用最为成功的推荐技术之一[1]。在实际的推荐系统中，用户和项目的不断增加，使系统中用户和项目上关于历史记录的信息变得稀疏，这是大多数协同过滤推荐系统发展过程中必须面临的问题。一般情况下，系统中只有极少的项目会被用户体验并评分，占总项目的1%左右[2]，这种情况下的评分矩阵非常稀疏，被称为数据稀疏问题。协同过滤推荐系统通过用户对项目的评分找到相似邻居，然后再根据相似邻居的评分产生推荐。数据稀疏性导致推荐质量被降低的原因有两点：（1）最近邻居的搜索不够准确，即搜索到的最近邻居并非真正意义上的相似；（2）获取的最近邻居的评分项少，使评分的估计值的误差较大。那么提高推荐质量的关键就变为，在保证推荐准确度的前提下，解决数据稀疏问题。
1 相关研究
许多研究人员都试图从不同的角度缓和数据稀疏性问题，常见的方法有这样几类：填充缺失评分、结合多种推荐结果、与基于内容的推荐相融合和基于图论的方式。利用填充缺失评分方法的如文献[3]通过神经网络获取用户之间的信任度，然后填充缺失评分。如文献[4,5]将其他推荐方法和协同过滤方法相结合来填补矩阵。文献[6]利用与基于内容的推荐相融合的方法，将关于时间和位置的内容引入到协同过滤推荐系统，缓解了数据稀疏性。文献[7]通过结合推荐过程中的多种相似性来结合多种推荐结果。文[8]综合了协同过滤推荐算法中基于用户的结果和基于项目的结果。文[9]将对分网络的图论方法引入推荐系统，帮助协同过滤推荐算法提高了在数据稀疏情况下的推荐准确度。以上众多方法中，填充缺失值的方法和结合多种推荐结果的方法对数据稀疏问题的改变比较显著，但是前者的填充值的偏差的积累会降低准确度，后者的可解释性差。与基于内容的推荐相融合和基于图论的方式也都能一定程度上缓解数据稀疏问题，但是受非结构化的项目的限制。
还有一种普遍使用的缓解数据稀疏性的方法：在数据稀疏的情况下，提高相似性度量方法的处理稀疏数据的能力。如文献[10]在最近邻搜索的过程中，利用提出一种新的相似性度量方法，将越相似的项目赋予更大的权重。文献[11]将用户与最近邻的差异控制在一个有限值，并使相似性之和达到最大。文献[12]将CF-TPS和WDSM结合起来度量相似性。利用新的相似性方法能充分利用数据信息，虽不能从本质上改变数据的稀疏性，但是能在有限的程度上改善推荐质量。
在计算机化的工程测量和工业控制领域里，引入推荐系统，合理选择理论、方法和技术，如图1所示。这将会在很大程度上节省人力资源和时间并提升自动化程度和实时性。
本文提出在计算机化的工程测量和工业控制环境中引入推荐系统的观点，并在经典的相似性度量
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图1工程测量和工业控制领域中推荐算法的引入
方法的基础上，以修正的Jaccard系数作为权重系数，对传统的结果做了衰减，并以皮尔逊相关系数为例进行了对比试验，实验数据证明了本方法的优势。
2 传统的相似性度量方法
计算用户或项目之间的相似性的有很多种，其中被普遍认可的方法有3种：余弦相似性、相关相似性和修正的余弦相似性，下面以基于用户的推荐为例，利用计算用户间的相似性来介绍这3种方法。用户间的余弦相似性被定义为：
	
	
	(1)


其中表示用户u的评分向量，用户u和用户v的评分向量的余弦值就代表了相似性。相关相似度也叫皮尔逊相似系数（PCC），它被定义为：
	
	
	(2)


其中用户u和用户v共同评分过的项目集合用表示，表示用户u在项目i上的评分，表示用户打出的评分的平均值。修正余弦相似性被定义为：
	
	
	(3)


其中表示用户u评分过的项目集合。因为不同的用户会有不同的评分尺度，修正的余弦相似度通过减去平均评分改善了余弦相似度。
随着服务商服务范围的扩大，推荐系统中的用户和项目的数量剧增，每个用户评分过的项目占总项目的比例很小，两个用户共同评分过的项目占总项目的比例会更小。在这种情况下，因为借助共同评分项目来计算相似度，所以传统的相似性度量方法会因评分数量过少，将很多原本与目标用户不相似的用户，评估为具有很高相似度的最近邻居。如果这样的最近邻居较多，那么推荐质量必然得不到保证。以系统中普遍存在的情况为例：系统中存在用户u和用户v，这两个用户只共同评分过一个项目i，并且评分值非常接近，现利用传统的相似度来计算用户相似度，用户u和用户v间的相似度必然是一个很高的值。即当两个用户之间的共同评分项目很少，并且评分值接近，两个用户之间的相似度会很高，这显然是很不合理的[13]。但是计算相似性时，基于越多的共同评分项目，所得结果越被认可[14]。
3 改进的相似性度量方法
通过上文对传统相似性度量方法过程中普遍存在的问题的分析，我们提出一个基本解决策略：对于一个目标用户，具有越多共同评分项目的用户，给他们的相似性赋予越高的权重。对于一个目标项目，具有越多共同评分用户的项目，给他们的相似性赋予越高的权重。实现这个策略的关键为如何来确定这个权重。
3.1 杰卡德相似系数的修正
杰卡德相似系数（Jaccard index）最初由Jaccard在1912年提出[15]，由Tan等[16]人将其修正并引入协同过滤系统后，通常用来衡量两个维度不同的集合的相似度。设两个不同维度的集合分别为A,B，设Jaccard系数为,并可被描述为:
	
	
	(4)


且有1,若越大，即A,B两个集合之间相同的元素越多，则越大，这一特性正好满足上述权重的赋予条件，因此将Jaccard系数作为权重引入到相似度的计算。
现思考如下问题：若|A|很大，那么任意较小的B，都会因具有很大的分母，计算出与A很小的。在实际的推荐系统中，普遍存在一些活跃用户和热门项目，那么基于这些用户和项目，计算出来的与其他对象的相似性都会很低，这也会影响推荐系统的准确度。为了让Jaccard系数适应推荐系统，活跃用户和热门项目的评分数量应得到惩罚，Jaccard系数被修正为：

修正后的Jaccard系数既考虑到共同评分数量对集合的相似性的影响，又考虑到活跃用户和热门项目的情况。
3.2 对传统相似性度量的修正
将修正后的Jaccard系数，作为原有的相似性度量方法的权重系数，这种惩罚方式保留了原有方法的易用性，而且克服了传统的方法面对稀疏数据的局限。以计算用户相似度为例，设传统的相似性度量方法计算出的用户相似度用表示，修正的相似度用表示，被定义为：
	
	
	(6)


以传统的PCC为例，设修正的加入Jaccard权重系数的方法为JPCC，那么JPCC的计算公式为：
	
	
	(7)


其中集合中是用户u和用户v共同评分过的项目，集合中是用户u评分过的项目,中是用户v评分过的项目，表示用户u对项目i的评分，表示用户用户打出的评分的平均值。
4 实验和分析
4.1 实验数据集
由于在工程测量和工业控制领域缺少完备的数据集，因此本文采用Grouplens在MovieLens站点上提供的公用数据集，该数据包含700个用户对10000个电影的100000个评分记录，评分等级从1到5，系统中的每个用户至少对20部电影进行了评分，该数据集的稀疏度为1-100000/（700*10000）=98.57%。
4.2 测评指标
推荐系统的评测指标有很多，离线测评方式更适用于研究，预测准确度作为离线测评方式的首选测评指标。本文选用评分预测中的2个指标和TopN推荐中的3个指标来全面衡量预测准确度。
4.2.1 评分预测
评分预测的预测准确度通常有两种指标：均方根误差（RMSE）和平均绝对误差（MAE）。MAE是很多学者普遍使用的指标，RMSE因其加大了对系统中预测不准的评分的惩罚而变得更为苛刻。MAE的计算方法如下：
	
	
	(8)


RMSE的定义为：
	
	
	(9)


其中是用户u对项目i的预测评分，是用户u对项目i的实际评分，代表测试集合，代表测试集合中评分的记录数量。MAE和RMSE的值越小，说明推荐系统的预测准确度越高。
4.2.2 TopN推荐
采用TopN推荐的系统会对每个用户生成一个个性化的推荐列表，并通常借助准确率（Precision）和召回率（Racall）来衡量TopN推荐的预测准确度。Precision定义为推荐列表中真实的评分记录占测试集合的比例。Recall定义为推荐列表中真实的评分记录占推荐列表的比例。Precision的计算公式为：
	
	
	(10)


Racall的计算公式为：
	
	
	(11)


其中，代表系统给出的推荐列表，表示测试集中的行为列表，表示用户集合。F指标将两者综合起来使用，并能更全面地评价推荐系统的质量。F被定义为：
	
	
	(12)


在推荐系统中，为了更全面得测评TopN推荐的质量，会在不同N值下的计算这3个指标。这3个指标的值越高，表明TopN推荐的预测准确度越好。
4.3 实验结果和分析
为了评估不同推荐环境下的改进的度量方法的效果，本文在基于用户的协同过滤（UBCF）和基于项目的协同过滤（IBCF）中，分别使用PCC和JPCC。通过改变训练集的大小和最近邻居的数量，得到不同的MAE值和RMSE值。通过改变推荐列表长度，得到不同的Recall、Precision和F值。为了防止样品误差，若实验不需要改变训练集大小，则从数据集中抽取90％作为训练集，10％作为测试集，取10折叠交叉平均实验结果，若实验需要改变训练集大小，则每次随机选取同样大小的数据集，取10次的平均实验结果。
4.3.1 不同训练集下的测试
将最近邻居数量取为30，分别取10%,20%,…,90%的数据作为训练集，在UBCF和IBCF中，分别使用PCC和JPCC作为相似性度量方法，结果如表1。

表1不同数据集大小下PCC与JPCC在UBCF和IBCF中的测试结果
	训练集大小
	基于UBCF的实验
	
	基于IBCF的实验

	
	PCC
	JPCC
	改进比例
	
	PCC
	JPCC
	改进比例

	
	MAE
	RMSE
	MAE
	RMSE
	MAE
	RMSE
	
	MAE
	RMSE
	MAE
	RMSE
	MAE
	RMSE

	10%
	0.954 
	1.187 
	0.961 
	1.194 
	-0.7%
	-0.6%
	
	0.949 
	1.147 
	0.924 
	1.108 
	2.8%
	3.5%

	20%
	0.882 
	1.113 
	0.886 
	1.111 
	-0.5%
	0.2%
	
	0.926 
	1.121 
	0.880 
	1.073 
	5.2%
	4.5%

	30%
	0.868 
	1.095 
	0.832 
	1.051 
	4.3%
	4.2%
	
	0.892 
	1.084 
	0.823 
	1.020 
	8.4%
	6.3%

	40%
	0.867 
	1.088 
	0.801 
	1.010 
	8.2%
	7.6%
	
	0.910 
	1.102 
	0.784 
	0.988 
	16.1%
	11.5%

	50%
	0.871 
	1.094 
	0.777 
	0.983 
	12.1%
	11.3%
	
	0.910 
	1.102 
	0.760 
	0.954 
	19.7%
	15.6%

	60%
	0.876 
	1.092 
	0.758 
	0.956 
	15.6%
	14.3%
	
	0.928 
	1.099 
	0.749 
	0.944 
	23.9%
	16.4%

	70%
	0.890 
	1.106 
	0.740 
	0.927 
	20.2%
	19.3%
	
	0.875 
	1.037 
	0.739 
	0.924 
	18.4%
	12.2%

	80%
	0.872 
	1.086 
	0.737 
	0.911 
	18.3%
	19.3%
	
	0.882 
	1.039 
	0.724 
	0.895 
	21.9%
	16.1%

	90%
	0.873 
	1.076 
	0.728 
	0.869 
	19.9%
	23.8%
	
	0.875 
	1.020 
	0.718 
	0.856 
	22.0%
	19.1%




随着训练集的变大，两种方法的MAE值和RMSE值都趋于变小，即准确度都在提升。在UBCF中，PCC随训练集增大，准确度提升得不明显，而JPCC的提升较为明显，两种方法最低的MAE分别为0.867和0.728，RMSE分别为1.076和0.869，在这两种指标上JPCC相对于PCC推荐准确度的提升比例分别为19.9%和23.8%。在IBCF中训练集达到90%的时候，PCC和JPCC的MAE值和RMSE都达到最低，MAE分别为0.875和0.718，RMSE分别为1.020和0.856，在这两种指标上JPCC相对于PCC，推荐准确度的提升比例分别为22.0%和19.1%。
4.3.2 不同邻居数量下的测试
取90%的数据作为训练集，邻居数量取10，20，…,100,在UBCF和IBCF中，分别使用PCC和JPCC作为相似性度量方法，结果如表2。随着邻居数量的增大，两种方法的MAE值和RMSE值都趋于变小，即准确度都在提升，且JPCC的两个指标值一直小于PCC。在UBCF中，在MAE和RMSE这两个指标上，JPCC相对于PCC平均下

表2 不同邻居数量下PCC与JPCC在UBCF和IBCF中的测试结果
	邻居数量
	基于UBCF的实验
	
	基于IBCF的实验

	
	PCC
	JPCC
	改进比例
	
	PCC
	JPCC
	改进比例

	
	MAE
	RMSE
	MAE
	RMSE
	MAE
	RMSE
	
	MAE
	RMSE
	MAE
	RMSE
	MAE
	RMSE

	10
	0.952
	1.065
	0.748
	0.894
	27.2%
	19.1%
	
	0.936
	1.058
	0.680
	0.816
	37.6%
	29.6%

	20
	0.930
	1.065
	0.713
	0.859
	30.4%
	24.0%
	
	0.900
	1.037
	0.671
	0.809
	34.1%
	28.2%

	30
	0.916
	1.061
	0.701
	0.846
	30.8%
	25.4%
	
	0.851
	0.993
	0.658
	0.798
	29.4%
	24.5%

	40
	0.888
	1.034
	0.687
	0.829
	29.3%
	24.8%
	
	0.841
	0.982
	0.659
	0.795
	27.5%
	23.6%

	50
	0.863
	1.013
	0.684
	0.826
	26.1%
	22.7%
	
	0.833
	0.975
	0.668
	0.802
	24.8%
	21.6%

	60
	0.850
	1.000
	0.680
	0.821
	25.0%
	21.9%
	
	0.841
	0.983
	0.665
	0.800
	26.4%
	22.9%

	70
	0.851
	1.006
	0.665
	0.800
	28.0%
	25.7%
	
	0.829
	0.970
	0.665
	0.799
	24.8%
	21.4%

	80
	0.830
	0.983
	0.677
	0.817
	22.5%
	20.4%
	
	0.827
	0.969
	0.664
	0.797
	24.5%
	21.6%

	90
	0.812
	0.960
	0.675
	0.813
	20.2%
	18.1%
	
	0.832
	0.975
	0.664
	0.794
	25.3%
	22.8%

	100
	0.806
	0.952
	0.672
	0.809
	19.9%
	17.7%
	
	0.821
	0.963
	0.665
	0.796
	23.5%
	20.9%




降了25.9%和22.00%。在IBCF中，在MAE和RMSE这两个指标上，JPCC相对于PCC平均下降了27.8%和23.7%。
4.3.3 不同推荐列表长度下的测试
最近邻居数量定为30，推荐列表长度取20,40,…,200,观察不同推荐列表长度下的Recall、Precision和F，结果如表3。不同的推荐列表长度下，虽然JPCC相对PCC，在Precision和F上都有所增加，但是两种方法的这两种指标值都比较低，讨论意义不大。推荐列表长度越长，在Recall指标上，推荐列表长度越大，JPCC对PCC的提升越明显。推荐列表长度为200时，在UBCF中，JPCC比PCC提升了23.22%，在IBCF中，JPCC比PCC提升了69.48%。
实验表明，无论是基于IBCF上的实验还是基于UBCF上的实验，无论是训练集的占比如何，无论最近邻居的数量如何变化，无论推荐列表的长度如何变化，JPCC都在一定程度上提升了PCC的性能，提升的比例大约为20%。在一个立面结构造型比较复杂、曲面弧形结构较多的小高层建筑施工测量过程中，面对多样的测量场景，需要选取不同的放线方法，方法的选取会消耗测量员大量的时间。若将推荐系统引入工程测量，推荐系统会根据测量场景和测量员的测量历史，为其选取合适的放线方法，这必然会节省测量员的人力和时间，从而带来更大的经济效益。
表3 不同推荐列表长度下PCC与JPCC在UBCF和IBCF中的测试结果
	推荐列表长度
	基于UBCF的实验
	
	基于IBCF的实验

	
	PCC
	JPCC
	
	PCC
	JPCC

	
	Reca
	Prec
	F
	Reca
	Prec
	F
	
	Reca
	Prec
	F
	Reca
	Prec
	F

	20
	2.764 
	1.504 
	1.948 
	1.853 
	1.008 
	1.306 
	
	2.882 
	1.568 
	2.031 
	2.426 
	1.320 
	1.710 

	40
	4.970 
	1.352 
	2.126 
	4.323 
	1.176 
	1.849 
	
	5.411 
	1.474 
	2.317 
	5.779 
	1.572 
	2.472 

	60
	7.617 
	1.381 
	2.339 
	7.690 
	1.395 
	2.361 
	
	7.587 
	1.380 
	2.335 
	9.440 
	1.712 
	2.898 

	80
	10.146 
	1.380 
	2.430 
	10.881 
	1.480 
	2.606 
	
	9.690 
	1.326 
	2.333 
	13.322 
	1.812 
	3.190 

	100
	12.895 
	1.403 
	2.531 
	14.424 
	1.570 
	2.831 
	
	11.557 
	1.272 
	2.291 
	16.821 
	1.830 
	3.302 

	120
	15.806 
	1.433 
	2.628 
	17.733 
	1.608 
	2.949 
	
	13.395 
	1.233 
	2.259 
	20.423 
	1.852 
	3.396 

	140
	18.159 
	1.411 
	2.619 
	21.188 
	1.647 
	3.056 
	
	15.277 
	1.211 
	2.244 
	24.246 
	1.885 
	3.497 

	160
	20.468 
	1.392 
	2.607 
	24.467 
	1.664 
	3.117 
	
	17.115 
	1.193 
	2.230 
	27.864 
	1.895 
	3.550 

	180
	22.600 
	1.366 
	2.577 
	27.628 
	1.672 
	3.154 
	
	18.777 
	1.169 
	2.201 
	31.040 
	1.879 
	3.544 

	200
	24.893 
	1.354 
	2.569 
	30.672 
	1.673 
	3.174 
	
	20.350 
	1.147 
	2.172 
	34.495 
	1.884 
	3.573 




5 总结
随着工程测量和工业控制的发展，在多样的工程测量环境和工业控制环境中选择合适的测量和控制理论、方法和技术也将成为难题，本文提出在计算机化的工程测量和工业控制环境中引入推荐系统的观点，并针对个性化推荐算法中数据稀疏情况下，经典的相似性度量方法的处理能力较弱的问题。将杰卡徳相似系数加以修正，并利用杰卡德相似系数能够衡量两个集合的相似度的特点，将修正后的杰卡德相似系数作为权重系数，对经典的相似性度量方法加以修正，得到新的相似性度量方法。实验表明改进的相似性度量方法优于经典的相似性度量方法。为了证明改进的方法的适用性，后续将在完备的工程测量和工业控制数据集对本方法进行测试。
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