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摘 要   针对智能变电站的无人值守需求及现有故障诊断系统的不足，提出一种电力设备音频监测及故障诊断系统。根据变电站电力设备音频信号信噪比较低的特点，采用具有强鲁棒性的梅尔频率倒谱系数作为判断音频信号异常的特征参数，在此基础上根据音频特征构成多样本观测序列，并采用隐马尔科夫模型进行故障诊断，通过对比对数似然估计概率的输出值确定故障类型。该方法具有实时性较强的优势，也避免了现有故障诊断方法要求较大样本容量的缺陷。实验结果表明，该故障诊断系统具有较高的识别率和鲁棒性。
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0  引言

电力行业的发展日新月异，但如何确保电力系统的安全运行始终是人们关注的焦点。作为电力网络的管控执行单元，变电站的可靠性是决定电网整体可靠性的关键因素。随着智能电网战略的推进，新型变电站需具有易于管理和维护的特征，且需满足无人值守需求，因此研究电力设备的智能故障诊断技术，实现快速故障隔离以保障电网的安全运行，具有重要的工程价值[1]。然而其困难在于，现有变电站电力设备如变压器等不仅结构复杂，而且型号多样，其故障机理和特征具有高度的复杂性和一定的随机性[2]，传统阈值式诊断难以有效反映故障表现特征与故障机理之间的客观规律，较难取得理想的在线诊断效果[3]。

变电站电力设备如出现机械故障时，其振动特性或部分频段内的振动能量将发生改变，这常伴随异常的声音。此外，设备的超负荷运行或其它电路故障也会引起异常的声音变化[4]。因此，在电力设备的不同位置所测取的声音信号包含着丰富的信息，具有丰富经验的工程师也通常根据现场的异常声音判断故障。基于此原理可设计用于变电站电力设备的音频实时监测故障诊断系统，其独特优势在于仅通过声音传感器获取音频信号即可实现对设备工况的实时判断，且不影响电力系统的正常运行，具有信息量大、反应快和低成本优势，丰富了无人值守变电站的故障诊断手段，具有良好的应用前景。然而，变电站具有较强的背景噪声，非接触式测量所获取的音频信号易受传感器安装位置和其它外围设备噪声源影响，干扰信号有可能会淹没掉与设备工况相关的有效特征值，因此，对故障信号特征参数的有效提取尤为关键。此外，变电站设备型号复杂，积累的监测数据与有效故障样本较少，如何对特征参数进行处理以实现准确识别，也是亟待解决的关键问题。由于以上问题的复杂性，现有研究成果并不多见。文献[5]采用基于独立分量分析的信号分离方法处理声音源信号，提取MFCC特征参数并与专家库信号匹配，根据动态时间规整算法判断电气设备故障类型，但该方法较难实现在线故障诊断。文献[6]提出采用正弦基前向神经网络的音频识别方法，但实际工程中可能存在陷入局部极值的缺陷。

针对现有研究的不足，本文提出一种可应用于无人值守变电站电力设备的音频监测及故障诊断系统。根据工作流程，该系统可划分为信号检测、特征参数提取、状态识别及诊断决策三个环节，针对变电站电力设备音频信号信噪比较低的特点，提出采用具有强鲁棒性的MFCC参数作为判断音频异常的特征参数，在此基础上根据音频特征构成多个观测序列并用以训练HMM，对比对数似然估计概率的输出值，可判定设备故障的具体类型，从而实现在线故障检测和诊断功能，该方法的优势在于实时性较强，同时也避免了现有故障诊断方法普遍要求较大样本容量的缺陷。
1  音频监测及故障诊断系统结构
在各变电站需要进行监测的电气设备如变压器、互感器、电容器、电抗器、GIS（气体绝缘开关）等旁安装声音传感器，或采用移动巡检的方式，在巡检机器人上安装传感器，对声音信号进行实时采集，并在每个变电站内设置一个多路信号采集站，负责采集全站的多路音频数据并通过以太网传送至远方的监测中心。监测中心主要由信号处理服务器、样本截取工作站、模型库和监测子站构成。其中，信号处理服务器是故障诊断系统的核心，根据设备优先级和故障状况，负责对各站上传的多路音频信号进行处理，具体包括对音频信号的变换和频谱分析、特征参数提取，并与模型库所保存的历史音频数据及典型故障声音进行对比，判断设备运行状况和故障类型，若检测到异常信号则发出报警。样本截取工作站负责对正常信号和异常信号进行截取和建模，并存入模型库；模型库负责存储信号样本及历史数据；监测子站负责与各变电站信号采集站进行远程通信，并向各变电站工作人员提供报警信号。所设计的音频监测及故障诊断系统结构如图1所示。
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图1   变电站音频监测及故障诊断系统结构
2  音频信号特征参数提取算法
对音频信号特征参数的有效提取是实现电力设备音频故障诊断系统的前提。在语音信号处理系统中，基于语音频谱导出的参数得到普遍关注，如基音频率[7, 8]、功率谱、共振峰和梅尔频率倒谱系数(Mel-frequency cepstrum coefficients, MFCC)等。其中，MFCC参数来源于声音的产生和接收机制，在噪声环境下应用最为广泛。现有应用于电力系统故障分类或识别的算法主要包括基于核的判别[9]、神经网络[10]、模糊分类[11]、支持向量机[12]等，但以上方法的训练需要足够的样本容量，通常被用于处理静态模式分类，较难适用于对实时性要求较高的动态分类问题。隐马尔科夫模型(Hidden Markov Model，HMM)作为双重随机过程的有限状态自动机，其优势在于具有较强的特征分类能力，并适用于对非平稳信号进行统计分析[13-14]，且可通过较少的样本训练出可靠模型，相较神经网络等方法而言，所保留的统计信息更为丰富，具有较高的识别率。人耳的感知程度与声波频率并非简单的线性关系，内耳基础膜对接收到的信号产生自适应调节作用，Mel频率与人耳听觉特性高度吻合，适用于模拟人耳对声音的感知，且对信号性质并无依赖，具有较强的鲁棒性。MFCC参数是在Mel标度频率域提取出的倒频谱参数，Mel频率与实际频率的关系可由以下对数关系近似表示[15]：
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式（1）中，
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为频率。

鉴于MFCC参数的优良性能，本文采用MFCC参数作为判断变电站电力设备故障的特征参数。其参数提取步骤如下：
(1)考虑短时间内故障信号的激励性质及声道形状未有显著变化，对音频信号采用短时分析技术。首先需进行预处理过程，包括预加重、分帧及加窗等环节。预加重环节可提升音频信号的高频频谱，使信号频谱平坦化，易于对音频信号进行频谱分析；分帧环节将所采集的音频信号划分为毫秒级短时段信号，根据电力设备故障信号的特性，采用重叠分段的分帧方式来保持信号连贯性及帧之间的平滑过渡；加窗环节可有效减弱截断效应，降低音频帧的坡度。此外，在处理变电站异常声音信号过程中，当变电站背景噪声对信号产生较为严重的干扰时，还需针对背景噪声进行预处理，如进行有效的端点检测等。

(2)对预处理后的信号进行快速傅立叶变换(FFT)，实现信号从时域到频域的转换，并计算其模的平方，得到能量谱。

(3)设计具有
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个带通滤波器的滤波器组并采用三角滤波器，信号的截止频率决定该滤波器组的个数
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，滤波器的中心频率在0～F/2范围内按Mel频率分布，由
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的关系计算出三角带通滤波器组
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式（2）中，
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为滤波器的中心频率，
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则每个滤波器组输出的对数能量可表示为：
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式（4）中，
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为音频信号经FFT变换后得到线性频谱的平方值。
(4)由于Mel频谱系数均为实数，利用离散余弦变换(DCT)，将Mel频谱系数变换到时域，得到MFCC系数为：


[image: image16.wmf]1

0

[]ln[][(0.5)/] 

M

m

CnSmnmm

p

-

=

ìü

=+

íý

îþ

å

 （5）
式（5）中，
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3  故障信号识别技术实现

3.1 基于HMM的故障诊断系统结构

变电站电力设备故障信号的识别，究其本质而言，是一个极为复杂的模式识别问题，也是音频故障诊断系统的关键技术。对异常故障信号进行特征提取的目的仅为挖掘出可揭示故障音频本质特征的参数，实现智能诊断还必需进行分类器设计，将特征提取过程所得到的特征参数序列通过已知模型库进行模式匹配，因此，相关模式匹配算法的优劣也在很大程度上决定了故障诊断系统的准确率。本文设计的故障诊断系统结构如图2所示：
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图2   故障诊断系统结构
不同变电站电力设备的型号、新旧程度均有差别，且音频信号的特点也受诸多随机因素的影响，故障信息必然包含在信号的统计规律中，因此本文采用较为成熟的统计模式识别的方法来实现故障状态判别。鉴于HMM具有较强的抗噪性能，以及在描述时变序列的统计特征方面所具有的良好数学结构，提出将HMM用于故障模型的描述，建立基于HMM的变电站电力设备音频故障模式识别系统。
离散型HMM可记为：
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式（6）中：
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为模型中Markov链状态数目，
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为每个隐状态对应的可能的观察值数目，
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为初始状态概率分布矢量；
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为状态转移概率矩阵；
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表示观察值概率分布矩阵。利用HMM进行电力设备状态识别，首先建立能反映观察序列统计特征的HMM，然后计算未知观察序列在HMM下的输出概率值，并通过比较模型输出概率值的大小来判断设备工况，基于HMM的电力设备故障诊断算法流程如图3所示：
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图3　基于HMM的电力设备故障诊断算法流程

3.2 HMM训练及识别算法
实现HMM的训练首先建立初始模型，即确定初始模型的结构和参数；然后是解决模型的参数优化问题，即在给定初始模型和训练观察序列的情况下，调整模型
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最大。本文采用前向算法，定义前向变量
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式（7）中，
[image: image31.wmf]()

t

i

a

是
[image: image32.wmf]t

时刻HMM在状态
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下产生观察序列
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的定义，按照递推关系可计算出
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可按如下前向递推原理求出：

算法初始化计算式为：


[image: image42.wmf]11

()()

ii

ibO

ap

=

，
[image: image43.wmf]1

iN

££

    （8）
递推过程为：
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式（9）中，
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根据前向递推原理，给出观察符号序列
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的算法步骤为：

(1)设置
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维的二维数组变量
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，获取模型参数和观察符号序列
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(2)根据式(8)，计算
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(3)根据式(9)，计算从
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(4)重复(2)的递推过程，计算出
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(5)重复(2)(3)的递推过程，直到
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(6)取出终止状态的
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4  实验结果
4.1 故障诊断方法步骤
本文实验采用了基于声音信号分析处理的故障诊断方法，故障诊断的过程大体有三个步骤：首先是信号的采集与处理，其目的是从待检设备上提取出真实可靠的信息，这里采用声音传感器进行原始数据的采集；其次是特征提取，利用信号处理技术从检测信号中提取出故障的特征信号，本文采用声音的倒谱域特征参数MFCC作为特征参数；最后是状态识别与诊断决策，它是利用特征提取后的信息对故障状态进行识别、判断和预报，这里采用在核电故障诊断方面已取得应用的隐马尔科夫模型的统计信号处理方法，前期需要建立初始模型，通过基于HMM模型的分类器，对已知类别的故障音频数据进行训练建模聚类，对未知类别的故障音频数据样本进行分类，分类过程中，当有待分类样本需要识别时，利用已经建立的HMM参数来计算每套参数产生该序列的概率值，将新样本归入概率值最大的类别中，并给出分类结果从而确定所属故障状态。
4.2 故障分类实验

实验样本为电网变电站场地巡检机器人录制的电气设备声音，样本精度为16bit，采样率为44.1kHz，随机选取了261组数据作为训练、识别数据。其中包括87组变压器数据、86组互感器数据和88组电容器数据，经过提取MFCC参数，三种设备的每帧信号都已转换为24维的MFCC 的特征矢量。HMM训练共使用了70组变压器数据、70组互感器数据和73组电容器数据，剩下的17组变压器数据、16组互感器数据和15组电容器数据则用于模型识别，识别结果如表1所示：

表1　识别实验结果

	测试样本类型
	识别结果

	
	变压器
	互感器
	电容器

	变压器（共17组）
	16
	1
	0

	互感器（共16组）
	0
	16
	0

	电容器（共15组）
	0
	0
	15


从表1可以看出，将MFCC及其HMM结合起来进行电网声音识别，共使用48组数据，正确识别47组，识别率达到98%，而常见实验中，将语音特征参数与神经网络相结合最高识别率只达到89%左右，且所需样本较多，计算较复杂。

表2为一组变压器、互感器和电容器的输出概率测试结果。以变压器为例，把一组变压器的MFCC特征参数输入到变压器的HMM中，得到的对数输出概率为-25660，而把该数据输入到互感器和电容器的HMM中，得到的对数输出概率为-27899、-31611，分类还是较为清晰的。可见，选取的MFCC特征参数能很好地描述声音信息，而HMM模型也具有良好的声音识别效果。

表2　 HMM模型测试结果

	样本类型
	输出概率

	
	变压器
	互感器
	电容器

	变压器
	-25660
	-27899
	-31611

	互感器
	-27830
	-25590
	-34664

	电容器
	-21933
	-26722
	-19953


4.3 变压器故障诊断实验

变压器是变电站电力设备中的核心，根据音频监测系统提取的不同故障音频特征，对所发生的故障类型进行诊断，是监测诊断系统的关键功能。为此，在国网台州供电公司国清220KV变电站进行测试实验，1号变压器为OSSZ10-150000/220，2号变压器为OSS9-150000/220，设备均已较为陈旧，紧贴变压器周围设置多个音频监测点，当有故障发生时，提取有效音频信号，并对其进行特征参数提取，与已验证的故障机理相结合，可监测出的典型故障类型包括：A.绕组匝间短路/分拨开关故障、B.线路接地短路、C.变压器过载严重/大负荷用户频繁启动、D.穿心螺杆松动、E.高压套管脏污或釉质脱落、F.变压器内部缺油。

应用本文算法，提取以上6类典型故障发生时的音频特征，并在模型训练之后存入模型库。并将实时釆集的待识别变压器故障音频经过采样、预处理、MFCC参数提取等步骤，得到待识别序列，然后通过本文算法来计算该序列在每个己训练模型下的概率，识别结果为最大概率所对应的故障类型。图3为典型故障样本在已训练好的故障模型下的输出概率值：

表3　典型变压器故障输出概率

	样本

类型
	输出对数概率值

	
	故障A
	故障B
	故障C
	故障D
	故障E
	故障F

	故障A
	-8923
	-16530
	-14651
	-23987
	-63590
	-42986

	故障B
	-57862
	-12586
	-38408
	-28750
	-68832
	-48293

	故障C
	-9472
	-17487
	-7696
	-26659
	-14865
	-32841

	故障D
	-38974
	-28290
	-19754
	-16358
	-34289
	-47199

	故障E
	-21711
	-37218
	-11788
	-27328
	-7483
	-16241

	故障F
	-14836
	-21807
	-9876
	-23245
	-21811
	-3490


由图3可知，不同故障音频在其相对应的故障模型下的对数概率值最大，而在其他模型下取值都较小，这也验证了HMM分类算法的有效性，可实现对变压器故障类型的准确判别。需要说明的是，由于变压器故障原理较为复杂，不同的故障机理可能呈现出相类似的音频特征，如故障B实际上包括变压器绕组匝间短路和分拨开关故障两类，所提取的音频特征较为类似，这也说明故障诊断本身的复杂性。

5  结论

本文提出一种适用于无人值守变电站的设备音频在线检测系统，提取MFCC作为判断音频信号异常的特征参数，采用HMM模型对故障状态进行训练，具有结构简单、易于工程实现的特点，可实现对故障设备的有效分类，还可对典型电力设备如变压器的典型故障进行识别，其诊断结果具有较高的准确性。该音频监测及故障诊断系统对于发现早期电力设备故障，快速掌握设备缺陷及其性质具有积极意义，可及时消除设备危险点，降低事故发生率，有助于电网的安全运行，是人工智能技术在电力系统中的成功应用。
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Fault Diagnosis and Condition Monitoring of Smart Substation Equipment based on Acoustic Signals
YI Lin1, SHEN Qi2, WANG Rui1, WANG Ke1, PENG Xiangyang1
 (Electric Power Research Institute of Guangdong Power Grid Co., Ltd.1, Guangzhou 510080, P.R.China; Luoyang Institute of Electro-Optical Equipment, AVIC2, Luoyang 471000, P.R.China)
[Abstract]  Aiming at the requirement of unattended intelligent substation and the shortcomings of existing fault diagnosis system, an audio monitoring and fault diagnosis system of power equipment is proposed. According to the low signal-to-noise ratio (SNR) of the audio signal in substation power equipment, the Mel-frequency cepstrum coefficients with strong robustness are used as the characteristic parameters to judge the audio signal anomaly. Based on the audio feature, a multi-sample observation sequence is constructed. The hidden Markov model (HMM) is used to diagnose the fault, and the fault type is identified by comparing the logarithm likelihood estimate output value. The method has the advantage of real-time and avoids the limitation of the existing fault diagnosis method which requires large sample size. The experimental result shows that the proposed fault diagnosis system has high recognition rate and robustness.
[Key words] electric substations    electric power equipment    fault diagnosis    hidden Markov model    Mel-frequency cepstrum coefficients
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