基于代价优化的云工作流调度改进PSO算法
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摘  要：云计算可以通过即付即用的方式向用户工作流提供资源。为了解决资源服务代价异构环境下的云工作流任务调度代价问题，提出一种基于改进粒子群算法的云工作流任务调度算法WSA-IPSO。通过综合考虑任务的执行代价和依赖任务间发生数据传输时的通信代价，算法将总代价优化问题形式化为有向无环图DAG中的任务调度模型，并提出基于改进粒子群算法的优化模型对其进行求解。通过改进传统粒子群算法的粒子速度更新策略和惯性权重更新策略，算法可以以更快的收敛速度得到代价最小化的调度方案。通过仿真实验，与MCT算法及标准粒子群算法进行性能比较。实验结果表明，WSA-IPSO算法在降低总代价、任务分布的负载均衡以及算法收敛性方面比较同类算法均表现出更好的性能。
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Abstract: Cloud computing can provide resource for user’s workflow by the a pay-per-use basis. To solve the scheduling cost optimization of cloud workflow tasks in dynamic resource service prices environment, a cloud workflow tasks scheduling algorithm based on improved particle swarm optimization WSA_IPSO was proposed. WSA_IPSO considered comprehensively the execution cost of tasks and the communication cost between dependent tasks when they transferred data, formalised the optimization of total cost as a task scheduling model in DAG and presented an improved PSO algorithm to solve. Through improving the particle velocity updating strategy and inertia weight updating strategy of traditional partilce swarm optimization algorithm, the algorithm can obtain the scheduling scheme minimizing the execution cost with a faster convegence speed. The proposed algorithm was compared with MCT and standard particle swarm optimization algorithm by simulation experiments. The experimental results showed that WSA-IPSO performed better in reducing total cost, load balance of tasks distribution and convergence.
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0 引言
云计算是计算、存储及通信技术快速发展背景下产生的一种新兴的计算模式[1]，它可以将广泛分布的计算、存储及应用资源进行整合，从而实现多层次的虚拟化与资源抽象，并以即付即用和服务的形式向广大用户共享各类互联网资源。由于云计算环境下，任务数量庞大，而资源又具有异构性和动态性，这对任度调度和有效的资源共享提出了更高的要求和挑战。为了满足用户需求，提高服务质量，有效可行的任务调度技术是必不可少的。而常规的云任务调度由于任务间不存在相互依赖关系，调度策略相对简单。但随着科学工作流、企业级工作流等应用需求的产生，存在依赖关系和逻辑约束关系的云工作流调度拥有了更大的应用前景，而云工作流任务调度也给云计算应用提出了更高的要求[2]。

云计算中，许多大型应用程序通常都是由一组拥有数据依赖关系和执行顺序约束的子任务组成，这类任务通常被抽象为工作流任务形式，这种工作流模型在云计算资源调度研究中已被广泛使用。云工作流任务调度按目标不同可分为完成时间优先原则、QoS保证、负载均衡及经济原则。目前的相关研究多以任务为主体，实现单个目标或多个目标的联合优化。文献[3]以用户给定的完成期限为约束条件，提出了两个多项式时间复杂度的算法，使其能够满足大规模工作流的调度任务，并在实际的科学计算工作流上进行了实验，取得了较好的性能。文献[4]提出一种考虑资源间链路通信竞争的动态多DAG分层调度算法CCRH。算法首先使用通信竞争模型描述计算节点之间通信竞争，使用主副版本技术提高调度算法的可靠性，并针对多DAG使用公平因子的分层调度策略。文献[5]通过比较任务在不同计算节点上的最早就绪时间、最早开始时间、最早结束时间，将任务分配到最快完成的可用节点上。文献[6]提出一种对资源进行模糊聚类的工作流任务调度算法，经过对网络资源属性进行量化、规范化，以预先构建的任务模型和资源模型为基础，结合模糊数学理论划分资源，使得在任务调度时能够较准确地优先选择综合性能较好的资源类簇，缩短了任务资源相匹配的时间，提高了调度性能。文献[7]提出了一种多DAG工作流节能调度算法MREO，MREO在对计算密集型和通信密集型任务特点进行分析的基础上，通信整合独立任务，减少处理器数量，利用回溯和分支限界法对任务整合路径进行动态的优化选择，有效降低了整合算法的复杂度。文献[8]针对异态最早结束时间HEFT算法及其改进算法SHEFT在任务执行过程中出现的资源闲置现象，在SHEFT算法的基础上提出了一种两阶段任务调度策略以提高资源利用率。为解决多用户工作流调度过程中的公平性问题，提高资源利用率，满足不同用户DAG工作流的不同QoS需求，文献[9]提出了抢占式多DAG工作流动态调度模型，该算法将DAG工作流按照QoS需求进行优先级划分，采用高优先级作业优先占有资源的原则调度作业，提高了作业调度的公平性[10]。

粒子群算法由于其简单和高效性广泛地应用于求解任务调度与分配这类NP-hard问题。相关研究中，文献[11]建立考虑安全性、完成时间和使用费用的云工作流调度模型，提出基于离散粒子群优化的云工作流调度算法。文献[12]为了解决任务调度时优化完成时间和完成成本之间的兼顾，提出一种基于改进粒子群的任务调度算法，算法采用间接编码方式对每个子任务占用的资源进行编码，给出解码方式，定义考虑时间和成本的适应度函数，确立粒子位置和速度的更新方法。在传统粒子群优化算法的基础上，文献[13]提出一种具有双适应度的粒子群算法DFPSO，该算法不但能找到任务总完成时间较短的调度结果，而且此调度结果的任务平均完成时间也较短。

可以看出，以上研究侧重于从任务执行开销方面对工作流调度进行优化，忽略了存在依赖关系的不同任务间处理不同大小的数据量时产生的通信代价。同时，由于工作流任务在不同的计算资源上执行拥有不同的代价，且处于不同资源节点上的任务间进行相互通信时代价也是不同的，即任务所面临的是一个资源服务代价动态变化的场景。与以上工作不同，本文将考虑这种环境下如何实现工作流调度时总代价最小的调度目标。
1   工作流调度模型描述
云计算环境中，以有向无环图DAG表示工作流任务结构，G=(V，E)，其中，V={T1,T2,…,Tn}表示工作流的任务集，n=|V|，E表示任务间的依赖关系，fj,k=(Tj,Tk)∈E 表示Tj产生的输出数据和Tk的输入数据。S={1,2,…,i}表示存储节点集，H={1,2,…,j}表示计算资源节点集，T={1,2,…,k}表示工作流任务集。对于确定大小的输入数据，假设任务Tk在节点Hj上的执行时间是已知的，则任务在计算节点上的计算代价反比于任务在资源上的执行时间。di,j表示计算节点i与j间单位数据的访问代价，是已知的，则数据传输代价可以通过节点间的已知带宽进行计算。该代价满足非负性、对称性及三角不等式，即对于i,j∈N，di,j≥0，di,j=dj,i，且对于i,j,k∈N，di,j+dj,k≥di,k。

如图1所示描述了一种包含五个任务的工作流和三台计算节点的云计算设施，图1(a)中，任务间的依赖关系表示为图的有向边。有向边的边首表示为子任务（或后继任务），有向边的边尾表示父任务（前驱任务），表示任务间的执行次序。根任务T1的输入数据表示为finput，任务T5产生的输出数据表示为foutput。任务完成后产生的输出数据表示为(f1,2,f1,3,…,f4,5)，作为其子任务的输入。产生数据以有向无环图的边权值e表示，即ek1,k2表示任务k1∈T与k2∈T间的权值(edge-weight)。图1(b)描述了由三个计算资源节点（H1,H2,H3）组成的集群，其存储单元为（S1,S2,S3）。调度目标即将云任务工作流分配至计算节点，使得总计算代价最小化。
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图1 工作流调度示例

本文将工作流任务调度问题描述为：寻找一种计算资源与任务间的映射方案π，计算在每个计算节点Hj上的总代价，使得所有计算节点中的最高代价最小化。

令Cexe(π)j表示所有分配到计算节点Hj上任务的总代价，Ctx(π)j表示分配到Hj的任务与未分配到Hj的任务间的总访问代价（包括传输代价），该值为任务k1∈k和k2∈k间的输出数据量（以ek1,k2表示）与k1的映射资源和k2的映射资源间的通信代价之积计算得出。两个资源节点间单位数据的通信代价表示为dπ(k1), π(k2)。只有当两个任务间存在数据依赖关系时才有通信代价，即ek1,k2>0。若两个以上任务在同一资源节点上执行，其通信代价为0。
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其中，约束（5）确保所有任务不被映射到单个计算节点上，等式（4）表明对于给定的映射π，计算节点Hj的总代价Ctotal(π)j为执行代价与访问代价之和。当估计了所有资源的总代价后，所有资源中的最大代价被最小化，即等式（1），这确保了所有任务不被映射到单个资源上，在资源间进行了代价分配。

2   基于改进粒子群的工作流调度算法
2.1   标准粒子群算法
粒子群算法（Particle Swarm Optimization，PSO）最早是由Kennedy.J等人于1995年提出的[14]，是通过对鸟群捕食行为的研究抽象出的一种基于迭代的优化算法，算法首先随机地初始化一个包含一定数量粒子的种群，种群中的每个粒子都代表一个潜在的解，粒子在问题的解空间中移动以找到最优或足够好的解。


PSO中，种群为问题空间中的粒子群，粒子首先随机初始化，每个粒子有一个适应度，该适应度通过适应度函数在每一代中进行优化。以pbest表示粒子找到历史最优解，gbest表示整个种群找到的历史最优解，在每一次迭代中，粒子的速度和位置通过等式（6）和（7）进行更新：
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其中，vi,k表示粒子在迭代k时的速度，vi,k+1表示粒子在迭代k+1时的速度，w表示惯性权重，用来限定当前速度对粒子行为的影响，当w较大时，算法具有较强的全局搜索能力，当w较小时，算法具有较强的局部搜索能力；c1与c2称为学习因子，分别用来限定个体经验和群体经验对粒子轨迹的影响，若c1=0，则粒子只向群体学习，这样容易陷入局部极值，若c2=0，则粒子只向自身学习，此时算法退化为一个多起点的随机搜索，通常，c1，c2∈[0,4]；randi∈[0,1]为随机数，i=1,2，xi,k表示粒子i在迭代k时的当前位置，pbesti表示粒子i的最优位置，gbest表示种群中最优粒子的位置，xi,k+1表示粒子i在迭代k+1时的当前位置。
2.2   基于改进PSO的工作流调度算法

由于最优调度问题是NP-hard问题，为了简化和解决调度问题，本文作出如下假设条件：

(1) 父任务完成并将数据传送到子任务时，子任务立即执行；

(2) 计算节点每次只运行一个任务，其他任务进入队列等候；

(3) 每个任务只调度到一个计算节点上；

(4) 一旦任务调度到了一个节点上，任务连续执行，直至结束。

由于标准PSO具有收敛速度慢且容易陷入局部最优的不足，本文引入变近邻搜索VNS算法对标准PSO的进行优化。VNS通过反复搜索不断扩大规模领域，并使用抖动策略，以寻求更好的局部最优解。VNS通过从gbest的领域中抽取的起始点开始启动局部搜索，通过迭代增加领域的规模直到找到一个比当前值更好的局部最小值gbest，来逃离当前局部最小值，重复直到达到预设终止条件。改进PSO的粒子速度更新策略为：
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其中，u是范围在[-1,1]中服从均匀分布的随机数，u~U(-1,1)。

（1） 当vi,k>0且|vi,k|较大时，表明粒子在该维度更倾向于向该方向飞行，即最优解在该速度的方向上；

（2） 当vi,k<0且|vi,k|较大时，表明粒子在该维度更倾向于向远离该方向飞行，即最优解在远离该速度的方向上；

（3） 当|vi,k|处于0附近时，说明该维度的局部最优解就在粒子当前所在位置附近。

式（9）的目标是在粒子速度很小时，添加一个随机扰动，让粒子不再围绕当前局部最优解来搜索，而是跳出该领域，到新区域开始搜索。算法的性能由vTh和ψ决定，当vTh较大时，可以减少摆动周期，但是在同等条件下会增加粒子跳过局部最小值的概率，即大的vTh迫使粒子保持较快的飞行状态，使其不能收敛到一个解上，ψ则影响粒子搜索的可变领域。

同时，为了使种群兼顾局部搜索和全局搜索能力，惯性权重w使用线性更新策略，如下：


[image: image5.wmf]maxmin

max

max

ww

wwIter

Iter

-

=-´

        (10)

其中，wmax和wmin分别表示w的最大值和最小值，Itermax表示最大迭代次数，Iter表示当前迭代次数。Algorithm 1给出了计算任务映射方案的算法TM-IPSO。
Algorithm 1: Improved PSO for workflow tasks mapping-TM-IPSO

1) Set particle dimension as equal to the size of ready tasks in {ti}∈T
2) Initialize particles position randomly from H=1,2,...j and velocity vi randomly

3) For each particle, compute its fitness value as in Equation (5)
4) If the fitness value is better than the previous best pbest, set the current fitness value as the new pbest
5) After step 3) and 4) for all particles, select the best particle as gbest
6) For all particles, compute velocity by Equation (8) and update their postitions by Equtation (7)
7) If the stopping criteria or maximum iteration is not satisfied, return step 3)

算法说明：步骤1)将粒子维度设置为ready中的任务数量，步骤2)对粒子位置在计算资源H=1,2,…,j间进行随机初始化，并初始化粒子速度，步骤3)针对每个粒子利用等式（5）计算其适应度，步骤4)通过适应度比较更新映射最优解pbest，所有粒子执行完步骤3)和步骤4)后，选取最佳粒子为全局最优解gbest，然后通过步骤6)更新所有粒子的速度和位置，并返回步骤3)，若达到最大迭代次数，算法终止运行。

PSO首先随机初始化粒子的位置和速度，将粒子定义为待调度的任务，粒子维度定义为工作流中的任务数量。分配给每个粒子的每维的值为计算资源的下标，因此，一个粒子则表示资源与任务间的一种映射方案。如图1所示中工作流有5个任务，则每个粒子的维度为5，图2表示一个粒子样本。Algorithm 2给出了调用TM-IPSO后寻找代价最小化的工作流调度算法WSA_IPSO。
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图2 一个粒子样本

Algorithm 2: Workflow Scheduling Algorithm Based on PSO-WSA_IPSO

1) Compute average computation cost of all tasks in all compute resources

2) Compute average cost of communication/size of data between resources

3) Set task node weight wk,j as average computation cost

4) Set edge weight ek1,k2 as size of file transferred between tasks

5) Compute PSO ({ti}) /*a set of all tasks i∈k*/

6) Repeat

7)     For all ready tasks {ti}∈T do
8)        Allocate tasks {ti} to resources {pj} according to the solution provided by TM-IPSO

9)     End for

10)     Dispatch all the mapped tasks

11)     Wait for polling_time
12)     Update the ready task list

13)     Update the average cost of commnication between resources according to the current network load

14)     Compute PSO({ti})

15) Until there are unscheduled tasks

算法说明：步骤1)和2)分别计算所有任务在所有资源上的平均计算代价和各计算资源间相互通信的单位数据平均通信代价，其中，计算代价由分配给任务的节点权值计算，以矩阵TP表示(见3.1)；由于计算代价与计算时间成反比，则代价越高的资源任务完成越快；资源间单位数据的平均通信代价以矩阵PP表示(见3.1)；同样地，通信代价与通信时间成反比；假设每个任务的输入/输出数据量是已知的，以边权值ek1,k2表示。步骤3）和4）分别将计算代价和任务间的数据传输量设置为节点权值wkj和ek1,k2。算法的初始操作（步骤1)~5)）是不考虑任务间的依赖关系计算工作流中所有任务的映射方案（步骤5）），该方案可以最优化工作流的全局计算代价。步骤6)-9)则考虑任务依赖性，根据TM-IPSO计算出的映射结果将就绪(ready)任务分配到资源节点上，在ready任务中，其前驱任务已经完成且提供了当前任务的输入数据。步骤10)正式将任务调度至对应计算资源执行，然后调度器等待轮询时间片的到达，即步骤11)。任务完成后，步骤12)实时更新ready任务集并根据网络带宽更新资源间的平均通信代价。由于通信代价已经更新，此时再需要重新计算任务映射结果（步骤14））。然后再将ready任务分配至计算资源，直到工作流中的所有任务被调度完成。

算法在每次调度周期中，根据计算资源间的平均通信代价实时更新通信代价，并不断对映射结果进行重新计算，基于当前的带宽和资源可用状况使得计算代价最优化。

3   仿真实验
本节利用墨尔本大学Buyya团队开发的开源云仿真平台CloudSim[15]进行算法的仿真实验，并选取MCT（Minimum Completion Time）算法、标准PSO算法与本文的改进PSO算法作性能比较，当使用标准PSO算法时，Algorithm 1利用等式（6）和（7）对粒子速度和位置进行更新，并分别从工作流任务执行的总代价、任务在计算资源上的分布以及算法收敛性三个方面进行性能比较。

3.1   实验设置
粒子数=25，最大迭代次数Itermax=40，学习因子c1=c2=1.5，最大速度Vmax=1，阈值vTh=0.02，Ψ=2，wmax=0.9，wmin=0.4，即随着迭代的进行，w将线性地从0.9递减至0.4，TP[i,j]表示Ti在Hj上的计算代价，矩阵TP的取值参考Amazon EC2[16]的收费标准，取值范围为[1.1,1,28]，单位为$/hr，PP[i,j]表示计算节点间单位数据的通信代价，矩阵PP的取值参考Amazon CloudFront[17]的收费标准，单位：$/MB/sec，DS[i,j]表示每个任务的输入/输出数据量，单位：MB，实验执行次数=30。在每一次重复实验中，随机选取三个矩阵中的数值进行仿真实验，并保证粒子群算法的参数保持不变。总数据量在任务间的分配规则如下：若x是任务T1的输出数据量，则任务T2，T3，T4分别接收x数据量作为输入，则分别输出x数据量，最后，任务T5消耗3x数据量并产生6x输出数据量。实验中总数据量的取值范围为[64-1024MB]。
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3.2   实验结果
实验1观察工作流的总数据量对总代价的影响，表1给出了工作流的计算总代价随工作流所处理的数据量增加的变化。可以看出，总代价随着处理数据量的增加而增加，但WSA_IPSO算法的代价增长速度明显慢于MCT算法。尤其当处理数据量增加时，WSA_IPSO算法较MCT节省了约3倍代价。由于WSA_IPSO考虑了任务间依赖性在内的通信代价，当计算子任务在资源上的执行代价时，来自父任务的执行节点的传输输出数据的传输代价被增加到该节点上。工作流中的所有任务通过这种计算可以找到近似最优的任务与资源间的映射方式。而MCT算法一次只计算单个任务的代价，并没有考虑工作流中其它任务的映射。同时，由于引入变近邻搜索VNS改进了标准PSO的速度更新方式，WSA_IPSO仍低于标准PSO算法WSA_PSO。

表1 总代价（单位：$）

	工作流数据量
	64MB
	128 MB
	256 MB
	512 MB
	1024 MB

	MCT
	1.73
	3.25
	6.02
	14.04
	28.95

	WSA_PSO
	1.01
	2.35
	3.87
	8.76
	17.67

	WSA_IPSO
	0.311
	0.312
	0.33
	0.587
	1.104


实验2观察工作流任务在计算资源上的分布情况。评估该性能指票主要在于算法可能将所有任务发送到较少资源上以避免随着数据量增加带来的通信代价，以最小化通信代价。如图4所示，X轴表示工作流处理的总数据量，Y轴表示在计算资源上所执行的任务量（以百分比表示）。可以看出，WSA_IPSO算法是根据数据量进行任务分配的。当总数据量较小时（64MB-128MB），WSA_IPSO将任务按比例分配到所有节点上。然而，当数据量增加到256MB以上时，更多任务被分配到H1和H3上。由于本实验计算资源代价是固定的，MCT算法并没有改变任务映射结果，任务分布与总数据量是无关的，因此，其负载分布是完全线性的，在三台计算节点上的任务量分别为20%，40%，40%。由于任务在可用资源上的分布与使用代价成正比，WSA_IPSO有效地避免了资源超载，实现了负载均衡。WSA_PSO的结果与WSA_IPSO类似，这里没有列出。
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图3 工作流任务的分布状况

实验3观察计算资源代价对性能的影响。不同的云服务提供商根据资源类型和能力的不同拥有不同的定价策略。图4显示了计算资源价格的变化对总代价的影响，结果为30次实验的均值，工作流的总数据量固定为128MB。可以看出，WSA_IPSO比MCT算法有更低的代价（约10倍左右）。另外，从趋势可以看出，WSA_IPSO的代价增长是线性的，而MCT几乎呈指数级增加。这是由于对于给定的资源，WSA_IPSO可以找到最优的任务映射方案，其代价的线性增长表明它同时考虑了任务计算和通信代价。MCT算法简单地将单个任务映射到完成时间最小的资源上，随着资源代价的增加，MCT由于过多使用高性能资源（高价格资源），没有考虑数据量大小，导致代价增长过快。
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图4 资源价格对代价的影响

实验4通过是否产生稳定不变的总代价观察WSA_IPSO算法的收敛性。图5显示了不同的数据量下总代价随迭代次数的变化。初化情况下，粒子是随机初始化的，因此初始总代价较高。随着实验的执行，WSA_IPSO收敛是显著的，算法很快找到了全局最优解，大约需要20次迭代算法可以完全收敛，说明算法具有较好的鲁棒性。
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图5 WSA_IPSO算法的收敛性
4   结束语
本文对云计算环境下的工作流任务调度问题进行了优化，以最小化任务执行代价和资源通信代价之和为目标，提出了一种基于改进粒子群算法的工作流任务调度算法WSA_IPSO。通过CloudSim平台下的仿真实验，将WSA_IPSO与标准PSO算法及MCT算法进行了性能对比。结果表明，WSA_IPSO算法在降低总代价、负载均衡及收敛性方面较同类算法均表现更好。进一步的研究将集中在设计协同进化的料子群算法，改进目前算法中个体可能出现的早熟现象，以得到更稳定的任务调度方案。
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