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主成分分析与遗传神经网络在制冷系统

故障诊断中的应用

张　琪１，吴亚锋２，徐　建１
（１．中国华阴兵器试验中心 环境模拟室，陕西 华阴　７１４２００；２．西北工业大学 动力与能源学院，西安　７１００７２）

摘要：针对低温试验系统制冷设备测点多、数据间存在强相关性等特点，将主成分分析法和遗传神经网络智能识别方法进行组合，

引入制冷系统的故障诊断中；结合专家经验和主成分分析客观地对多传感器信息进行了科学合理的故障特征优选，从而确定了神经网络

的输入空间；为了克服神经网络易陷入局部最小的缺陷，利用遗传算法的全局搜索能力，对神经网络的初始权值和阈值进行了优化；运

用该方法对制冷系统各故障状态进行识别，结果表明，简洁有效的网络结构不仅缩短了训练时间，而且提高了网络的稳定性和分类精度，

为监测系统提供了一种有效的故障诊断方法。
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０　引言

由于低温模拟试验系统设备组成复杂，任务负荷大，温控

要求高，其设备安全可靠的运行至关重要。制冷设备一旦出现

故障，将造成巨大的经济损失和社会影响。因此需要对系统设

备实时开展故障诊断，及时监测设备的运行状况，识别故障早

期征兆，对故障部位、故障程度和发展趋势做出准确判断，以

实现设备的预知性维修，即由计划维修向状态检修过渡，提高

机组的可靠性和可利用率。

故障诊断的本质是对工况状态模式的识别过程。神经网络

作为模式分类器应用非常普遍，其强大的自学习机制能够实现

输入和输出之间的非线性映射。误差反向传播的前馈型网络

（ＢＰ）是神经网络中最精华的部分，应用于实例的神经网络约

８０％～９０％都采用了ＢＰ网络或它的变形。由于神经网络具有

自身容易陷入局部最小的缺陷，有必要利用遗传算法的全局搜

索能力对网络的连接权值与阈值进行优化，改善网络识别的稳

定性和精度。针对实际状态、特征信息种类多，强关联的特

点，应用主成分分析法 （ＰＣＡ）提取出可反映样本绝大部分信

息的少数相互独立的综合变量。本文结合ＰＣＡ和ＧＡＢＰ网络

的优点，将控制系统测量信息作为输入，９个典型故障类型作

为输出，仿真结果表明，该组合算法结构简洁，识别速度快，

分类精度较高。

１　主成分分析法

１１　主成分分析法的基本思想

由于模式识别方法的日益成熟，识别精确的关键很大程度

上取决于从原始数据中提取的特征变量。为了降低计算的复杂

性，避免海量数据引起的效率低下、高维特性导致的维数灾难

问题和非线性特性带来的线性模型失效问题等，对原始数据进

行降维是很有必要的。主成分分析正是利用降维的思想，研究

原始变量相关矩阵的内部结构，找出几个综合指标，综合指标

是原来变量的线性组合。在故障诊断中，不同故障表现出的部

分征兆可能是相同的，多种征兆的强相关性使得诊断结果准确

性不能得到保证。通过对输入故障征兆的降维，去除冗余信

息，降低数据间的相关性，使得不同类特征的类间距离最大，

同类特征的类内距离最小，对这一特征更敏感。其优点在于实
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现了可观的数据压缩，降低了对通信带宽和数字信号处理器的

要求，有利于实时处理。

１２　主成分分析法的代数和几何意义

主成分分析是一种多元统计分析方法。通过把高维信息投

影到低维子空间，并保留其主要过程信息。具体方法是借助一

个正交变换犜，将其分量相关的原随机向量狓＝ （狓１，狓２，

…，狓狆）
犜，转化成其分向量不相关的新随机向量狌＝ （狌１，

狌２，…，狌狆）
犜，这在代数上表现为将狓的协方差阵变换成对角

形阵，在几何上变现为将远坐标系变换成新的正交坐标系，使

之指向样本点散步最开的狆个正交方向，以一个较高的精度

转换成低维度变量系统。根据数据变化的方差大小来确定变化

方向的主次位置，按主次顺序得到各个彼此独立主成分。为了

便于理解，在二维空间中进行说明。

假设有狀个样本，每个样本包含２个观测量狓１和狓２，在狓１、

狓２所确定的二维平面中，狀个样本点的散步情况如图１所示。

图１　狓１和狓２坐标系下样本点的分布

从图１可知，这狀个样本点在坐标轴的任意方向上都具

有很大的离散性，如果仅考虑狓１ 和狓２ 中的一个，则会损失很

多原始数据的信息。通过同时把狓１ 和狓２ 轴逆时针旋转θ角

度，从而得到坐标轴狔１ 和狔２，如图２所示。旋转的主要目的

是令狀个样本点在狔１ 轴方向最大程度的离散，此时，狔１ 的方

差达到最大，新变量包含了原始数据的绝大部分信息 （譬如方

差贡献率８５％以上），在研究问题时可以不考虑狔２，两个变量

缩减成一个，降维简化了问题。

图２　狔１和狔２坐标系下样本点的分布

根据旋转公式：

狔１ ＝狓１ｃｏｓθ＋狓２ｓｉｎθ

狔２ ＝－狓１ｓｉｎθ＋狓２ｃｏｓθ

　　我们看到新变量狔１ 和狔２ 是原变量狓１ 和狓２ 的线性组合，

它的矩阵表示形式为：

狔１

狔［ ］２ ＝
ｃｏｓθ ｓｉｎθ

－ｓｉｎθ ｃｏｓ［ ］θ

狓１

狓［ ］２ ＝犝′狓

其中：犝′为旋转变换矩阵，是正交矩阵，即有犝′＝犝－１，

犝′犝＝犐。

主成分分析法在实际问题的应用中，设某个控制过程有狆

个变量，如果系统状态可以由指标中的犽个主分量 （犽＜狆）来

描述，那么可以通过监测犽个新变量的变化作为识别的输入，

来判断状态正常与否。

１３　主成分分析的数学模型

在实际问题中，常见的情况如狀个样品狆个变量狓１，狓２，

…，狓狆，原始数据矩阵为：

狓＝

狓１１ ．．． 狓１狆

． ．

狓狀１ ．．． 狓狀

熿

燀

燄

燅狆

（１）

　　为了使采集到的不同量纲的多源数据它们具有可比性，先

对原始数据进行标准化处理，使得每个变量均值为０，方差为

１。常用的标准化方法是ｚ－ｓｃｏｒｅ标准化：

狓犻犼
 ＝

狓犻犼－狓犼
σ犼

（２）

式中，狓犼 和σ犼 分别是第犼个变量的均值和标准差；犻＝１，２，

…，狀；犼＝１，２，…，狆。

协方差犆犡 为：

犆犡 ＝犈［犡犡犜］ （３）

　　计算犆犡 的特征值λ１，λ２，…，λ狆 和对应的归一化特征向

量犝１，犝２，…犝狆：

犆犡犝犼 ＝λ犼犝犼犼＝１，２，…，狆 （４）

式中，犝犼＝ ［狌１犼，狌２犼，…，狌狀犼］
犜。设特征值λ１≥λ２≥…≥λ狆，

则狔犼＝犝犼
犜犡 （犼＝１，２，…，狆）即为输入矩阵在特征向量下

的投影，就是犡的犼个主分量。这样就将狓＝ （狓１，狓２，…，

狓狆）’的狆个变量转换成狆个新的综合变量了，新变量狔犼 可有

原变量狓１，狓２，…，狓狆 线性表示，即：

狔１狆 ＝狌１１狓１＋狌１２狓２＋．．．＋狌１狆狓狆

狔２狆 ＝狌２１狓１＋狌２２狓２＋．．．＋狌２狆狓狆

．．．

狔狀狆 ＝狌狀１狓１＋狌狀２狓２＋．．．＋狌狀狆狓

烅

烄

烆 狆

（５）

　　系数狌犻犼的确定原则为：

（１）狔犼 与狔犻犼 （犻≠犼；犻，犼＝１，２，…，狆）相互无关；

（２）狔１ 为狓１，狓２，…狓狆 一切线性组合中方差最大者；狔２

为与狔１ 不相关的狓１，狓２，…狓狆 的所有线性组合中方差最大

者；狔狆 为狔１，狔２，…，狔狆－１都不相关的狓１，狓２，…狓狆 所有线

性组合中方差最大者。

按以上方法确定的综合变量狔１，狔２，…狔狆 分别称为原变

量的第１，第２，…，第狆个主成分。并且狔１ 在总方差中所占

比例是最大的，其余狔２，狔３，…狔狆 的方差在总方差中所占比

例依次递减。主成分的个数选取由主成分的累积方差贡献率决

定，累计贡献率越大，说明保留原始的数据信息越多，通常累

积方差贡献率大于８０％以上即可。

累积贡献率定义为：

Φ（犔）＝
∑
犔

犼＝１

λ犼

∑
狆

犼＝１

λ犼

（６）

　　当累积贡献率大于８５％时，将前犔个特征向量狌１，狌２，

…，狌犔 构成的低维空间作为投影空间，将原始变量投影得到
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新的综合变量，至此完成原数据降维处理。这种选择几个方差

最大的成分，以达到简化结构，抓住问题实质的目的。

２　遗传神经网络

２１　犅犘神经网络与遗传算法结合的动因

人工神经网络是数据驱动的故障诊断中普遍和灵活的机器

学习工具，是现代数据分析中的热点，可以处理 “黑箱”这类

非线性辨识问题。神经元的广泛互联与并行工作使整个网络呈

现出高度的非线性特点。网络可以高度自适应地学习和记忆各

输入量和输出量之间的关系，学习对象是网络输入层的大量样

本，通过对各层的神经元进行训练，在以网络输出均方误差最

小的训练目标下，连接权重和阈值不断被调整到最佳值，最终

将知识以权值和阈值的形式储存于网络中，以此进行新样本的

状态识别。前馈型网络 （ＢＰ）利用误差的反向传播逐步调整

到网络的最佳状态。

遗传算法 （ＧＡ）在工程问题中，染色体对应的是数据或

数组，通常是由一维的串结构数据来表示，串上各个位置对应

基因的取值。基因组成的串就是染色体，或者称为基因型个

体。一定数量的个体组成了群体。群体中个体的数目称为群体

大小，也称为群体规模。而各个个体对环境 （评价准则，如最

小均方误差）的适应程度叫做适应度。神经网络和遗传算法这

两种智能算法都是模拟生物结构去表达输入输出之间隐性关系

的。虽然神经网络具有结构简单，可调整参数多，训练算法

多，可操作性好的特点，但其自身也存在缺陷，由于搜索求解

算法是沿梯度下降的，导致网络存在收敛速度慢的缺点，难以

保证复杂网络的全局优化而易导致陷入局部极小值，加之无法

准确获得网络结构、初始连接权值和阈值，而它们却是影响网

络训练效果的主要因素。因此，有必要采用遗传算法对神经网

络进行优化。

２２　遗传算法与神经网络的结合过程

遗传算法优化ＢＰ神经网络是为了得到最佳的网络连接权

值和阈值，其原理是把网络的初始权值和阈值作为染色体，建

立种群，利用生物遗传特性 （复制、交叉、变异）逐代进行选

择，高收敛精度与速度保证了搜索到全局范围内的最优解。这

个最优解就是最佳的网络结构，比用经验和试验判断更能使网

络参数合理化，它的交叉因子和变异因子在网络陷入局部极值

时能很好地跳出来，从而克服网络陷入局部最小的缺点，提高

网络的学习精度。遗传ＢＰ神经网络 （以下简称ＧＡＢＰ）算法

的流程如图３所示。

该组合算法由三部分组成：ＢＰ神经网络结构确定、权值

与阈值的遗传优化、网络训练及仿真。根据样本的输入和输出

参数的个数来确定ＢＰ神经网络拓扑结构，进而得出遗传算法

待优化参数的数目，也就能计算出种群中个体的编码长度，染

色体长度狊＝犚×狊１＋狊１×狊２＋狊１＋狊２ （犚，狊１，狊２分别为输入

层，中间隐含层和输出层的神经元个数），并编码成二进制形

式。交叉概率和变异概率这两个关键的遗传参数是根据适应度

的大小进行选择的。训练网络的第一步需要初始化参数，获取

一组随机数，这个参数是影响网络训练的重要因素，但是随机

的通常不准确，为了得到最佳的权值和阈值，运用遗传算法对

训练过程进行优化。遗传算法按照其染色体的复制、交叉、变

异原则调整网络的连接权值和阈值，计算出ＢＰ网络输出与测

试目标的均方误差犈：

图３　遗传算法优化神经网络算法流程

犈＝
１

犔 ∑
犔

犻＝１

［犗犽（犾）－犜犽（犾）］
２ （７）

（犗犽，犜犽 分别为输出层输出和目标值），进而得到遗传进化的适

应度，向着适应度增大 （即网络输出误差最小）的方向在进化

代中搜寻最优的个体，即使网络的均方误差最小的权值和阈

值。将全部样本按步骤让网络学习一遍后，训练结束的条件是

全部样本的输出误差均小于设定的误差精度，如果未达到，网

络将继续学习，以相同的条件判定是否结束，最终得到最优的

权值与阈值输入网络进行识别。

３　主成分分析法与遗传神经网络结合在制冷系统

故障诊断中的应用

３１　故障样本的获取

低温制冷系统大多故障过程属于缓变故障，温度、压力、

流量、转速等多种信号具有变化缓慢、频率较低、波形没有剧

烈起伏的特点，设备从正常运行到故障征兆出现再到故障灾害

发生是一个较慢的过程，这个故障征兆累计过程中大多数状态

量是连续变化的。

核心设备涡轮出现故障将是系统故障的顶事件，很多原因

能够引起顶事件的发生，即制冷系统制冷量不足或不能制冷，

而且几种征兆往往同时出现，目前常用且成熟的诊断方法是基

于各种故障所对应的征兆。进行诊断时，按照由专家经验和系

统机理制定的数据统计处理规则，将从设备运行中采集到的各

种信号提取特征信息，从而获得故障的相关征兆，利用此征兆

进行诊断是否故障和哪类故障。

总结低温制冷系统主要故障征兆与故障类型的对应关系。

提取了与低温制冷系统故障相关的４０个征兆参数，作为故障

类型犆犻 （犻＝１，２…，９）的特征指标，即犃＝ ｛犃１，犃２，…，

犃｝。犃犻按以下规则取值：犃犻 ＝
１异常

０｛ 正常 ，于是对应的故障论
域为：犆＝ ｛（犃１，犃２，…，犃５０），犃犻＝０，１犻＝１，２…，

５０｝。用故障论域来表示低温制冷系统标准故障模式集。
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３２　主成分分析法的制冷系统故障特征提取

依据制冷系统典型故障域特征向量，利用ＳＰＳＳ数据分析

软件进行主成分特征提取。具体分析结果如下。

１）提取特征值及主成分个数：

如表１所示，λ１＝１３．７９２，λ２＝１１．３０２，λ３＝８．１６４，λ４＝

５．９５５，λ５＝５．１９７，λ６＝２．５１６，λ７＝１．９５０，λ８＝１．１２５，λ９＝

λ１０＝，…，＝λ５０＝０，可以看出，前８个因子特征值大于１，

且它们的累积方差贡献率几乎达到了１００％，符合了达到８５％

以上的提取要求，可以认为这８个因子包含了大部分的信息。

这与主成分碎石图的分析结果相吻合。

表１　各成分特征值、方差贡献率及累计方差贡献率

成

份

初始特征值 提取平方和载入

合计 方差的％ 累积％ 合计 方差的％ 累积％

１ １３．７９２ ２７．５８３ ２７．５８３１３．７９２２７．５８３ ２７．５８３

２ １１．３０２ ２２．６０４ ５０．１８７１１．３０２２２．６０４ ５０．１８７

３ ８．１６４ １６．３２７ ６６．５１４ ８．１６４ １６．３２７ ６６．５１４

４ ５．９５５ １１．９１０ ７８．４２４ ５．９５５ １１．９１０ ７８．４２４

５ ５．１９７ １０．３９４ ８８．８１８ ５．１９７ １０．３９４ ８８．８１８

６ ２．５１６ ５．０３２ ９３．８５０ ２．５１６ ５．０３２ ９３．８５０

７ １．９５０ ３．９００ ９７．７５０ １．９５０ ３．９００ ９７．７５０

８ １．１２５ ２．２５０ １００．０００１．１２５ ２．２５０ １００．０００

９ ３．６３８Ｅ－１５７．２７６Ｅ－１５１００．０００

１０ ２．５９１Ｅ－１５５．１８３Ｅ－１５１００．０００

１１ ２．４０５Ｅ－１５４．８１０Ｅ－１５１００．０００

１２ １．７７７Ｅ－１５３．５５３Ｅ－１５１００．０００

１３ １．２７９Ｅ－１５２．５５７Ｅ－１５１００．０００

１４ １．１４５Ｅ－１５２．２９０Ｅ－１５１００．０００

２）生成新变量：

上述确定了前８个特征值作为制冷系统故障体系的主要因

素，而相应的主成分成份矩阵即表达了新的影响因子犢１，犢２，

犢３，犢４，犢５，犢６，犢７，犢８ 与原始变量之间的关系，即新的故

障模式样本表２所示。

图４　主成分分析碎石图

根据该矩阵写出新变量表达式：

犢１＝０．３８９犡１－０．４５０犡２－０．４５０犡３＋０．３８９犡４＋０．３８９犡５

＋０．３８９犡６＋０．８５３犡７＋０．９４３犡８＋０．３７６犡９＋０．３７６犡１０＋…－

０．４４３犡４９－０．４５０犡５０

犢２ ＝ －０．０６５犡１ ＋０．７４７犡２ ＋０．７４７犡３ －０．０６５犡４ －

０．０６５犡５ － ０．０６５犡６ － ０．００８犡７ ＋ ０．０６２犡８ ＋ ０．５１７犡９ ＋

０．５１７犡１０－０．７０５…－０．７０５犡４９＋０．７４７犡５０

表２　提取成分荷载矩阵

成份矩阵ａ

成份

１ ２ ３ ４ ５ ６ ７ ８

Ａ１ ．３８９ －．０６５ －．４４１ ．３３２ ．７３４ ．０３６ ．０００ ．０００

Ａ２ －．４５０ ．７４７ ．２８１ ．２７５ ．１９０ －．２２０ ．０００ ．０００

Ａ３ －．４５０ ．７４７ ．２８１ ．２７５ ．１９０ －．２２０ ．０００ ．０００

Ａ４ ．３８９ －．０６５ －．４４１ ．３３２ ．７３４ ．０３６ ．０００ ．０００

Ａ５ ．３８９ －．０６５ －．４４１ ．３３２ ．７３４ ．０３６ ．０００ ．０００

Ａ６ ．３８９ －．０６５ －．４４１ ．３３２ ．７３４ ．０３６ ．０００ ．０００

Ａ７ ．８５３ －．００８ ．２８６ －．０６６ ．４３０ ．０１７ ．０００ ．０００

Ａ８ ．９４３ ．０６２ ．０７７ ．２８５ －．０４４ ．１３６ ．０００ ．０００

Ａ９ ．３７６ ．５１７ －．０２０ ．５９６ ．１０４ ．００１ ．４７４ ．０００

Ａ１０ ．３７６ ．５１７ －．０２０ ．５９６ ．１０４ ．００１ －．４７４ ．０００

Ａ１１ －．４４３ －．７０５ ．３９９ ．３６２ ．０７２ ．１０７ ．０００ ．０００

Ａ１２ －．４４３ －．７０５ ．３９９ ．３６２ ．０７２ ．１０７ ．０００ ．０００

Ａ１３ ．６９６ ．０４７ －．２０９ ．４４４ －．０１７ ．１４７ ．５００ ．０００

Ａ１４ ．６９６ ．０４７ －．２０９ ．４４４ －．０１７ ．１４７ －．５００ ．０００

Ａ１５ ．１３７ ．５８９ ．２７２ ．４０７ －．３８０ －．０２４ ．５００ ．０００

Ａ１６ ．１３７ ．５８９ ．２７２ ．４０７ －．３８０ －．０２４ －．５００ ．０００

Ａ１７ －．４４３ －．７０５ ．３９９ ．３６２ ．０７２ ．１０７ ．０００ ．０００

Ａ１８ －．４４３ －．７０５ ．３９９ ．３６２ ．０７２ ．１０７ ．０００ ．０００

Ａ１９ －．２９９ ．０４６ ．７４３ ．２８１ ．１４５ －．０７９ －．５００ ．０００

Ａ２０ －．２９９ ．０４６ ．７４３ ．２８１ ．１４５ －．０７９ ．５００ ．０００

Ａ２１ ．６７４ ．０４１ ．６５８ －．３２６ －．０６７ －．００８ ．０００ ．０００

Ａ２２ ．６７４ ．０４１ ．６５８ －．３２６ －．０６７ －．００８ ．０００ ．０００

Ａ２３ －．５６４ ．６６２ ．０５４ －．１４８ ．１７８ ．４３３ ．０００ ．０００

Ａ２４ －．５６４ ．６６２ ．０５４ －．１４８ ．１７８ ．４３３ ．０００ ．０００

Ａ２５ ．０９２ ．５８８ ．５９５ －．３９７ ．０９２ ．３５５ ．０００ ．０００

Ａ２６ ．４１２ ．５７６ ．５３４ ．２４９ －．３８８ －．０２６ ．０００ ．０００

Ａ２７ －．４４３ －．７０５ ．３９９ ．３６２ ．０７２ ．１０７ ．０００ ．０００

Ａ２８ ．２９９ －．４３４ ．８４６ －．０４６ －．０１１ ．０６４ ．０００ ．０００

Ａ２９ －．４４３ －．７０５ ．３９９ ．３６２ ．０７２ ．１０７ ．０００ ．０００

Ａ３０ ．９４３ ．０６２ ．０７７ ．２８５ －．０４４ ．１３６ ．０００ ．０００

Ａ３１ －．４５０ ．７４７ ．２８１ ．２７５ ．１９０ －．２２０ ．０００ ．０００

Ａ３２ －．４４３ －．７０５ ．３９９ ．３６２ ．０７２ ．１０７ ．０００ ．０００

Ａ３３ ．２１０ ．１０９ －．３０７ ．５５０ －．７１５ ．１９０ ．０００ ．０００

Ａ３４ －．１５０ －．１３４ －．２９６ －．３０８ －．１１９ －．４４７ ．０００ －．７５０

Ａ３５ －．１５０ －．１３４ －．２９６ －．３０８ －．１１９ －．４４７ ．０００ －．７５０

Ａ３６ ．２１０ ．１０９ －．３０７ ．５５０ －．７１５ ．１９０ ．０００ ．０００

Ａ３７ ．２１０ ．１０９ －．３０７ ．５５０ －．７１５ ．１９０ ．０００ ．０００

Ａ３８ ．９４３ ．０６２ ．０７７ ．２８５ －．０４４ ．１３６ ．０００ ．０００

Ａ３９ －．４５０ ．７４７ ．２８１ ．２７５ ．１９０ －．２２０ ．０００ ．０００

Ａ４０ －．４５０ ．７４７ ．２８１ ．２７５ ．１９０ －．２２０ ．０００ ．０００

Ａ４１ －２．９７ ．１２８ －．２１０ －．４７１ ．０４６ ．７９２ ．０００ ．０００

Ａ４２ ．８５３ －．００８ ．２８６ －．０６６ ．４３０ ．０１７ ．０００ ．０００

Ａ４３ ．６７４ ．０４１ ．６５８ －．３２６ －．０６７ －．００８ ．０００ ．０００

Ａ４４ －．５６４ ．６６２ ．０５４ －．１４８ ．１７８ ．４３３ ．０００ ．０００

Ａ４５ ．６７４ ．０４１ ．６５８ －．３２６ －．０６７ －．００８ ．０００ ．０００

Ａ４６ ．８５３ －．００８ ．２８６ －．０６６ ．０４３ ．０１７ ．０００ ．０００

Ａ４７ －．５６４ ．６６２ ．０５４ －．１４８ ．１７８ ．４３３ ．０００ ．０００

Ａ４８ ．６７４ ．０４１ ．６５８ －．３２６ －．０６７ －．００８ ．０００ ．０００

Ａ４９ －．４４３ －．７０５ ．３９９ ．３６２ ．０７２ ．１０７ ．０００ ．０００

Ａ５０ －．４５０ ．７４７ ．２８１ ．２７５ ．１９０ －．２２０ ．０００ ．０００

．

．

．

犢８＝－０．７５０犡３４＋０．７５０犡３５
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主成分分析与遗传神经网络在制冷系统故障诊断中的应用 · ２７　　　 ·

３３　基于犌犃犅犘神经网络的状态故障诊断网络建模

网络输入是被测对象的故障征兆特征值，输出是该状态对

应的故障模式。下面对制冷系统分别用 ＢＰ网络和 ＰＣＡ－

ＧＡＢＰ网络建模进行故障识别。前者根据制冷系统典型故障论

域特征向量选取５０个征兆参数犃＝ ｛犃１，犃２，…，犃５０｝作为

ＢＰ网络的输入，以９类故障犆犻 （犻＝１，２，…，９）作为输出，

经验证，这里取隐含层节点数为１７，ＢＰ网络结构５０×１７×９。

ＰＣＡ－ＧＡＢＰ网络的结构与 ＧＡＢＰ网络仅区别于输入层节点

数不同。由３．２节可知，表征低温系统状态的征兆参数有８

个，即网络输入节点数目为８，ＰＣＡ－ＧＡＢＰ网络结构为８×

１３×９。遗传算子染色体长度分别为１０２９和２４３，种群大小和

遗传代数分别设定为５０和１００。输出变量是故障模式代号，

用布尔值串表示。如第３种故障Ｃ３就是犜＝ ［００１００００００］。

隐含层和输出层神经元传递函数均采用Ｓ型函数，分别为Ｓ型

正切函数ｔａｎｓｉｇ和 Ｓ型对数函数ｌｏｇｓｉｇ；网络训练函数取

ｔｒａｉｎｌｍ，并调用遗传算法工具箱优化初始值对网络进行训练，

可提高网络的稳定性和训练速度。训练目标０．０１，自学习率

０．０８，训练次数５０００次。

待检状态样本１：低温试验系统在降温过程中，测控系统测

得的制冷系统运行状态为：１号涡轮转速超高、２号涡轮转速超高

１号涡轮膨胀机出口温度降低、２号涡轮膨胀机出口温度降低、回

冷器冷侧进口温度升高、低温室室内压差为０、低温室回气阀位

增至全开等。其故障论域的特征向 量 可 表 示 为：ｔｅｓｔ１＝

［００００００００００１１００００１１１１００１１００１１１００１００００００００００００００００１０］。

待检状态样本２：低温试验系统在保温过程运行中发现如

下症状：水冷器进出水温差小、水冷器出口气体温度高、空冷

器热侧出口气体温度高、涡轮膨胀机进口温度高、１号涡轮压

气机出口温度高、２号涡轮压气机出口温度高、回冷器冷侧进

口温度升高。其故障论域的特征向量可表示为：ｔｅｓｔ２＝

［００００００００００００００００００００００１１１０００００００００００００００１００１００１０１０］。

由上述主成分分析法进行特征优选，得到降维约简后的特

征向 量：Ｐ ＿ｔｅｓｔ１＝ ［－４．９７５２ －４．６５４５５．６３０３３．１１７２

１．２１４０１．６２６００．００００ ０．００００］；Ｐ ＿ｔｅｓｔ２＝ ［－２．５２０８

２．７６７９０．４４７９１．１２６１－１．８６７６２．９１４９０．０００００．００００］。

３４　网络训练与测试

ＰＣＡ－ＧＡＢＰ网络的训练：按照上面设计的网络参数进行

训练，训练过程如图５所示。

由图５可以看出：ＰＣＡ－ＧＡＢＰ网络达到了较高的网络性

能要求，但在训练过程中发现，ＰＣＡ－ＧＡＢＰ网络的稳定性明

显高于ＢＰ网络，且缩短了训练时间。

网络测试：训练好网络后，分别将Ｐ＿ｔｅｓｔ１和Ｐ＿ｔｅｓｔ２作

为测试输入向量，对网络进行仿真测试，识别结果如表３所示。

表是实例１和实例２经过两种网络测试结果。实例１中两

种网络的识别结果均显示是第９种故障，即试验室密封不严

密，这与实际情况相一致。实例２中均显示是第６种故障，即

水冷器冷水侧壁面结垢严重换热效率低，也是正确的。通过比

较可以得出，这两种网络均能够识别出故障，但ＰＣＡ－ＧＡＢＰ

网络的输出隶属度稍高，提高了网络的识别精度。

４　结论

本文提出的主成分分析法与 ＧＡＢＰ神经网络组合的诊断

方法，在保证网络的识别精度不变的前提下，能够消除变量间

的冗余信息，简化ＧＡＢＰ网络结构，缩减网络训练时间，是

图５　ＰＣＡ－ＧＡＢＰ网络训练过程

表３　ＰＣＡ－ＧＡＢＰ和ＢＰ网络对实例１与实例２的测试结果

Ｔｅｓｔ１ Ｔｅｓｔ２

ＰＣＡ－ＧＡＢＰ ＢＰ ＰＣＡ－ＧＡＢＰ ＢＰ

Ｃ１ ０．０００２１０６２３ ４．４７Ｅ－０５ ０．００１２ ９．５３Ｅ－０５

Ｃ２ ０．１０８１４４８５８ ０．００１２５９ ０．００４６ ０．０００６７３

Ｃ３ ０．０００１８６０６８ ７．０８Ｅ－０５ ３．５５４５４Ｅ－０４ ０．００３６４１

Ｃ４ ０．００１３９６６５ ０．０００２６２ ０．０１０９ ６．７２Ｅ－０５

Ｃ５ ０．００２１４２５０２ ０．０００２９８ ０．０２３５ ８．０６Ｅ－０５

Ｃ６ ０．００８２５２８３７ ０．００２３２６ ０．９９９８ ０．９９９２９

Ｃ７ ０．５３１３９２９０９ ０．０００１８７ ０．４５５２ ７．２Ｅ－０５

Ｃ８ ０．００３０４６７２３ ５．１Ｅ－０５ ０．００３２ ０．０００６１

Ｃ９ ０．９９９９９２１１２ ０．９９５１２４ １．２２２４Ｅ－０４ ０．００４８２

实时在线监测的有效方法。利用这一网络可以在很短的时间内

诊断出故障，以便于操作人员及时做出应对处理。
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