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摘 要：传统聚类算法K-Medoids对初始点的选择具有随机性，容易产生局部最优解；替换聚类中心时采用的全局顺序替换策略降低了算法的执行效率；同时难以适应海量数据的运算。针对上述问题，提出了一种云环境下的改进K-Medoids算法，该改进算法结合密度法和最大最小原则得到优化的聚类中心，并在Canopy区域内对中心点进行替换，再采用优化的准则函数，最后利用顺序组合MapReduce编程模型的思想实现了算法的并行化扩展。实验结果表明，该改进算法与传统算法相比对初始中心的依赖降低，提高了聚类的准确性，减少了聚类的迭代次数，降低了聚类的时间。
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Highly efficient parallel algorithm of K-Medoids in cloud environment
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Abstract: Traditional K-Medoids clustering algorithm selects the initial points randomly, which is easy to produce local optimum; when replace the cluster centers, adopted global sequential replacement policy reduces the efficiency of the algorithm; at the same time, it is difficult to adapt to operation of massive data. In response to the above problems, an improved K-Medoids clustering algorithm in cloud environment is proposed. The algorithm combines the density method and Max-Min principle to obtain optimized cluster centers, and replaces centers in the area of Canopy, and adopts optimization criterion function, and finally uses the ideas of sequential composition of MapReduce programming model to achieve the parallel extensions of the algorithm. Result of the experiments shows that the improved method is less dependent on the initial points and reduces the number of iterations and the clustering time. 
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引言

随着数据规模的爆炸性增长，传统的数据挖掘工作在处理大规模数据时会出现用时过长、存储量不足等缺点。云计算的提出将这些问题迎刃而解，它是一种基于互联网的计算，是分布式计算、并行处理和网格计算的进一步发展。由Google提出的MapReduce编程框架[1]是云计算中代表性的技术，主要用于海量数据的并行计算。已有多种数据挖掘算法在MapReduce计算模型的基础上被实现了，而聚类是在数据挖掘中运用比较广泛的一种算法。
K-Medoids算法是一种典型的基于划分的聚类算法[2]，该算法[3]简单且易于实现，运用于科学研究的各个领域。但是它对初始聚类中心的选择非常敏感，不能有效地对大规模数据进行聚类处理。针对K-Medoids算法的特点以及不足，国内外很多学者提出了相应的改进K-Medoids算法。文献[4]提出了一种基于 MapReduce 的 K-Medoids 并行算法，用并行模型高效快速地对海量数据进行聚 类处理，但并没有解决K-Medoids算法对初始中心敏感的问题。文献[5]提出一个基于最小支撑树的聚类中心初始化方法，对估计密度方面的方法进行了改进，但是增加了时间复杂度；文献[6]对初始中心点进行优化，并在每个簇内对中心点进行替换，提高了算法的效率，但降低了聚类的精确度；文献[7]提出一个基于初始中心微调与增量中心候选集的改进 K-Medoids 算法，文献[8]提出一种基于密度初始化的改进算法，这些研究通过不同的方法解决了算法对初始中心敏感的问题和对中心点替换的策略进行优化，但无法适应海量数据的处理需求。文献[9]提出一种基于ACO的K-Medoids聚类算法；文献[10]提出一种基于粒计算的 K-Medoids聚类算法，都是结合一些成熟的算法来改进K-Medoids聚类算法，虽然在少量数据环境下能够显著提升算法的性能，但却因为额外的组件增加了算法的复杂性。

因此，本文提出了一种云环境下的高效K-Medoids并行算法，其结合了密度思想和最大最小原则对初始中心点优化以提高聚类效率；通过在Canopy区域内进行中心点替换来降低时间复杂度；并利用云计算对改进K-Medoids算法进行进一步研究以提高该改进算法的并行化执行速度。实验表明，该并行化的改进算法将具有重要的理论研究价值和实际应用意义。
1  MapReduce简介

MapReduce是一种分布式并行编程模型，数据被存储在分布式文件系统(distributed file system, DFS)中，以键-值对<key,value>的形式来表示数据。MapReduce的具体步骤是：先将数据切割成Split，对Split又分成一批键值对<K1,V1>传给Map函数；Map函数对每个键值对进行处理后形成新的键值对< K2,V2>，并把K2值相同的进行汇总，输出中间结果< K2,list<V2>>；Reduce函数对Map函数输出的中间结果做相应的处理后得到键值对<K3,V3>。MapReduce的操作流程如图1所示 [11]。
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图1 Mapreduce的操作流程图

2  传统K-Medoids算法介绍和分析

传统K-Medoids算法思想[4]：在包含n个数据对象的数据集D中，首先随机选择k个不同的数据对象作为初始聚类中心Oi；再根据其剩余数据对象到聚类中心的相似度（欧式距离），将其分配给与之相似度最大（距离最近）的中心点所在的聚类；然后全局随机选取一个非聚类中心点的数据对象p作为替代簇心；如果替代簇心的聚类效果比当前簇心好，则更新当前的簇中心，继续进行聚类迭代，直到各簇中心不再发生变化，说明当前聚类结构不再进行调整，迭代算法结束。判定一个非中心点对象比当前中心点效果好的参照是误差平方和准则函数的值减少，即用非中心点p代替中心点Oi的代价S<0。
欧式距离公式如下：
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其中，
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分别表示一个p-维数据对象。

误差平方和函数可以定义为：
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其中，p为类 Ci中的样本，Oj为聚类中心（p和Oj均是多维的）。

传统的K-Medoids算法通过完全随机的策略对初始聚类中心点进行选取，不能确保聚类结果的准确性。可以通过密度思想和最大最小原则相结合的策略求得数据集的初始聚类中心。

在高密度区域选择初始中心点可以排除噪声点和孤立点的干扰，而最大最小原则可以避免在高密度区域选取的中心点过于邻近，具体表述如下。

    定义1 高密度点：取数据集中的数据对象xi为中心点，计算此中心点在邻域半径δ内包含的样本个数，若样本个数不少于常数Minds，则该中心点就被称为高密度点。其中δ的取值需结合输入的数据对象集，将其取为n个数据样本间距离均方根的一半，公式如下：
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      （3）                                           
其中║xi-xj║为公式（1）的欧式距离D(i,j)。

    得到优化的初始中心点流程为：

    (1) 根据定义3计算出原始数据集的高密度点，并将其放于集合S{X1,X2,…Xn}中。从中取最高密度点作为第一个初始聚类中心点C1，并将其从S中删除；

 (2)在剩余的高密度点集S中找到距离C1最远的点，作为第二个初始聚类中心点C2，并将其从S中删除；

(3)分别计算剩余高密度点集到已有的i个聚类中心点之间的距离，取最小距离的最大者：D(i+1)=max{min{D(j,1),D(j,2),…,D(j,i)}}，j=1,2,…,n，则第i+1个初始聚类中心点为Ci+1=Xj，并将其从S中删除；

(4)当表示D(i+1)变化幅度的深度指标Depth(k)=|D(k)- D(k-1)|+ |D(k+1)-D(k)|取得最大值时，所得到的前k个记录值就是需要的初始聚类中心点，同时下一轮Canopy的区域半径可设为T1= D(k)，避免了Canopy算法初始值设置的盲目性和随机性。

3  K-Medoids算法的改进思想
    (1)K-Medoids算法时间复杂度较高，不能很好的处理大规模数据的聚类操作。而基于MapReduce的分布式并行计算模型，将一个大型数据切分成多个小数据模块的形式，分配给多台计算机集群进行分布式计算，与传统的单机运行平台相比，加快了总体的运行速率，减少了执行时间。
(2)传统的K-Medoids算法在对聚类中心进行替换时，采用的是全局顺序替换的策略，虽然在一定程度上确保了聚类的效果，但是总体上降低了算法的效率，而且全局顺序替换策略不能适应大规模数据的聚类处理。对于一个中心点，若要对其进行替换，一些较优的候选点最有可能出现在该中心点附近，如同一簇内或其附近簇中的点。因此在搜索新的中心点时可以只在这些范围内进行。对此，提出了一种Canopy（华盖）区域内中心点随机替换策略来代替传统的替换方法，即在每个Canopy区域内部对中心点进行随机替换。基于Canopy区域的中心替换策略是Park等人[6]提出的簇内替换策略的优化扩展，扩大了搜索的范围，提高聚类精度。

(3)传统的K-Medoids算法将剩余数据对象分配给距离最近的簇时，计算了剩余数据对象与每一个中心点的距离，使得计算规模较大。而通过Canopy的粗略划分后，只需要计算剩余数据对象与对应的同一Canopy区域内的中心点之间的距离，降低了运算规模，提高运行效率。

Canopy算法[12]的思想是使用一种代价低的相似性度量方法，快速粗略地将数据划分成若干个重叠子集，每个子集可以看成是一个簇。Canopy划分基本流程如下：(1)设置阈值T1= D(k)，Canopy中心为上一轮的k个初始聚类中心点；(2)计算剩余的数据集中每一个数据对象与所有的Canopy中心之间的距离，如果该数据对象与某个Canopy中心的距离在T1内，则将该对象加入到这个Canopy中，当该数据对象与所有Canopy中心的距离计算完成后，将其从数据集中删除，如果该数据对象没有加入到任何Canopy，则构建一个新的Canopy。
(4)传统算法都是将聚类内部的数据对象的距离误差平方和作为准则函数，没有考虑到所有聚类之间的距离对聚类总体质量的影响。对此，为了得到最优的空间聚类结果，提出了一种基于加权的准则函数[8]。

类间距离 b定义为不同聚类中心点间的距离，可以表述为：
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    基于加权的准则函数采用类内距离w(即公式(2)的误差平方和函数)和类间距离b共同决定，则准则函数可以表示为：
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其中，w1、w2为加权系数，且w1+ w2=1；w1、w2需要根据不同的数据集设置，但w1、w2必须满足 w1+ w2=1的关系，使聚类效果达到最好并能提高算法的适应性。
 改进算法的并行化描述
4.1  改进算法基本流程
首先运用密度思想和最大最小距离法相结合的方法求得数据集的初始聚类中心；再在聚类中心的替换方法上，用Canopy区域内随机替换策略代替传统的全局顺序替换策略，以改进K-Medoids算法。一方面，该算法可以通过获得优化的初始聚类中心来提高聚类结果的精确度；另一方面，该算法能够提高收敛速度，降低时间复杂度。最后，将改进后的算法运用于MapReduce的并行计算模型中，其基本流程如图2所示：
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图2 基于Mapreduce的改进K-Medoids算法的基本流程图
 改进算法并行化步骤
计算初始聚类中心点
(1)计算高密度数据集
算法1高密度点的生成

输入：数据集S

输出：高密度点集H

Map函数

(1)每个Map读取数据集S，计算每个数据点xi与其余数据点之间的距离[image: image11.wmf]D
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Reduce函数

(1)根据公式（3）计算邻域半径 QUOTE 
  \* MERGEFORMAT δ，并统计到每个数据点xi距离小于δ的数据个数；

(2)读取密度阈值Minds，若个数大于Minds，则把该点定义为高密度点，得到高密度点集合H。

(2)最大最小原则计算初始中心点
该阶段任务确定初始中心点[13]以及区域半径T1，避免了下一个阶段Canopy算法初始值设置的盲目性和随机性，具体算法如下：

算法2中心点生成算法

Map 函数

输入：高密度点集H

输出：中心点的初始集合Q

(1)设置初始中心点的集合，Q = null ；

(2)设置迭代次数，While k< sqrt(N)（当前节点数据规模 N）；

(3)if 集合Q为空，求数据集V（当前节点数据集V）中密度最大点，并保存该点至集合Q；else求数据集V中数据点与集合Q中数据点的距离最小值中最大者，并保存该点至集合Q；

Reduce 函数

输入：各节点中心点的初始集合 Q={Q1,Q2,...,Qn}；

输出：中心点的最终集合U 以及半径T1；

(1)求取集合 Q 的数据总量，N = Count(Q) ；

(2)设置迭代次数，While k< sqrt(N)

(3)求数据集中数据点之间距离最小值中最大者，并保存该点至集合Q′；

(4)求取集合Q′的数据量m = Count(Q′)；

(5)while j < m，求取集合Q′中Depth (k) 最大值并输出T1，同时将集合Q′前k个点赋值至集合U。                 

4.2.2  Canopy划分
算法3 Canopy划分算法

Map函数

输入：数据集S

输出：标注对应Canopy的数据集C QUOTE 
  \* MERGEFORMAT 
(1)读取中心点的最终集合U 以及半径T1，计算数据集中的对象与中心点之间的距离D；

(2)当 [image: image15.png]


，则标注该数据点属于对应的Canopy，并将结果输出。

4.2.3  K-Medoids迭代
该阶段的主要任务是进行精确的聚类计算，其算法流程为：

算法4 K-Medoids算法

输入：标注对应Canopy的数据集C

输出：K中心点集合U′

Map 函数

(1)读取中心点的最终集合U，将中心点的最终集合U作为初始K中心点集合，U′= U；

(2)通过Map函数比较已标注的输入数据点与对应中心点的距离，输出当前数据点及对应最近距离的中心点编号；

Reduce 函数

通过K个Reduce函数将同一中心点下的数据点归并，在该中心点Oi对应的Canopy内选择一个未被选择过的非中心点p，根据公式（5）计算用p代替Oi的代价并记录在Si中，直到Canopy中所有的非中心点都被选择过；

    (2)如果Si中最小值小于0，则将最小值对应的非中心点代替当前簇心，进行下一轮MapReduce的迭代，否则终止程序。  
 实验结果分析
5.1  实验平台
硬件环境：6台主机：一台Namenode，5台Datanode；CPU 为2.66GHz；硬盘为250G；内存为2G。
Hadoop集群软件环境：Ubuntu12.04操作系统；VMware Workstation v8.0；Hadoop版本为0.20.2；JDK版本为JDK1.6。
5.2  聚类质量以及执行效率的分析
在Hadoop集群上，采用标准数据集：Zoo、Iris、Wine及Breast Cancer数据集进行聚类研究，分别对K-Medoids算法、改进K-Medoids算法进行测试。
表1 各数据集的参数比较

	     数据集
	聚类数
	属性数
	样本数

	      Zoo
	  7
	 17
	 101

	      Iris
	  3
	  4
	 150

	      Wine
	  3
	 13
	 178

	 Breast Cancer
	  2
	 10
	 699


    预先给出K-Medoids算法需要的聚类数目。平均查准率为p，平均查全率为R，迭代次数为t，执行时间为T，以下的结果是运行5次的平均结果。为了能体现改进算法与传统的K-Medoids算法在并行化的条件下的优越性，使用相同 Hadoop集群、相同数据集进行聚类，聚类结果如表2~表5所示。
表2 算法在Zoo数据集的聚类质量以及执行效率

	算法
	P
	R
	t
	T

	K-Medoids
	0.56
	0.47
	5.3
	8.4175

	改进K-Medoids
	0.83
	0.76
	2.8
	3.8246


表3 算法在Iris数据集的聚类质量以及执行效率

	算法
	P
	R
	t
	T

	K-Medoids
	0.75
	0.64
	3.7
	3.0521

	改进K-Medoids
	0.86
	0.81
	2.0
	1.3732


表4 算法在Wine数据集的聚类质量以及执行效率

	算法
	P
	R
	t
	T

	K-Medoids
	0.67
	0.58
	4.1
	5.6671

	改进K-Medoids
	0.79
	0.73
	2.4
	2.0314


表5 算法在Breast Cancer数据集的聚类质量

以及执行效率

	算法
	P
	R
	t
	T

	K-Medoids
	0.64
	0.53
	5.4
	18.1440

	改进K-Medoids
	0.67
	0.59
	2.6
	4.5727
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    由表2、表3、表4和表5可以得出以下结论，在处理四种不同类型的数据集时，改进K-Medoids算法不仅聚类效果较K-Medoids算法好，而且具有较快的收敛速度。密度思想和最大最小原则相结合的方法能够快速地获取到较好的初始聚类中心，从而减少算法中的循环迭代次数，加快收敛速度。针对聚类数与属性数相对较多的Zoo数据集，其改进效果更加明显，而对于Breast Cancer这种聚类数较少的数据集能够维持其原来的聚类效果，验证了改进算法在聚类效果上的稳定性。
5.3  K-Medoids聚类加速比分析

增加Iris数据集数据对象的数量，选取样本1、样本2、样本3这三个记录数n（单位：万）分别是1、10、100的数据进行实验对比分析，执行效率如表6所示。在节点数为1、2、3、4、5、6的Hadoop平台上，使用改进K-Medoids算法进行聚类计算所对应的加速比，如图3所示。  

表6 算法在不同规模Iris数据集的执行效率

	 样本  
	算法
	t
	    T

	样本1
	K-Medoids

改进K-Medoids
	  6.8
  2.4
	  54.11
  22.62

	样本2
	K-Medoids

改进K-Medoids
	8.7
2.1

	91.21
41.92


	样本3
	K-Medoids

改进K-Medoids
	7.4
3.2

	915.03
423.78
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图3 Hadoop下不同规模数据集的改进K-Medoids算法加速比
由表6和图3可以看出：(1)在处理样本量较小的数据集时，改进算法的加速比容易达到瓶颈；2)加速比随着节点数的增加而增大，但由于节点数的增加而带来了消耗更多时间的数据通信等使得加速比的增长速度降低；3)在处理大规模的样本集时，改进算法的加速比更趋近于线性。

6  结束语
在处理海量数据时，为解决K-Medoids算法在进行聚类运算时，会出现初始聚类中心选取的不确定性、算法时间复杂度较高、算法的执行效率低下等问题，提出了一种高效的改进K-Medoids算法。为提高算法的执行效率，并在MapReduce的平台下对该改进聚类算法进行实现。并通过实验对其进行对比分析，与传统的聚类算法相比，该改进算法不仅能提高算法的查准率和查全率以及运行效率而且能改进聚类的效果，这对促进 K-Medoids 算法的发展与应用具有积极的意义。
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