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犛犞犕参数优化方法分析与决策

郭克友，郭晓丽，王艺伟
（北京工商大学 材料与机械工程学院，北京　１０００４８）

摘要：针对支持向量机应用过程中的参数选择问题，从ＵＣＩ数据库选择样本集，分别采用传统的网格法、智能优化算法中的粒子群

法及遗传算法实现核函数参数寻优过程，将所得最佳参数应用到样本测试中；在深入分析优化过程中各参数关系、参数对支持向量机性

能的影响以及传统与智能优化算法的优劣后，得出了核函数优化策略；即先使用智能优化算法初步确定最优解范围，再结合网格法进行

高精度寻优；实验数据验证了参数优化策略的有效性，为扩大支持向量机泛化率、提高应用性做了铺垫。

关键词：支持向量机；核函数；传统优化算法；智能优化算法
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０　引言

支持向量机 （ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，ＳＶＭ），可利用核

函数在原空间直接计算，既能避免 “维数灾难”，又能高效地

解决非线性分类问题，成为浅层机器学习算法中的优秀代表。

人工神经网络和基于规则的分类器是以贪心学习为策略对假设

空间搜索最优解，但容易陷入局部解，而且会出现 “过拟

合”［１］。ＳＶＭ可以表示为凸优化问题，一般依靠小样本进行训

练学习，将待分类问题转化到高维线性可分空间，找到最大分

类间隔，得到目标函数的全局最优解。Ｖａｐｎｉｋ等人
［２３］的研究

成果表明，在解决实际问题时，核函数的参数及惩罚因子对

ＳＶＭ性能影响很大，因此研究参数选取问题具有很大的意义。

１　数据准备

样本来自加州大学欧文分校 （ＵｎｉｖｅｒｓｉｔｙｏｆＣａｌｉｆｏｒｎｉａＩｒ

ｖｉｎｅ）的ＵＣＩ数据库
［４］。该数据库中为样本提供了特征向量，

可避免使用者设计特征提取算法或因主观因素而造成的特征选

取不当问题。实验中将类别标签命名为１、２等数字，样本按

８：２随机划分为训练和测试样本。为充分利用给定数据集，

降低ＶＣ维，训练过程采用交叉验证法的思想。选取的数据集

信息如表１所示，基本分布如图１。经过多次试验测试，得到

如下实验数据集选取原则：

表１　ＵＣＩ标准数据库部分数据

序

号

数据集

名称

样本

总数

属性

维数

类

别
类别 类别比例

１ ａｂａｌｏｎｅ ４１７７ ８ ３ Ｉ：Ｍ：Ｆ １３４２：１５２８：１３０７

２ ａｕ ２５０００ ４５ ６

ｃｌａｓｓ１：ｃｌａｓｓ２：

ｃｌａｓｓ３：ｃｌａｓｓ４：

ｃｌａｓｓ５：ｃｌａｓｓ６

８３４５：１９８７：７９８１：

１８１３：１５６５：３３０９

３
Ｂａｌａｎｃｅ－

ｓｃａｌｅ
６２４ ４ ３ Ｂ：Ｌ：Ｒ ４９：２８８：２８８

４
ｂｌｏｏｄ－

ｔｒａｎｓｆｕｓｉｏｎ
７４７ ５ ２ ０：１ ４７０：１７７

５ Ｉｒｉｓ １５０ ４ ３

Ｉｒｉｓ－ｓｅｔｏｓａ：

Ｉｒｉｓ－ｖｅｒｓｉｃｏｌｏｒ：

Ｉｒｉｓ－Ｖｉｒｇｉｎｉｃａ

５０：５０：５０

６ ｗｉｎｅ １７８ １３ ３ １：２：３ ５９：７１：４８

１）数据集的实例个体数目分布多样化；

２）实例的特征向量维数多样化，因为维数对机器学习训

练时间和模型影响较大；

３）应包含二分类和多分类情况；

４）样本类别应均衡分布，针对不均衡或欠采样的数据，

ＳＶＭ需做其他处理，或难以确定分类器性能
［５６］。

图１显示了Ａｂａｌｏｎｅ、Ａｕ和 Ｗｉｎｅ数据集的特征向量维数

较多，Ａｂａｌｏｎｅ、ｂｌｏｏｄ－ｔｒａｎｓｆｕｓｉｏｎ和ｗｉｎｅ数据集个别向量在

维度上的值跨度较大。Ｂａｌａｎｃｅ－ｓｃａｌｅ数据集分布较为均衡。

２　数据预处理多参数全局车道线检测模型

２１　数据归一化

特征向量属性不同，在数值分布上的差别会导致奇异样本
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图１　数据集样本分布盒图

数据，引起网络不收敛，训练时间增长等问题，所以需要对特

征进行数量级统一，即归一化。国内外学者的研究表明，在代

价函数中，奇异样本数据中的大值特征分量对结果的影响大于

小值特征分量，特征归一化会使分类器的识别率提高，加快训

练速度［７］，归一化公式如 （１）所示：

狔犻 ＝ （狔ｍａｘ－狔ｍｉｎ）（狓犻－狓ｍｉｎ）／（狓ｍａｘ－狓ｍｉｎ）＋狔ｍｉｎ （１）

　　其中：狓犻为样本集，狔犻为归一化后的值。

考虑每个维度的量纲不同，且数量级差别悬殊，为尽量减

少样本原始信息的丢失，应对每个维度单独归一化。经对图１

数据分布盒形图分析，将数据集按照公式式 （１）进行归一化

到 ［－１，１］区间，归一化前后数据集样本分布如图２所示。

图２　归一化后数据集样本分布

２２　犘犆犃数据降维

统计学上，ＳＶＭ的基础是 ＶＣ维理论和结构风险最小原

理。在保证分类精度的同时，尽量降低机器学习的ＶＣ维，才

能使模型在给定数据上的期望风险得到有效控制。降低ＶＣ维

重要的手段就是对样本的特征向量进行降维处理。主成分分析

法 （ｐｒｉｎｃｉｐａｌｃｏｍｐｏｎｅｎｔａｎａｌｙｓｉｓ，ＰＣＡ）在最小均方意义下寻

找最能代表原始数据的投影方向，能保存数据内在结构和原始

信息，已成功运用在人脸识别领域。本文所用实验数据维数范

围是４～４５，根据一般降维原则，提取９０％的主成分。６个数

据集的成分占比如图３所示。

图３　数据集主样本分布

３　犛犞犕核函数参数选取

支持向量机通过引进内积核函数巧妙的解决了高维空间中

的内积运算，而不同的核函数选择也构成了不同的支持向量

机。常用的核函数有：线性核、多项式核、高斯核、二层神经

收集核，一般高斯核最为有效［８］。设定２分类问题，在ＳＶＭ

理论中，若将ＳＶＭ 分类超平面记为犾
（犻），表示其相似度的高

斯核函数记为犳
（犻），如式 （２）。则高斯支持向量机的目标函数

（ｃｏｓｔｆｕｎｃｔｉｏｎ）犉可记为式 （３）：

犉＝ｍｉｎ｛犆∑
犿

犻＝１
［狔

（犻）ｃｏｓ狋１（θ
犜
犳
（犻））＋

（１－狔
（犻））ｃｏｓ狋０（θ

犜
犳
（犻））］＋

１

２∑
狀

犻＝１
θ
２
犼｝ （２）

犳
（犻）
＝ｅｘｐ －

狓－犾
（犻） ２

２σ（ ）２
（３）

　　在高斯核函数进行训练时，需确定惩罚因子犆和参数σ，

即通过适当的算法选取最优化 （犆，σ２）参数组，提高ＳＶＭ

的推广性。设定犵＝
１

σ
２
，找出推广识别率最高的犆和犵组合。

优化问题的有效解决办法有多种，本文在参数寻优过程中选取

网格法、粒子群算法和遗传算法。在实验中分别进行耗时、准

确率和泛化率的比较，得出结论。实验用计算机处理器为Ｉｎ

ｔｅｌ（Ｒ）Ｃｏｒｅ （ＴＭ）２ＱｕａｄＣＰＵ Ｑ９５５０＠２．８３ＧＨｚ，４．００

ＧＢＲＡＭ，软件平台为 ＭＡＴＬＡＢ７．１１．０。

３１　网格算法参数寻优

网格算法属传统优化算法的一种，其实质是穷举法，随着

排列组合情况增多，运算量急剧增加。但在实现过程中，能较

好的找到最优参数的分布范围，即参数组合的 “好区”［９］，摆

脱局部最优解，得到一定精度下的全局最优解。本文中犆和犵

取值为 ［２^ （－５），２^ （－４），…，２^８，２^９］，共２５５个 （犆，

σ
２）组合。数据集经预处理后进行参数训练，图４显示了数据

集１以网格法进行参数寻优的过程，表２汇总了６个数据集的

训练情况。

经验风险指训练样本的错误率，置信风险指测试样本的错

误率。结构化风险为经验风险和置信风险之和。表２表明，网
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图４　网格法参数组的寻优过程

表２　网格算法参数寻优实验数据

序

号

最佳参

数组 （Ｃ，ｇ）

经验风

险／％

置信风

险／％

结构化

风险／％

训练耗

时／ｓ

１ （７３．５１６７，１３．９２８８） ４２．１７４４４７．２１５６ ８９．３９ ５２３．７３４３６９

２ （１．５１５７，０．０３１２５） ４０．２０４ ３８．９１３９７９．１１７９２３０１９．０５０７５１

３ （３８８．０２３４，０．０５４４０９） ５．５５５６ ８．４１６８ １３．９７２４ ７．１５８６７２

４ （３８８．０２３４，０．０９４７３２） ２０ ２３．２４４１４３．２４４１ １０．８３３０５９

５ （０．０３１２５，２．６３９） ３．３３３３ ７．５ １０．８３３３ ０．８７０３３８

６ （０．８７０５５，０．０９４７３２） ０ ４．２５５３ ４．２５５３ １．２６２０５６

格算法寻优的计算耗时与样本的个数、维数成正相关。数据集

２有２５０００个样本，训练时间长，且难以达到理想的效果。数

据集２也说明置信风险不一定高于经验风险，即在训练过程中

不能过度追求低经验风险，以结构化风险最小为原则，合理平

衡经验风险和置信风险。综合６组实验，经验风险越低，获得

的置信风险越低。

３２　粒子群算法参数寻优

通过对生物系统和行为动态特征的观察与模拟，产生了较

多的智能优化算法或称为启发式优化算法，包括遗传算法

（ｇｅｎｅｔｉｃａｌｏｇｒｉｔｈｍ，ＧＡ）、蚁群算法 （ａｎｔｃｏｌｏｎｙｏｐｉｍｉｚａｔｉｏｎ，

ＡＣＯ）、禁忌搜索算法 （ｔａｂｕｓｅａｒｃｈ）、模拟退火算法 （ｓｉｍｕｌａ

ｔｅｄａｎｎｅａｌｉｎｇ，ＳＡ）、粒子群算法 （ｐａｒｔｉｃｌｅｓｗａｒｍｏｐｔｉｍｉｚａｔｉｏｎ，

ＰＳＯ）等，其中遗传算法和粒子群算法较适用于组合优化问

题［１０１１］。应用粒子群算法进行支持向量机参数寻优，根据式

（４）、（５）进行粒子犻的第犱维速度、位置更新。

狏犽犻犱 ＝狑狏
犽－１
犻犱 ＋犮１狉１（狆犫犲狊狋犻犱 －狓

犽－１
犻犱 ）＋犮２狉２（犵犫犲狊狋犱－狓

犽－１
犻犱 ）（４）

狓犽犻犱 ＝狓
犽－１
犻犱 ＋狏

犽－１
犻犱 （５）

　　狏
犽
犻犱和狓

犽
犻犱分别是第犽次迭代，粒子犻飞行速度和位置矢量

的第犱维分量。犮１、犮２ 是加速度常数，用于调节学习的最大步

长，通常设置为２。狉１、狉２ 是随机数，用于增加搜索随机性，

一般取值范围是 ［０，１］。狑是一个非负数的惯性权重，主要

用于对解空间搜索范围的调节。狆犫犲狊狋犻犱、犵犫犲狊狋犱 分别是局部和

全局最佳位置。Ｙ．Ｓｈｉ等已证明权重值狑 取值为 ［０．９，１．２］

可以得到全局最优解［１２］。Ｂ．Ｊ．Ｒａｏ等人的研究
［１３］表明，为避

免个体搜索模式，同时提高收敛速度，种群最大规模一般设为

２０，终止迭代次数一般设置为１００。

实验中粒子个体位置和速度都是二维向量，即 （狏犻１，

狏犻２）、（狓犻１，狓犻２）；速度惯性权重狑＝１；学习步长加速度常数

犮１＝犮２＝１；种群变化的极值犮ｍａｘ＝１００，犮ｍｉｎ＝０．１，犵ｍａｘ＝１

０００，犵ｍｉｎ＝０．０１。将预处理后的样本集进行粒子群算法参数

寻优，寻优过程中采用三折交叉验证。利用ＰＳＯ算法优化过

程如图５所示，优化所得的结果如表３所示。

图５　粒子群算法参数寻优过程

表３　粒子群算法参数寻优实验数据

序

号

最佳参

数组（犆，犵）

经验风

险／％

置信风

险／％

结构化

风险／％

训练耗

时／ｓ

１ （２５．０７６３，４９．６９０５）４６．４７５５４８．７１２６９５．１８８１ ３１１５．７４３１９８

２ （２０．７０４３，６５２．１８９７） ６６．５ ６６．６１６７１３３．１１６７２０５３８１．０８０２１４

３ （５１．５９６４，０．０１） ８．７３０２ １３．６２７３２２．３５７５ ５２．５１００１７

４ （６９．９５０１，１．２２７） ２１．３３３ ２１．５７１９４２．９０４９ ４７．０４４３２３

５ （０．１，１．９５０３） ３．３３３ ７．５ １０．８３３ ６．０３０４７０

６ （５．２３５９，０．０１） ０ ４．９６４５ ４．９６４５ ８．７４５３５４

实验结果表明，在粒子群寻优过程中，代数较小时，随着代

数增加，平均拟合度逐步提升，个体趋于自我的最优状态，整体

表现出较好的适应性。代数到达一定数值后，个体和群体的适应

度更新缓慢，种群最佳适应度不再变化，个体最优解一致。说明

粒子群算法在空间搜索时出现了停滞，容易陷入局部最优解。６

组实验数据表明，随着样本数量的增加，粒子群算法收敛速度缓

慢，算法的时间复杂度为犗 （狀２），受样本影响大。

３３　遗传算法参数寻优

在寻优过程中，最优参数组具有不确定性，当穷举范围较

大时，计算量的剧增为寻优带来更多不确定因素。对这类多项

式复杂程度的非确定性问题 （ｎｏｎ－ｄｅｔｅｒｍｉｎｉｓｔｉｃｐｏｌｙｎｏｍｉａｌ，

ＮＰ）搜索方法中较有名的就是遗传算法 （ｇｅｎｅｔｉｃａｌｇｏｒｉｔｈｍ，

ＧＡ）
［１４］。此外该算法对适应度函数无解析性质要求，且可得

到全局最优解。按照 Ｄａｒｉｗｉｎ进化论中生物进化过程设定种

群，并对个体进行二进制或格雷码形式基因编码。根据设定的

寻优目标，得到个体适应度，再经过基因选定父代，通过父代

的交叉或变异，产生新个体，最终达到寻优的目的。该启发式

搜索算法采用轮盘赌法 （ｒｏｕｌｅｔｔｅｗｈｅｅｌｓｅｌｅｃｔｉｏｎ），个体被选

中的概率正比于适应度，逐步淘汰适应度低者。在由 犕 个个

体组成的群体中，设个体的适应度设为犳犻，对应的遗传给新

一代的概率犘 （狓犻）如式 （６），累计概率狇犻如式 （７）。

犘（狓犻）＝
犳犻

∑
犕

犼＝１
犳犼

（６）

狇犻 ＝∑
犕

犼＝１
犘（狓犻） （７）
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　　遗传算法的参数设置一般依据经验进行，不同的参数组合

对其性能影响较大，其中种群个数、遗传代数、交叉率、变异

率都会影响解空间搜索的深度和广度。本文根据以往经验设置

种群规模狆狅狆＝２０，最大遗传代数为２００。为保证个体在有限

的区域进行最优解搜索，设定参数犮的变化范围为 ［０，１００］，

参数犵的变化范围为 ［０，１０００］，交叉率为０．９，变异率为

０．１，编码长度为２０，将预处理后的样本集进行遗传算法参数

寻优，寻优过程中采用三折交叉验证。利用ＧＡ算法优化过程

如图６所示，训练所得结果如表４。

图６　遗传算法参数寻优过程

表４　遗传算法参数寻优实验数据

序

号

最佳参数

组（犆，犵）

经验风

险／％

置信风

险／％

结构化

风险／％

训练耗

时／ｓ

１ （１１．５１２６，２５．４２６９） ４１．６９６５ ４７．３３５３ ８９．０３１８ １９６４．５４５５４５

２ （，）    

３ （０．２９４４，２．１３１５） ７．１４２９ ８．６１７２ １５．７６０１ ３７．３１３２１３

４ （２．５９２８，７２９．３４３２） ２１．３３３３ ２４．４１４７ ４５．７４８ ５７．７５９９４８

５ （０．００５２４５２，２．２０４９） ０ ７．５ ７．５ ２．３７９０５１

６ （６．２８８，０．１５８３１） ０ ７．０９２２ ７．０９２２ ３．４３２７０６

由表４可看出在遗传算法中，随着代数的增加，遗传算法

过程能实现优胜劣汰，收敛到全局最优解。实验中，数据集２

在经历９７小时的训练后仍未得到理想模型。数据集３的经验

风险率低于置信风险率。大部分数据集在迭代２０次后达到最

优，但数据集５经过了６２次迭代，表明ＧＡ的寻优能力受数

据分布和规模影响。数据集２的寻优过程异常缓慢，其原因是

算法中的随机变异和交叉率影响了个体的品质，在有限的进化

代数中失去了寻优能力。以数据集６为例，遗传代数为３时达

到了最优解，但因交叉和变异过程的进行，虽群体平均适应度

逐步提升，但函数失去了收敛能力，只能依赖代数增加，逐渐

收敛。故应适度的加入保护精英主义思想，保证当前最优解不

参加变异，避免全局最优解被破坏。

３４　实验分析

３．４．１　优化算法分析与应用策略

对比三种算法的最优解和寻优过程可知传统的迭代算法适

用于小数据计算。数据量增大时，算法从设定的初始点开始，

难以实现并行、网络计算，且因针对二维参数组寻优，算法复

杂度为犗 （狀２），穷举过程时间频度高，计算效率低。网格算

法的优点体现在对 “坏数据”———数据集２的处理上，样本分

类正确率比智能算法高３０％。网格算法以时间和空间复杂度

为代价，可以在规定的解空间内搜索到全局最优解，但精度严

重依赖所设定的步长，解空间的设置依赖初始值的选取，故需

在时间、精度以及空间做出权衡。

在ＳＶＭ参数寻优过程中，ＰＳＯ相较于 ＧＡ，收敛时间较

短但置信风险高，即快速收敛是以牺牲最优解的精度为代价。

ＰＳＯ实现较为简单，ＧＡ算法中既要保证种群的多样性，维持

一定的交叉率和变异率，也要对适应度高的个体进行精英保

护。本文所用的ＧＡ算法，对并行机制和网络反馈信息利用不

充分，导致数据集５的收敛速度较慢。终止进化条件应灵活设

置，避免数据集６在经验风险为０后，继续进化。

实验中，ＰＳＯ和 ＧＡ的算法复杂度分别为 Ｏ （ｎ^２）、Ｏ

（ｌｏｇ２ｎ）。与传统的网格法比较，这两种智能算法表现出了极

高的学习性能，有良好的全局搜索能力及并行性，可进行快速

分布式计算。给定的参数组范围犮＝ ［０，１００］，犵＝ ［０，

１０００］，计算次数远多于网格算法的２２５次，但耗时与网格算

法相当。智能算法的缺陷是过分依赖初始化种群的规模、迭代

次数及变异率等参数，且无严格的参数设置原则，严重依赖于

经验。由于训练过程中的变异和选择过程具有随机性，实验结

果难以重现。故在寻优过程中，可以使用智能算法进行最优解

范围初步确定，以此确定解空间的初始值，再使用网格法进行

高精度运算。

３．４．２　参数对ＳＶＭ性能的影响

综合训练结果，训练样本对ＳＶＭ 的性能有较大的影响。

数据集５、６分布均衡，个数适中，不同的优化算法都能得到

较稳定的最优参数组合，得到较高的泛化机器。数据集３、４

的数据分布不均匀，效果稍差。三种方法对数据集２的处理，

都没有得到较理想的效果，且寻优时间长，过程缓慢，分析有

以下三种原因：１）该数据的规模不适合选择支持向量机，应

尝试神经网络、弱分类器级联等方法；２）高斯核函数对该数

据不适用，可选择多项式核函数或二层神经收集核函数；３）

本文直接进行了数学机械式归一化与降维，忽略了物理意义，

应尝试针对特征向量的物理意义，做不同的预处理，以期达到

理想的训练模型。

目标函数式 （２）中训练样本误差项的惩罚系数犆，控制

着使分类间隔最大且错误率最小的折中，在确定的特征空间中

调节学习机器的置信范围和经验风险的比例；而高斯函数的方

差系数σ
２，主要影响样本数据在高维特征空间中分布的复杂

程度。通过网格算法可以看出，随着σ２ 的增大，分类效果会

变差。但为追求最高适应度，使σ２ 不能减小超过临界点 （即

最优解），否则带来严重的过拟合问题，使得经验风险概率与

置信风险概率差距悬殊。实验数据也说明ＳＶＭ 有较高的独立

性，针对不同的数据集，最优参数不同，不具有泛化性。

４　结语

本文利用传统和智能优化算法对ＳＶＭ 应用过程中的核函

数参数组 （犆，σ２）进行优化。在对原始数据进行归一化和降

维后，分别采取了网格法、粒子群法和遗传算法实现参数组寻

优过程，并分析了 （犆，σ２）对ＳＶＭ 泛化性能的影响。在应用

ＳＶＭ时，为加快收敛速度、提高最优解精度，应采取优化算

法混合的策略，利用智能算法进行初步最优解定位，然后采用

网格算法进行高精度最优解的确定，可以得到性能较好的支持

向量机模型。
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索速度是ＳＱＬｉｔｅ７２．０３２倍，是ＳＱＬＳｅｒｖｅｒ２００８的５．４９５倍，

是 ＭｙＳＱＬ５８．５５５倍，是内存Ｂ－树１．２３１倍。提出的方法和

内存Ｂ－树方法写入和读取速度远远快于其他方法，这是由于

索引存储在内存中可以获得高速的存储速度，然而同样把索引

维持在内存中，本文提出的页面索引方法的速度要快于Ｂ－树

的速度。原因是以Ｂ－树作为索引时，其结点在程序中实现为

数组或者指针列表，当插入一个关键字时程序需要移动子结点

在数组或者指针列表中移动，这将会耗费时间；当Ｂ－树分裂

一个结点时需要有效的平衡该页面所在结点的父结点和子结

点。因而在此时整棵Ｂ－树会被封锁一定的时间，所以在这个

时候不能同时进行读写操作，而在本文所设计的索引中每个页

面被页面数组结构相互隔离开，所以当前页面进行分裂时给当

前页面上锁很容易，且只有当前的页面被锁住而其他的页面不

会被锁住因此其他的页面仍然可以进行读写操作，页面分裂的

操作简单、限制少，因此减少了时间消耗，页面中包含１００００

个索引项，因此更新的频率很低，因此对页面进行分裂耗费的

时间很少。

４　结束语

在Ｃ／Ｓ模式下，分析客户端可视化数据缓存的存储结构

和算法，深入分析缓存的存储结构和算法对读取可视化数据所

需要时间以及缓存的稳定性的影响。通过在现有的主流数据库

当中进行读写速度的比较以及稳定性的比较，选择最合适的数

据库，减少存储的数据量，提高缓存的读写速度。详细介绍了

一种新型的页面数据索引的设计，该页面索引应用在高实时性

的读取某个历史时间戳的数据，并将当前采集的数据和读取的

历史数据进行对比，给出了查找页面的具体算法并结合具体例

子对页面查找算法进行了详细分析，介绍了存储历史数据的文

件结构，并给出了结构设计的依据，详细介绍了数据写入和读

取的功能实现，并对各存储方法进行了比较、分析得出了结

论。可以较好地解决这一问题．通过对应用实例进行评估，验

证了该技术的有效性和易用性。
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